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      Η παρούσα διατριβή πραγµατεύεται το πρόβληµα της ανίχνευσης µιας ακολουθίας 

συµβόλων καθορισµένου µήκους (µοτίβου) που επαναλαµβάνεται στατιστικά µέσα σε ένα 

σύνολο συµβολοσειρών µεταβλητού µήκους, αποτελούµενων από σύµβολα ενός διακριτού 

αλφάβητου. Αρχικά, αναπτύξαµε γνωστές µεθόδους Μηχανικής Μάθησης: µικτά µοντέλα 

εκπαιδευόµενα µε τον αλγόριθµο ΕΜ και δειγµατολήπτη Gibbs (Gibbs Sampling), όπως 

επίσης και τον αλγόριθµο Build-PST που προσφέρει µία διαφορετική προσέγγιση µέσω της 

κατασκευής ενός πιθανοτικού δέντρου προθεµάτων. 

 

      Στη διατριβή, προτείνονται δύο νέες µέθοδοι που αποτελούν επεκτάσεις του βασικού 

σχήµατος των µικτών µοντέλων µε τον αλγόριθµο ΕΜ. Συγκεκριµένα, οι τεχνικές αυτές 

βασίζονται στην επέκταση (µέθοδος του εκτεταµένου πίνακα) ή οριοθέτηση (µέθοδος του 

οριοθετούµενου πίνακα) του στοχαστικού πίνακα περιγραφής του µοτίβου, προσφέροντας 

έτσι (έµµεσα) χωρικές ιδιότητες (τελεστές) στο στοχαστικό µοντέλο. Η πειραµατική µελέτη 

έδειξε ότι, σε πολλές περιπτώσεις, οι προτεινόµενες τεχνικές εξασφαλίζουν βελτιωµένες 

λύσεις µε βάση ποιοτικά και ποσοτικά κριτήρια και ελαττώνουν σε µεγάλο βαθµό την 

επίδραση της αρχικοποίησης του αλγορίθµου ΕΜ.  
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      In this dissertation, we studied the problem of discovering the most common repeated 

pattern of fixed length in a set of variable length sequences consisted by symbols of a discrete 

alphabet. At first, we gave a general description of the problem and explained how a motif is 

described by a position weight matrix (pwm). The next chapters include the presentation of 

well-known and lately proposed methods used to determine approximate solutions of the 

examined problems, an analytical description of experiments realized in order to compare 

them and the conclusions that came out.  

 

      In Chapter 2, we presented two well-known machine learning methods usually used to 

determine an approximate solution in such kind of problems: EM and Gibbs Sampling. 

Specifically, this can be done through the training of a mixture model. We also described a 

different approach lately proposed, which offers satisfying results in the same research area. 

The last one is called as the Build � PST algorithm and tries to approximate the motif 

searched through the construction of a probability suffix tree. Besides the general description 

of the above methods, we explained in details how they are adapted in the examined problem.   

 

     Chapter 3 includes the general description of two well-known algorithms used for data 

clustering, K-means (partitional clustering) and Agglomerative (hierarchical clustering), and 
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the exact way we used them in order to take an initial approximation of the parameter of 

interest (i.e. the pwm describing the motif).      

      The most important part of the dissertation is consisted by the presentation of two new 

methods proposed in order to solve the same problem (Chapter4). These came out as 

extensions of the EM algorithm and take into account space information that the same method 

discards (disadvantages of EM).  

 

      In Chapter 5, the above methods are tested through the use of artificial and real data sets 

of different kind of motifs and different type of algorithms determining the initial parameter 

(Agglomerative and K-means), and we present the interesting results that came out.  

 

      In Chapter 6, we explain how the experiments realized offer a new perspective for future 

work in the same research area.   
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ΚΕΦΑΛΑΙΟ 1. ΕΙΣΑΓΩΓΗ 

1.1 Περιγραφή του Προβλήµατος 

1.2 Η Μηχανική Μάθηση 

1.3 ∆οµή ∆ιατριβής 

 
 

 

      Ο εντοπισµός µοτίβων, δηλαδή επαναλαµβανόµενων ακολουθιών από γράµµατα (ή 

σύµβολα), µέσα σε ένα σύνολο συµβολοσειρών µεγάλου και µεταβλητού µήκους, αποτελεί 

ένα σηµαντικό πρόβληµα, για την επίλυση του οποίου έχουν αναπτυχθεί µια σειρά από 

αλγοριθµικές µέθοδοι τα τελευταία χρόνια. Καθοριστικό κίνητρο προς την κατεύθυνση αυτή, 

υπήρξε το γεγονός ότι το συγκεκριµένο πρόβληµα παρουσιάζει εφαρµογές σε µια πληθώρα 

ερευνητικών περιοχών, µε κυριότερο τον συνεχώς εξελισσόµενο κλάδο της Βιολογίας. 

Συγκεκριµένα, η λύση αυτού του προβλήµατος ενδέχεται να συµβάλει στην ανακάλυψη 

επαναλαµβανόµενων µοτίβων, πρωτεύουσας σηµασίας (π.χ. σε πρωτεϊνικές αλυσίδες και σε 

αλυσίδες DNA), τα οποία µπορεί κάλλιστα να αποτελούν το αίτιο ύπαρξης ανίατων µέχρι 

στιγµής ασθενειών και να συντελέσει στην αποτελεσµατική θεραπεία τους. Στη γενικότερη, 

τώρα, περίπτωση, ένα µοτίβο µπορεί να εσωκλείει µια καθοριστικής σηµασίας πληροφορία, 

καθώς είναι πολύ πιθανό να χαρακτηρίζει µονοσήµαντα ένα σύνολο αλληλουχιών. Συνεπώς, 

η εξόρυξή του ενδέχεται να συµβάλει στην πληρέστερη µελέτη και στην παραγωγή νέας 

γνώσης µιας ολόκληρης οικογένειας ακολουθιών. 

      Πριν περιγράψουµε το κυρίως πρόβληµα που θα µελετήσουµε, αξίζει να κάνουµε µια 

σύντοµη αναφορά στις κατηγορίες των µοτίβων που υπάρχουν, καθώς και να εισαγάγουµε 

κάποιες έννοιες, οι οποίες θα διευκολύνουν τον αναγνώστη στην πληρέστερη κατανόηση 

όσων ακολουθούν. 
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      Καταρχήν, µπορούµε να διακρίνουµε δύο είδη µοτίβων, τα ντετερµινιστικά και τα 

πιθανοτικά [8]. Με τον όρο ντετερµινιστικό µοτίβο εννοούµε µια συγκεκριµένη ακολουθία 

χαρακτήρων, δηλαδή δοθείσης µιας συµβολοσειράς (ίδιου µήκους µε το µοτίβο), αυτή είτε 

ανήκει σε αυτή την κατηγορία (εάν συµπίπτει µε το µοτίβο) είτε όχι. Από την άλλη πλευρά, 

τα πιθανοτικά µοτίβα περιγράφονται στοχαστικά µε µια κατανοµή, µε βάση την οποία 

προσδίδουν σε κάθε ακολουθία χαρακτήρων µια πιθανότητα να περιέχει ή όχι το µοτίβο. 

Ασφαλώς, σε αυτή την περίπτωση, ενδιαφερόµαστε για τον εντοπισµό των ακολουθιών, για 

τις οποίες αυτή η πιθανότητα γίνεται µέγιστη. Επιπλέον, είναι δυνατόν να υπάρχει κενό (gap) 

σε ορισµένες θέσεις ενός µοτίβου, γεγονός που σηµαίνει ότι σε αυτή τη θέση µπορεί να 

αντιστοιχεί οποιοσδήποτε χαρακτήρας του δοθέντος αλφάβητου, ή και θέσεις στις οποίες 

υπάρχει εναλλακτική επιλογή µεταξύ δύο χαρακτήρων. Παρ� όλα αυτά, δεν θα επεκταθούµε 

περισσότερο σε αυτό το θέµα, καθώς η παρούσα εργασία δεν περιλαµβάνει µελέτη µεθόδων 

που αφορούν τέτοιου είδους µοτίβα. 

      Την απλούστερη κατηγορία πιθανοτικού µοτίβου αποτελεί ο λεγόµενος πίνακας βάρους 

θέσης (position-weight matrix  (PWM)) [2,8]. Αυτός αποτελεί µια στατιστική αναπαράσταση 

ενός µοτίβου (χωρίς κενά) µήκους K  µε χαρακτήρες από το αλφάβητο },...,,{ 21 MaaaA =  

υπό τη µορφή ενός πίνακα διάστασης MxK . Σε κάθε θέση αυτού του πίνακα, αντιστοιχεί η 

σχετική συχνότητα εµφάνισης του κάθε χαρακτήρα στη συγκεκριµένη θέση του µοτίβου. Για 

να γίνει πιο σαφής ο παραπάνω ορισµός (µια και θα χρησιµοποιηθεί στις περισσότερες 

µεθόδους που θα περιγράψουµε), θεωρούµε τις παρακάτω αλυσίδες: 

                                                             1        5       8             

                                                             ↓       ↓      ↓                                 

ABICEDDA 

CIDCA I EA 

AIBC I DAC 

µε γράµµατα από το αλφάβητο { }IEDCBAA ,,,,,=  µε  6=A . Τότε, ο αντίστοιχος πίνακας 

θέσης βάρους έχει προφανώς διάσταση 86x  και είναι ο ακόλουθος 
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θέση στο µοτίβο :                   1                          4                                 8 

                                               ↓                         ↓                                ↓  
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                                  ↑   

                                  Α (= αλφάβητο) 

      Μάλιστα, παρατηρούµε ότι για κάθε στήλη { }8,...,2,1∈j  του πίνακα P , ισχύει   

∑
=

=
6

1
1

i
ijp  γεγονός που ήταν αναµενόµενο, αφού το άθροισµα των σχετικών συχνοτήτων 

εµφάνισης όλων των δυνατών γραµµάτων σε µία συγκεκριµένη θέση του µοτίβου ισούται µε 

1. 

      Ακόµα ένα µέτρο βαρύτητας µιας ακολουθίας θα µπορούσε να ορίζεται µε µία δεδοµένη 

συνάρτηση βάρους (που ασφαλώς παίρνει διαφορετικές τιµές για κάθε ακολουθία), καθώς και 

µε το πλήθος των συµβολοσειρών στις οποίες εµφανίζεται ή µε ένα συνδυασµό των δύο 

αυτών µέτρων. 

      Στην επόµενη παράγραφο, ακολουθεί ο ορισµός του ακριβούς προβλήµατος, µε το οποίο 

θα ασχοληθούµε. 

1.1. Περιγραφή του Προβλήµατος 

      Θεωρούµε, αρχικά, ένα πεπερασµένο σύνολο χαρακτήρων (συµβόλων) 

},...,,{ 21 MaaaA =  (αλφάβητο) µε MA =  και ένα σύνολο N  συµβολοσειρών (ή αλυσίδων) 

},...,,{ 21 NSSSS =  που έχει παραχθεί από το διακριτό αλφάβητο A . Στη γενική περίπτωση, 

υποθέτουµε µεταβλητού µήκους συµβολοσειρές, δηλαδή τέτοιες ώστε   ,KLS ii ≥=  για 
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.,...,2,1 Ni =  Συµβολίζουµε, τώρα, µε ]...[ 21 Kmmmm =  το προς αναζήτηση µοτίβο 

(πεπερασµένου µήκους K ), όπου Am j ∈  για Kj ,...,2,1= . Συγκεκριµένα, δεδοµένου του 

µήκους K , στόχος µας είναι να ανακαλύψουµε µια κοινή ακολουθία χαρακτήρων (λέξη) 

]...[ 21 Kmmmm =  µέσα στις αλυσίδες, η οποία εµφανίζεται µέσα σε αυτές µε τη µεγαλύτερη 

δυνατή πιθανότητα. Πιο απλά, θέλουµε να βρούµε από όλες τις κοινές υπακολουθίες µήκους 

K  µεταξύ των συµβολοσειρών, εκείνη που επαναλαµβάνεται (εµφανίζεται) περισσότερες 

φορές. 

      Για την πληρέστερη κατανόηση των παραπάνω, παρατίθεται το ακόλουθο σχήµα, όπου 

παρατηρούµε ότι ψάχνοντας για ένα µοτίβο µήκους 3, το επιθυµητό αποτέλεσµα θα ήταν η 

εύρεση της ακολουθίας χαρακτήρων �YOU�. Αν, πάλι, αναζητούσαµε ένα µοτίβο µήκους 5, 

αυτό που εµφανίζεται µε τη µεγαλύτερη συχνότητα µέσα στις συµβολοσειρές είναι η 

ακολουθία �BETTER�. 

 

                               1         5          10        15         20       25          30         35                

    1S  ( )361 =L  !  AIAYOUJUBETTERTHESTARSINTYOUDARKSKY 

    2S ( )282 =L !  YOUCANTAYITBETTERDENYILALALANGTHEM 

   3S  ( )303 =L !  TRYBETTERAGEGETITIFYOUAREABLALALALTO 

   4S  ( )314 =L !  IAMSUREYOUCANMAKEBETTERERSTAND 

   5S  ( )365 =L !   LALALANEWANYOUTSTOMAKETOUFEELBETTER 

Σχήµα 1.1: Συµβολοσειρές που περιέχουν τα µοτίβα ][1 YOUm =  και ][2 BETTERm =   

µήκους 3 και 6 αντίστοιχα. 

1.2. Η Μηχανική Μάθηση 

      Η Μηχανική Μάθηση αποτελεί έναν κλάδο της Πληροφορικής, ο οποίος µελετά 

αλγορίθµους που βασίζονται σε παρατηρούµενα δεδοµένα και  εφαρµόζονται σε ένα ευρύ 

φάσµα ερευνητικών περιοχών (Βιοπληροφορική, Αναγνώριση προτύπων κ.ά.). Κύριος 

στόχος της είναι να δηµιουργήσει προγράµµατα υπολογιστών που µέσα από την εµπειρική 

απόκτηση και την ενοποίηση γνώσεων (από µια συλλογή παρατηρήσεων που καλείται σύνολο 
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εκπαίδευσης) κατορθώνουν να βελτιώνονται συνεχώς. Ο βασικός λόγος, για τον οποίο 

κρίνεται απαραίτητη η περαιτέρω ανάπτυξή της, έγκειται στο ότι παρέχει τη δυνατότητα 

αυτόµατης επίλυσης περίπλοκων προβληµάτων, τα οποία φαίνονται απρόσιτα στον 

ανθρώπινο νου, κυρίως λόγω του τεράστιου όγκου δεδοµένων που πρέπει να 

χρησιµοποιηθούν για την επίλυσή τους. Ένα απλό παράδειγµα (που αφορά και το πρόβληµά 

µας) θα µπορούσε να είναι η ανακάλυψη ενός πολύπλοκου µοτίβου µέσα σε ένα πολύ µεγάλο 

σύνολο από αλυσίδες τεράστιου µήκους. Ένα τέτοιο πρόβληµα, ασφαλώς, µοιάζει απίθανο να 

λάβει άµεσης και έγκυρης απάντησης, ακόµα και από κάποιον εµπειρογνώµονα στο είδος, 

χωρίς τη χρήση κάποιου υπολογιστικού συστήµατος. Σε τέτοιου είδους περιπτώσεις, λοιπόν, 

οδηγούµαστε υποχρεωτικά σε λύσεις που µας παρέχουν διάφορες µέθοδοι µηχανικής 

µάθησης, τις οποίες προσαρµόζουµε στο εκάστοτε πρόβληµα που µας απασχολεί. 

 

      Τα προβλήµατα µηχανικής µάθησης κατατάσσονται σε τρεις κύριες κατηγορίες ανάλογα 

µε την έξοδο που επιθυµούµε να δώσει ο αλγόριθµος που χρησιµοποιείται. Έτσι, διακρίνουµε 

τις κατηγορίες της µάθησης µε επίβλεψη (supervised learning), της µάθησης χωρίς επίβλεψη 

(unsupervised learning) και της ενισχυτικής µάθησης (reinforcement learning). Στην πρώτη 

κατηγορία, ανήκουν οι περιπτώσεις αλγορίθµων που δηµιουργούν µια συνάρτηση τέτοια, 

ώστε να αντιστοιχίζει µια συγκεκριµένη είσοδο σε κάποια αυστηρά καθορισµένη έξοδο. Κάτι 

τέτοιο επιτυγχάνεται µέσω ενός συνόλου εκπαίδευσης, αποτελούµενο από παραδείγµατα 

ζευγών εισόδου και επιθυµητής εξόδου. Η µάθηση χωρίς επίβλεψη είναι µια µέθοδος που 

κυρίως ενδιαφέρεται να εκτιµήσει µια συνάρτηση κατανοµής για το σύνολο εκπαίδευσης, 

βάσει συµπερασµάτων που εξάγει από αυτό, ενώ ασχολείται και µε προβλήµατα 

οµαδοποίησης. Εδώ, δεν γνωρίζουµε εξαρχής τη σωστή κατηγορία για κάποιο σύνολο 

παραδειγµάτων, αλλά προσπαθούµε να εκτιµήσουµε έναν κατάλληλο διαµερισµό των 

δεδοµένων σε οµάδες. Γι� αυτό και τα προβλήµατα αυτού του είδους είναι πιο δύσκολα. Στην 

περίπτωση, τέλος, της ενισχυτικής µάθησης, ο αλγόριθµος αποδίδει µια επιβράβευση (θετική 

ή και αρνητική), µετά από µια σειρά αποφάσεων. Σκοπός της είναι να µεγιστοποιήσει αυτή 

την επιβράβευση, η οποία εξαρτάται από το σύνολο αυτών των αποφάσεων, καθώς κάτι 

τέτοιο φανερώνει ότι αυτές µας οδήγησαν πολύ κοντά στον στόχο που µας ενδιαφέρει.  
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1.3. ∆οµή ∆ιατριβής 

      Στα κεφάλαια που ακολουθούν, θα αναλύσουµε µια σειρά µεθόδων Μηχανικής Μάθησης 

που ανήκουν στη δεύτερη από τις προαναφερόµενες κατηγορίες µεθόδων (της παραγράφου 

1.2) για την προσδιορισµό ενός µοτίβου µέσα σε ένα σύνολο συµβολοσειρών (ή αλυσίδων), οι 

οποίες αποτελούν το σύνολο των παρατηρήσεων, δίνοντας ως είσοδο το µήκος του και τις 

αλυσίδες (µέσα στις οποίες θα το αναζητήσουµε). Ο λόγος, για τον οποίο θα τις µελετήσουµε 

έγκειται στο γεγονός ότι στις περιπτώσεις που το µήκος του µοτίβου ή το πλήθος ή/και το 

µήκος των ακολουθιών είναι µεγάλο/α, το πρόβληµά µας γίνεται αρκετά περίπλοκο και η 

πρώτη κατηγορία µεθόδων δεν δύναται να µας δώσει γρήγορα µια λύση. 

      Συγκεκριµένα, στο Κεφάλαιο 2, θα περιγράψουµε τις προσεγγίσεις που βασίζονται στον 

αλγόριθµο EM (Expectation � Maximization) και τον ∆ειγµατολήπτη Gibbs. Όπως θα 

διαπιστώσουµε προσεχώς, η ανίχνευση ενός µοτίβου µήκους ,K  σε αυτές τις µεθόδους 

πραγµατοποιείται µέσω της ικανοποιητικής προσέγγισης ενός συνόλου παραµέτρων Ψ , µετά 

από ένα πλήθος επαναλήψεων. Επιπλέον, εξετάζουµε το αποτέλεσµα που παράγουν οι ίδιες 

µέθοδοι χρησιµοποιώντας κάποια είδη αρχικοποίησης, τα οποία παρέχονται κατόπιν χρήσης 

συγκεκριµένων αλγορίθµων οµαδοποίησης, όπως είναι οι Agglomerative (ιεραρχική 

οµαδοποίηση) και k-means (διαµεριστική οµαδοποίηση), τους οποίους θα παρουσιάσουµε 

στο Κεφάλαιο 3. Μια ακόµη σηµαντική µέθοδο, την οποία θα µελετήσουµε, αποτελεί και ο 

αλγόριθµος Build-PST (ενισχυτική µάθηση) που κατασκευάζει ένα πιθανοτικό δέντρο 

προθεµάτων (περίπτωση πιθανοτικού µοτίβου), ο οποίος αναλύεται στο Κεφάλαιο 2. Το 

Κεφάλαιο 4 αποτελεί την καρδιά της παρούσας εργασίας, καθώς εισάγει δύο νέες µεθόδους, 

οι οποίες αποτελούν παραλλαγές του αλγορίθµου EM, προσπαθούν να παρέχουν µικρότερη 

εξάρτηση από την αρχικοποίηση και να προσφέρουν βέλτιστες λύσεις. Αυτές συγκρίνονται 

πειραµατικά µε τους µέχρι στιγµής υπάρχοντες αλγορίθµους (ΕΜ και ∆ειγµατολήπτη Gibbs) 

στο Κεφάλαιο 5, µε τυχαία και µη αρχικοποίηση και για λέξεις διαφορετικού µήκους, οι 

οποίες περιέχουν ή και όχι επαναλαµβανόµενα γράµµατα ή συλλαβές. Τέλος, το Κεφάλαιο 6 

περιλαµβάνει τον επίλογο της παρούσας εργασίας, καθώς επίσης τα θέµατα προς συζήτηση 

και τα αναπάντητα ερωτήµατα που ανακύπτουν από αυτήν. 
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ΚΕΦΑΛΑΙΟ 2. ΠΑΡΑΜΕΤΡΙΚΕΣ ΜΕΘΟ∆ΟΙ 
ΑΝΙΧΝΕΥΣΗΣ ΜΟΤΙΒΩΝ ΣΕ ΣΥΜΒΟΛΟΣΕΙΡΕΣ 

2.1 Το Πρόβληµα Εκτίµησης της Μέγιστης Πιθανοφάνειας 

2.2 Ο Αλγόριθµος ΕΜ για Μεικτές Κατανοµές 

2.3 Εφαρµογή του ΕΜ στο Πρόβληµα Ανίχνευσης Μοτίβου σε Συµβολοσειρές 

2.4 Ο Αλγόριθµος Gibbs Sampling 

2.5 Εφαρµογή του Αλγορίθµου Gibbs Sampling στο Εξεταζόµενο Πρόβληµα 

2.6 Τα Πιθανοτικά ∆έντρα Προθεµάτων 

 

 

 

      Για την επίλυση του προς εξέταση προβλήµατος, έχει επινοηθεί µια πληθώρα µεθόδων τα 

τελευταία χρόνια. Κάποιες από αυτές επιστρέφουν το βέλτιστο αποτέλεσµα µε µεγάλο, όµως, 

κόστος όσον αφορά τον χρόνο που απαιτούν, όπως είναι η λεγόµενη «εξαντλητική µέθοδος» 

[8], ενώ κάποιες άλλες, σαφώς ταχύτερες, επιστρέφουν µια «προσεγγιστική λύση» µε την 

έννοια ότι το επιστρεφόµενο αποτέλεσµα δεν είναι το καλύτερο δυνατό, αλλά ότι µέσα σε 

αυτό εµπεριέχεται ένα ικανοποιητικό ποσοστό χαρακτήρων από το ζητούµενο µοτίβο. 

Προφανώς, οι µέθοδοι που εµπίπτουν στην πρώτη κατηγορία είναι κατάλληλες µόνο για 

µικρά µοτίβα και χρονοτριβούν στην περίπτωση αναζήτησης µιας συµβολοσειράς µεγάλου 

µήκους ή όταν δίδεται ως είσοδος µεγάλος όγκος δεδοµένων. Στην τελευταία κατηγορία, 

ανήκουν οι αλγόριθµοι EM (Expectation � Maximization) και Gibbs Sampling, τους οποίους 

θα παρουσιάσουµε αναλυτικά στο παρόν κεφάλαιο. Όπως θα διαπιστώσουµε και προσεχώς, η 

ανακάλυψη ενός µοτίβου µήκους K  επιτυγχάνεται σε αυτές τις µεθόδους µέσω της 

ικανοποιητικής προσέγγισης ενός συνόλου παραµέτρων Ψ , µετά από ένα πλήθος 

επαναληπτικών εφαρµογών της εκάστοτε µεθόδου, και η κάθε µία από αυτές τερµατίζει µε 

βάση κάποιο κριτήριο σύγκλισης. 
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2.1. Το Πρόβληµα Εκτίµησης της Μέγιστης Πιθανοφάνειας 

      Έστω ένα σύνολο παρατηρήσεων { }rXXXX ,...,, 21=  που τα στοιχεία του iX  είναι 

στατιστικά ανεξάρτητα µεταξύ τους και αποτελούν δείγµατα µιας κατανοµής µε συνάρτηση 

πιθανότητας )|( ΘXP , όπου Θ είναι ένα σύνολο παραµέτρων της κατανοµής. Σε αυτή την 

περίπτωση, η συνάρτηση πιθανότητας για όλα τα στοιχεία iX  είναι προφανώς 

                                             )|()|()|(
1

XLXPXP
r

i
i Θ=Θ=Θ ∏

=

                                        (2.1)               

και καλείται συνάρτηση Πιθανοφάνειας. Από τον ορισµό της, γίνεται σαφές το γεγονός ότι 

πρόκειται για µία συνάρτηση, η οποία εξαρτάται άµεσα από τις παραµέτρους Θ , αφού 

εκφράζει την πιθανότητα των παρατηρήσεων X , γνωρίζοντας τις τιµές των παραµέτρων. Για 

να εκτιµήσουµε, λοιπόν, τη µέγιστη Πιθανοφάνεια, αρκεί να υπολογίσουµε για ποια τιµή των 

παραµέτρων Θ , η παραπάνω συνάρτηση λαµβάνει τη µέγιστη τιµή της 

                                                      
Θ

∗ Θ=Θ )|(maxarg XL .                                                   (2.2) 

2.2. Ο Αλγόριθµος ΕΜ για Μεικτές Κατανοµές 

      Μια ευρέως γνωστή στατιστική µέθοδος που θεωρείται κατάλληλη για προβλήµατα, στα 

οποία είτε το σύνολο δεδοµένων είναι ελλιπές (δηλαδή απουσιάζουν κάποιες τιµές του) είτε 

υπάρχουν κρυµµένες µεταβλητές, είναι ο αλγόριθµος EM. Πρόκειται για µια επαναληπτική 

µέθοδο, η οποία αποσκοπεί στην «εκτίµηση της µέγιστης τιµής της συνάρτησης 

Πιθανοφάνειας» του εκάστοτε µοντέλου ούτως, ώστε να καθίσταται δυνατός ο υπολογισµός 

της τιµής των παραµέτρων του [4,14]. Εδώ, θα ασχοληθούµε µε τη δεύτερη περίπτωση, 

καθώς σε αυτήν εντάσσεται το πρόβληµα που θα εξετάσουµε. 

      Αν θεωρήσουµε το σύνολο { }rZZZZ ,...,, 21=  που αποτελεί τις κρυµµένες µεταβλητές του 

µοντέλου, το πλήρες σύνολο δεδοµένων είναι το { } r
iZX 1, = . Έτσι, η λογαριθµική συνάρτηση 

πιθανοφάνειας δίνεται από τη σχέση (σύµφωνα µε τον ορισµό της πιθανοφάνειας στην 

προηγούµενη παράγραφο) 
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                                          ∑
=

Θ=Θ=Θ
r

i
iXPXPXL

1
)|(ln)|(ln)|(ln ,                               (2.3) 

      Υποθέτουµε ότι τα δείγµατα µπορούν να περιγραφούν από µια µεικτή κατανοµή της 

µορφής  

                                                  ∑
=

⋅=Θ
w

j
jiji XPXP

1

)|()|( θπ ,                                           (2.4)               

όπου w  το πλήθος των διαφορετικών κατανοµών που υπάρχουν. Τότε, θεωρούµε το σύνολο 

των παραµέτρων { }ww θθππ ,...,,,..., 11=Θ , όπου w
jj 1}{ =θ  είναι το σύνολο όλων των δυνατών 

κατανοµών για τα στοιχεία του συνόλου X , jπ  η εκ των προτέρων πιθανότητα ένα στοιχείο 

του X  να ακολουθεί την κατανοµή jθ  µε  ∑
=

=
w

j
j

1

1π . Έτσι, κάθε κρυµµένη µεταβλητή iZ  

λαµβάνει τιµές από το σύνολο { }w,...,2,1  και φανερώνει ποια από τις w  διαφορετικές 

κατανοµές ακολουθεί η αντίστοιχη παρατήρηση iX . 

      Αντικαθιστώντας, λοιπόν, τη σχέση (2.4) στη (2.3) προκύπτει 

                                            ∑ ∑
= =









⋅=Θ

r

i

w

j
jij XPXL

1 1
)|(ln)|(ln θπ .                                    (2.5) 

               Επιπλέον, αν θεωρήσουµε την ποσότητα της λογαριθµικής πλήρους πιθανοφάνειας 

(δηλαδή εκείνης που προκύπτει από το πλήρες σύνολο δεδοµένων), αυτή δίνεται από τον 

τύπο                                    

                                                   )|,(ln),|(ln Θ=Θ ZXPZXL ,                                        (2.6)                         

όπου )|,( ΘZXP  είναι η από κοινού συνάρτηση πιθανότητας των µεταβλητών X  και Z . 

∆εδοµένου ότι οι παρατηρήσεις r
iiX 1}{ =  είναι ανεξάρτητες µεταξύ τους, έχουµε 

                                                  ∏
=

Θ=Θ
r

i
ii ZXPZXP

1

)|,()|,( ,                                          (2.7)              

οπότε 
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                                                   ∑
=

Θ=Θ
r

i
ii ZXPZXL

1
)|,(ln),|(ln .                                  (2.8)              

      Επειδή, όµως, οι τιµές των µεταβλητών iZ  είναι άγνωστες και κάθε iZ  προσδιορίζει την 

κατανοµή που ακολουθεί η παρατήρηση iX , θα επιχειρήσουµε να υπολογίσουµε την 

παραπάνω ποσότητα χρησιµοποιώντας τον ορισµό της δεσµευµένης πιθανότητας, δηλαδή τη 

σχέση 

                                                ),|()()|,( Θ⋅=Θ iiiii ZXPZPZXP ,                                   (2.9)         

εκµεταλλευόµενοι το γεγονός ότι οι παρατηρήσεις  r
iiX 1}{ =  είναι γνωστές. 

      Με βάση τη σχέση (2.8), η λογαριθµική πιθανοφάνεια παίρνει τη µορφή                  

            [ ] [ ]∑ ∑
= =

⋅=Θ⋅=Θ
r

i

r

i
ZiZiii ii

XPZXPZPZXL
1 1

)|(ln),|()(ln),|(ln θπ  .                  (2.10)            

      Σε κάθε επανάληψη, ο αλγόριθµος ΕΜ υπολογίζει µε βάση το Θεώρηµα του Bayes, στο 

Expectation βήµα, τις εκ των υστέρων πιθανότητες 

        
∑∑

==

⋅

⋅
=

Θ⋅

Θ⋅
=Θ w

l
ZlZ

ZiZ
w

l
lll

iii
ii

ll

ii

XP

XP

ZXPZP

ZXPZP
XZP

11

)|(

)|(

),|()(

),|()(
),|(

θπ

θπ
, ri ,...,1= .                 (2.11)                  

      Αφού, τώρα, η µέση (αναµενόµενη) τιµή της λογαριθµικής πιθανοφάνειας για τις 

παραµέτρους Θ  (της τρέχουσας επανάληψης) είναι εξ� ορισµού       

[ ] ( ) ( )∑∑∑
∈ ==

Θ⋅⋅=






 ⋅=Θ
Zz

r

i
ZiZ

r

i
ZiZ XZPXPXPEZXLE

iiii
11

),|()|(ln)|(ln),|(ln θπθπ  

                           ( )∏∑∑
=∈ =

Θ⋅=
r

j
jj

Zz

r

i
ZiZ XZPXP

ii
11

),|()|(ln θπ  

                          ( )∑∑ ∑ ∏∑
= = = ==

Θ⋅=
w

Z

w

Z

w

Z

r

j
jj

r

i
ZiZ

N

ii
XZPXP

1 1 1 111 2

),|()|(ln... θπ  
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                          ( )∑∑ ∑ ∏∑∑
= = = == =

Θ⋅⋅=
w

Z

w

Z

w

Z

r

k
kk

r

i

w

j
jijZj

N

i
XZPXP

1 1 1 11 1
,

1 2

),|()|(ln... θπδ  

                          ( )∑∑ ∑ ∏∑∑
= = = == =

Θ⋅=
w

Z

w

Z

w

Z

r

j
kkZj

r

i

w

j
jij

N

i
XZPXP

1 1 1 1
,

1 1 1 2

),|(...)|(ln δθπ  

και παρατηρώντας ότι, για ,,...,1 wj =  έχουµε 

),|(),|(......),|(...
1 1 ,1111 1 1 1

,
1 111 2

Θ⋅







Θ=Θ ∑ ∑ ∏∑∑∑∑ ∑ ∏

= = ≠==== = = = − +

i

w

Z

w

Z

r

ikk
kk

w

Z

w

Z

w

Z

w

Z

w

Z

r

k
kkZj XjPXZPXZP

i NiN

ij
δ  

                                                ),|(),|(),|(
,1 1

Θ=Θ⋅









Θ= ∏ ∑

≠= =
ii

r

ikk

w

Z
kk XjPXjPXZP

j

 , 

διότι ισχύει ∑
=

=Θ
w

Z
kk

j

XZP
1

1),|( , οπότε προκύπτει ότι 

[ ] ( ) ),|()|(ln),|(ln
1 1

Θ⋅⋅=Θ ∑∑
= =

i

r

i

w

j
jij XjPXPZXLE θπ  

                ( ) ( )∑ ∑∑∑
= = ==

Θ⋅+Θ⋅=
r

i

r

i
i

w

j
ji

w

j
ij XjPXPXjP

1 1 11

),|()|(ln),|(ln θπ .                       (2.12)              

      Στο δεύτερο βήµα του (το λεγόµενο Maximization-βήµα), ο αλγόριθµος EM υπολογίζει, 

µε βάση τη µέση τιµή της λογαριθµικής πιθανοφάνειας (σχέση (2.12)) του προηγούµενου 

βήµατος, τις νέες παραµέτρους { } w

jjj 1
,

=
=Θ θπ , τις οποίες και χρησιµοποιεί στην επόµενη 

επανάληψη. 

      Πιο αναλυτικά, για να µεγιστοποιήσουµε την τελευταία συνάρτηση (διδόµενων των 

εκάστοτε παραµέτρων), θα µεγιστοποιήσουµε ξεχωριστά τους δύο όρους του αθροίσµατος 

που περιέχει. 

      Εφόσον, λοιπόν, ισχύει ο περιορισµός  ∑
=

=
w

j
j

1

,1π  χρησιµοποιούµε τον πολλαπλασιαστή 

Lagrange λ και θεωρούµε τη συνάρτηση 
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                               ( )∑ ∑∑
= ==









−⋅+Θ⋅=

w

j

w

j
ji

r

i
j XjPQ

1 11
1),|(ln πλππ .                                (2.13)                 

Θέτοντας, τώρα, για κάποιο { }wj ,...,2,1∈  

∑ ∑∑∑
= ===

=⇒







Θ=








⋅⇒=Θ⇒=

∂
∂ r

i

w

j
i

w

j
j

r

i
i

jj

rXjPXjP
Q

1 111
),|(),|(10 λπλλ

ππ
π , 

οπότε προκύπτουν (για την επόµενη επανάληψη του αλγορίθµου) οι νέες παράµετροι 

                                               
w

j

r

i
ij XjP

r
11

),|(1

== 














 Θ= ∑π .                                             (2.14)                

      Ακόµα, λαµβάνοντας υπόψη τους περιορισµούς που ισχύουν για τις κατανοµές { } w

jj 1=
θ   

και χρησιµοποιώντας, πάλι, πολλαπλασιαστές Lagrange, προκύπτουν οι νέες παράµετροι 

{ } w

jj 1=
θ   (προς χρήση στην επόµενη επανάληψη του αλγορίθµου). 

      Συµβολίζοντας, τώρα, τη µέση λογαριθµική πιθανοφάνεια στην −t στη επανάληψη του 

EM µε ),,( )(tQ ΘΘ  τα βήµατα του αλγορίθµου συνοψίζονται ως εξής: 

Πίνακας 2.1: Ο Αλγόριθµος ΕΜ. 

" Αρχικά:  Θεώρησε τυχαίες τιµές για τις παραµέτρους )(πΘ . 

" Επανάλαβε τα παρακάτω 

$ Expectation � βήµα: Υπολόγισε τις ),|( Θii XZP , ri ,...,1=  

$ Maximization � βήµα: Εκτίµησε τις νέες παραµέτρους    

),(maxarg )()( πν ΘΘ=Θ
Θ

Q , 

      όπου 

( )∏∑∑
=∈ =

Θ⋅=ΘΘ
r

j
jj

Zz

r

i
ZiZ XZPXPQ

ii
1

)(

1

)( ),|()|(ln),( ππ θπ  

     όσο  ισχύει   επν +ΘΘ>ΘΘ ),(),( )()( QQ , όπου 0>ε . 
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      Η εφαρµογή του αλγορίθµου EM, σε ένα δοθέν πρόβληµα που περιέχει ένα σύνολο 

παρατηρήσεων X  και ένα σύνολο κρυµµένων µεταβλητών Z , εξασφαλίζει τη σύγκλιση σε 

κάποιο τοπικό µέγιστο της συνάρτησης πιθανοφάνειας )|( XL Θ  µετά από ένα πλήθος 

επαναλήψεων των δύο βασικών βηµάτων του, γεγονός που αποδεικνύεται στη συνέχεια. 

      Συµβολίζοντας ως  )( )(tΘl  τη λογαριθµική συνάρτηση πιθανοφάνειας )|(ln )( XL tΘ  

στην −t στη επανάληψη του ΕΜ, σύµφωνα µε το Θεώρηµα του Bayes έχουµε  

)|(ln)|,(ln),|(ln
)|(

)|,(),|( )1()1()1(
)1(

)1(
)1( +++

+

+
+ Θ−Θ=Θ⇒

Θ
Θ=Θ ttt

t

t
t XPZXPXZP

XP
ZXPXZP                    

                   )()|,(ln),|(ln )1()1()1( +++ Θ−Θ=Θ⇒ ttt ZXPXZP l .                                      (2.15)     

            

      Υπολογίζοντας, τώρα, τη µέση τιµή των δύο µελών της τελευταίας εξίσωσης ως προς την 

κατανοµή ),|()( )(tXZPZf Θ= , λαµβάνουµε 

                                )()]|,([ln)],|([ln )1()1()1( +++ Θ−Θ=Θ ttt ZXPEXZPE l ,                    (2.16)                 

διότι η )|(ln)( )1()1( XL tt ++ Θ=Θl  δεν εξαρτάται από τις µεταβλητές Z . Με τον ίδιο τρόπο, 

προκύπτει ότι στην −t στή επανάληψη του ΕΜ ισχύει 

                               )()]|,([ln)],|([ln )()()( ttt ZXPEXZPE Θ−Θ=Θ l .                           (2.17)                         

      Αφαιρώντας κατά µέλη τις δύο τελευταίες εξισώσεις, προκύπτει τελικά 

)]|,([ln)]|,([ln)()( )()1()()1( tttt ZXPEZXPE Θ−Θ=Θ−Θ ++ ll  

                             )],|([ln)],|([ln )1()( +Θ−Θ+ tt XZPEXZPE .                                       (2.18)                         

      Λόγω, όµως, του ορισµού του Maximization βήµατος του EM, ισχύει προφανώς 

0),(),()]|,([ln)]|,([ln )()1()()1( ≥ΘΘ−ΘΘ=Θ−Θ ++ tttt QQZXPEZXPE ,                      (2.19)              
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οπότε 

≥Θ−Θ + )()( )()1( tt ll )],|([ln)],|([ln )1()( +Θ−Θ tt XZPEXZPE  

                                  0
),|(
),|(ln),|( )(

)1(
)( ≥








Θ

Θ⋅Θ−= ∑
∈

+

Zz
t

t
t

XZP
XZPXZP ,                                (2.20)        

 εφόσον εξ� ορισµού πρόκειται για την απόσταση Kullback-Leibler µεταξύ των συναρτήσεων 

πιθανότητας ),|( )(tXZP Θ  και ),|( )1( +Θ tXZP . Από τα παραπάνω έπεται ότι 

)()( )()1( tt Θ≥Θ + ll , δηλαδή η λογαριθµική συνάρτηση πιθανοφάνειας αυξάνεται σε κάθε 

βήµα του αλγορίθµου ΕΜ. Συνεπώς, από το σύνολο των επαναλήψεων του ΕΜ προκύπτει 

µια αύξουσα ακολουθία ( ) 1
)( )( ≥Θ t

tl , η οποία σύµφωνα µε τον ορισµό της λογαριθµικής 

πιθανοφάνειας είναι άνω φραγµένη, δηλαδή παράγεται µια µονότονη και φραγµένη 

ακολουθία, γεγονός που αποδεικνύει ότι ο αλγόριθµος ΕΜ συγκλίνει σε κάποιο βήµα σε ένα 

τοπικό µέγιστο (local maximum) της λογαριθµικής συνάρτησης πιθανοφάνειας. Σε αυτό το 

σηµείο, αξίζει να σηµειώσουµε ότι αυτό είναι και το µειονέκτηµα του ΕΜ, δηλαδή το 

γεγονός ότι η τυχαία αρχικοποίηση των παραµέτρων εξασφαλίζει τη σύγκλιση σε κάποιο 

τοπικό µέγιστο της συνάρτησης πιθανοφάνειας. Το ιδανικό θα ήταν, ασφαλώς, ο τερµατισµός 

του αλγορίθµου στο ολικό µέγιστο (global maximum) της συνάρτησης πιθανοφάνειας, καθώς 

τότε µόνο θα λαµβάναµε την καλύτερη δυνατή λύση στο πρόβληµά µας. 

      Στην παράγραφο που ακολουθεί, θα κάνουµε µια σύντοµη ανασκόπηση του εξεταζόµενου 

προβλήµατος και θα εξηγήσουµε, αναλυτικά, µε ποιον τρόπο εφαρµόζεται ο αλγόριθµος ΕΜ 

σε αυτό. 

2.3. Εφαρµογή του ΕΜ στο Πρόβληµα της Ανίχνευσης Μοτίβου σε Συµβολοσειρές 

      Έστω ένα πεπερασµένο σύνολο χαρακτήρων (συµβόλων) },...,,{ 21 MaaaA =  µε MA =  

και ένα σύνολο συµβολοσειρών },,...,,{ 21 NSSSS =  όπου κάθε στοιχείο του iS  αποτελείται 

από χαρακτήρες του αλφάβητου A  και έχει µήκος ,1≥iL  .,...,2,1 Ni =  Συµβολίζοντας µε 

]...[ 21 Kmmmm =  το προς αναζήτηση µοτίβο (πεπερασµένου µήκους K ), όπου Am j ∈  για 

κάθε ,,...,2,1 Kj =  παρατηρούµε ότι κάθε ακολουθία χαρακτήρων iS  περιέχει ακριβώς 



 

 

15

15

1+− KLi  υπακολουθίες µήκους K  (όσο το µήκος του µοτίβου), υπό την προϋπόθεση, 

βέβαια, ότι KLi ≥ . Συγκεντρώνοντας, τώρα, όλες τις υπακολουθίες µήκους K  που 

προκύπτουν από τις συµβολοσειρές NSSS ,...,, 21  στο σύνολο { }rXXXX ,...,, 21= , 

διαπιστώνουµε ότι ∑ ∑
= =

−−=+−=
N

i

N

i
ii KNLKLr

1 1
).1()1(  Μια γενική περιγραφή των 

παραπάνω, απεικονίζεται στο Σχήµα 2.1. 

                                                Θέση µοτίβου στην 1S  

1S                                                  ↓  

 
 

                Θέση µοτίβου στην 2S  

2S                 ↓  

 
 

�                                           Θέση µοτίβου στην NS  

NS                                                           ↓  

 
  

Σχήµα 2.1: Αλυσίδες χαρακτήρων που περιέχουν κάποιο µοτίβο καθορισµένου µήκους. 

 

      Το πρόβληµα που θα εξετάσουµε, όπως έχει ήδη αναφερθεί, αφορά την εύρεση των 

υπακολουθιών εκείνων, µέσα στο σύνολο X  (σύνολο εκπαίδευσης του προβλήµατος) που 

αποτελούν µοτίβο. Επιχειρώντας να το επιλύσουµε (παρόµοια περιγραφή συµπεριλαµβάνεται 

στις [1,2,4,5,7]), υποθέτουµε καταρχάς ότι κάθε υπακολουθία 
Kiiii XXXX ...

21
= (µε )AX

ji ∈  

ακολουθεί πολυωνυµική κατανοµή, δηλαδή οι χαρακτήρες 
jiX (για { } ),...,2,1 Kj ∈  είναι 

ανεξάρτητοι µεταξύ τους σε κάθε θέση της iX  και ισχύει ότι 

                         ,)( lj
j

li paXP
j

==   µε   1
1

==∑
=

M

l
ljj pp .                                                  (2.21) 

      Θεωρούµε, τώρα, ότι κάθε υπακολουθία ,iX  ,,...,2,1 ri =  ή κάθε δυνατή λέξη του 

µοτίβου που παρήχθη από το σύνολο S  µπορεί είτε να ανήκει στις υπακολουθίες εκείνες που 

αποτελούν µοτίβο, οπότε θα ισχύει ότι Ki mmmX ...21= (εκτός κι αν υπάρχει µετάλλαξη σε 
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κάποιον/ους  χαρακτήρα/ες) ή να µην αποτελεί µοτίβο και τότε, θα λέµε ότι ανήκει στο 

background. 

      Σύµφωνα µε τα παραπάνω, το σύνολο X  έχει παραχθεί από ένα µεικτό µοντέλο 

πολυωνυµικών κατανοµών τέτοιο, ώστε κάθε υπακολουθία XX i ∈ να ανήκει είτε στο σύνολο 

των υπακολουθιών που αντιπροσωπεύουν το µοτίβο είτε στο σύνολο εκείνων που αποτελούν 

το background. 

      Στη συνέχεια, αν θεωρήσουµε µια «κρυµµένη» µεταβλητή iZ  για κάθε υπακολουθία iX  

τέτοια, ώστε να ισχύει 1=iZ , εάν η iX  ακολουθεί την κατανοµή του µοτίβου, και ,2=iZ  

αν η iX  ανήκει στο background, τότε η λύση του προβλήµατος που θα εξετάσουµε παρέχεται 

άµεσα από τα ζεύγη { } r
iii ZX 1, =  και συγκεκριµένα, από τις υπακολουθίες iX , για τις οποίες 

ισχύει ότι iZ =1. Εφόσον, όµως, δεν γνωρίζουµε την τιµή των µεταβλητών iZ  και το εν λόγω 

µοντέλο αποτελείται από δύο ειδών κατανοµές (µοτίβο και background) , θεωρούµε  ότι µια 

υπακολουθία ακολουθεί την κατανοµή του µοτίβου µε µια εκ των προτέρων πιθανότητα 

)1(1 == iZPπ  και την κατανοµή του background µε µια εκ των προτέρων πιθανότητα 

)2(1 12 ==−= iZPππ , διότι από τον ορισµό του µεικτού µοντέλου, πρέπει να ισχύει 

∑
=

=
2

1

.1
j

jπ  Εποµένως, η συνάρτηση πιθανότητας για οποιαδήποτε υπακολουθία XX i ∈  

δίδεται από τη σχέση  

                                )|()1()|()|( 11 bXXXf iii ρπθρπ ⋅−+⋅=Ψ ,                                  (2.22)                        

όπου { }b,θ=Θ  είναι ένα σύνολο των παραµέτρων για τις δύο πολυωνυµικές κατανοµές, το 

οποίο συµπληρώνεται από το διάνυσµα ],[ 21 πππ =  και το συµβολίζουµε µε },{ πΘ=Ψ . 

Εδώ, αξίζει να τονίσουµε ότι το τελευταίο σύνολο παραµέτρων Ψ είναι αυτό, το οποίο θα 

επιχειρήσει ο αλγόριθµος ΕΜ να εκτιµήσει. Συγκεκριµένα, ][ jkθθ =  είναι ένας πίνακας 

διάστασης MxK  τέτοιος, ώστε κάθε στοιχείο του jkθ  αντιπροσωπεύει την πιθανότητα να 

εµφανίζεται ο χαρακτήρας ja  στην −k στη θέση του µοτίβου και ο οποίος πληροί τον 

περιορισµό  ,1
1

=∑
=

M

j
jkθ  για κάθε { }Kk ,...,2,1∈ , και ][ ibb =  ένα διάνυσµα διάστασης M  µε 
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∑
=

=
M

i
ib

1
1, όπου το στοιχείο ib  παριστάνει την πιθανότητα εµφάνισης του χαρακτήρα 

Aai ∈ ( )Mi ,...,2,1=  στις υπακολουθίες που απαρτίζουν το background.  Αφού, επιπλέον, 

έχουµε υποθέσει ότι οι θέσεις σε κάθε υπακολουθία είναι ανεξάρτητες µεταξύ τους, οι 

συναρτήσεις κατανοµής για το µοντέλο του µοτίβου και του background είναι αντίστοιχα 

                   )|( θρ iX = ∏∏∏
= ==

==Θ=
K

k

aXM

j
jk

K

k
Xjii

jki

ki
ZXP

1

),(

11
,),1|(

δ

θθ                            (2.23)                        

και 

          )|( bX iρ = ∏∏∏∏
== ==

∑===Θ= =

M

j

aX
j

K

k

aXM

j
j

K

k
jii

K

k
jki

jki

bbbZXP
1

),(

1

),(

11
1),0|( δ

δ

,              (2.24)                        

όπου µε δ  συµβολίζουµε την δείκτρια συνάρτηση   .
,0

,1
),(







≠

=
=

ji

ji
ji aX

aX
aX

k

k

k
δ  

      Σε αυτή την περίπτωση, αυτό που επιθυµούµε είναι να µεγιστοποιήσουµε τη λογαριθµική 

συνάρτηση (πιθανοφάνειας) 

                                ∑
=

Ψ=Ψ=
r

i
iXfXPXL

1
)|(ln)|(ln)(  

                                         ( )[ ]∑
=

⋅−+⋅=
r

i
ii bXX

1
11 )|(1)|(ln ρπθρπ .                                (2.25)              

      Θέτοντας, τώρα, )|()|(1 θρ ii XX =ΘΦ  και )|()|(2 bXX ii ρ=ΘΦ , στο Expectation � 

βήµα του, ο αλγόριθµος ΕΜ υπολογίζει τις εκ των υστέρων πιθανότητες 

                                 
∑

=

ΘΦ⋅

ΘΦ⋅
== 2

1

)|(

)|(
)|(

l
ill

ijj
ii

X

X
XjZP

π

π
, 2,1=j ,                                     (2.26)                   
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διότι εδώ έχουµε δύο µόνο διαφορετικές κατανοµές που µπορούν να ακολουθούν οι 

παρατηρήσεις µας. Η µέση (πλήρης) λογαριθµική πιθανοφάνεια, την οποία θα 

µεγιστοποιήσουµε, είναι τώρα 

[ ] ∑∑∑
= ==

Ψ=⋅Ψ==Ψ⋅Ψ=
r

i j
iiii

r

i
iiii jZXPXjZPXZPZXPQ

1

2

11

)|,(ln),|(),|()|,(ln  

      [ ]∑∑
= =

Ψ=⋅=⋅Ψ==
r

i j
iiiii jZXPjZPXjZP

1

2

1

),|()(ln),|(  

      [ ]∑∑
= =

ΘΦ⋅⋅Ψ==
r

i j
ijjii XXjZP

1

2

1

)|(ln),|( π   ⇒  

∑∑ ∑∑
= = = =

ΘΦ⋅Ψ=+⋅Ψ==
r

i j

r

i j
ijiijii XXjZPXjZPQ

1

2

1 1

2

1

)|(ln),|(ln),|( π .                   (2.27)                         

                                                                                                                                             

Συνεχίζοντας στο Maximization-βήµα, ο αλγόριθµος EM υπολογίζει βασιζόµενος στην 

παραπάνω σχέση για την Q , τις νέες παραµέτρους { }bjj ,,)( 2
1 θπ ==Ψ , τις οποίες και 

χρησιµοποιεί στην επόµενη επανάληψη. Όπως ακριβώς και στην προηγούµενη παράγραφο 

(εδώ, όµως, για 2=w ), οι νέες εκ των προτέρων πιθανότητες δίνονται από τη σχέση 

                                     ,),|(1
1








 Ψ== ∑
=

r

i
iij XjZP

r
π 2,1=j .                                         (2.28)                        

      Αφού, τώρα, µας είναι γνωστές οι συναρτήσεις πιθανότητας για τις δύο κατανοµές που 

ακολουθούν οι παρατηρήσεις, θα περιγράψουµε πιο αναλυτικά πώς προκύπτουν οι σχέσεις 

για τις νέες παραµέτρους { }b,θ=Θ . Χρησιµοποιώντας τον δεύτερο όρο του αθροίσµατος της 

σχέσης (2.27), τον θέτουµε ως bQQQ +=Φ θ , όπου 

                                     ∑ ∏∏
= = =









⋅Ψ==

r

i

K

k

M

j

aX
jkii

jkiXZPQ
1 1 1

),(ln),|1( δ
θ θ  

                                          ∑ ∑∑
= = =

⋅⋅Ψ==
r

i

K

k

M

j
jkjiii aXXZP

k
1 1 1

)ln(),(),|1( θδ                       (2.29)                         
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και 

                                     ∑ ∏∏
= = =









⋅Ψ==

r

i

K

k

M

j

aX
jiib

jkibXZPQ
1 1 1

),(ln),|2( δ  

                                          ∑ ∑∑
= = =

⋅⋅Ψ==
r

i

K

k

M

j
jjiii baXXZP

k
1 1 1

)ln(),(),|2( δ .                      (2.30)                        

      Προκειµένου, λοιπόν, να υπολογίσουµε τον καινούριο πίνακα ][ jkθθ = , λαµβάνουµε 

υπόψη τους περιορισµούς 1
1

=∑
=

M

j
jkθ , για .,...,2,1 Kk =  Εν συνεχεία, θεωρούµε τους 

πολλαπλασιαστές Lagrange  kλ , ,,...,2,1 Kk =  και παραγωγίζοντας ως προς  jkθ  (και 

θέτοντας ίση µε µηδέν) τη συνάρτηση 

           ( )∑ ∑∑∑
= == =

−⋅+⋅⋅Ψ==
r

i

K

k
jkk

K

k

M

j
jkjiii aXXZPQ

k
1 11 1

1 1)ln(),(),|1( θλθδ ,                    (2.31)                        

 προκύπτει ότι 

                                     01),(),|1(
1

=−⋅⋅Ψ=∑
=

r

i
k

jk
jiii aXXZP

k
λ

θ
δ  

                              ⇒  ∑∑∑
= ==

⋅Ψ==⋅
M

j

r

i
jiii

M

j
jkk aXXZP

k
1 11

),(),|1( δθλ  

                              ∑∑
==

Ψ==⇒
M

j
ji

r

i
iik aXXZP

k
11

),(),|1( δλ  

                              ∑
=

Ψ==⇒
r

i
iik XZP

1
),|1(λ ,                                                                (2.32)                         

διότι ισχύει  1),(
1

=∑
=

M

j
ji aX

k
δ , για κάθε ,,...,1 ri =  Kk ,...,1= . 

      Με βάση τα παραπάνω, ο νέος πίνακας ][ jkθθ =  δίνεται από τις σχέσεις 
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∑

∑

=

=

Ψ=

⋅Ψ=
= r

i
ii

r

i
jiii

jk

XZP

aXXZP
k

1

1

),|1(

),(),|1( δ
θ , ,,...,1 Mj = Kk ,...,1= .                     (2.33)                 

      Για τον υπολογισµό, τώρα, του νέου διανύσµατος b , θεωρούµε τον πολλαπλασιαστή 

Lagrange λ  (λόγω του περιορισµού ∑
=

=
M

j
jb

1

1) και παραγωγίζοντας ως προς  jb  (και 

θέτοντας ίση µε µηδέν) τη συνάρτηση 

             ∑ ∑ ∑∑
= = ==









−⋅−⋅⋅Ψ==

r

i

K

k

M

j
j

M

j
jjiii bbaXXZPQ

k
1 1 11

2 1)ln(),(),|2( λδ ,                   (2.34)                     

παίρνουµε 

                                       ∑ ∑
= =

⋅⋅Ψ==
r

i

K

k j
jiii b

aXXZP
k

1 1

1),(),|2( δλ  

                                  ⇒ ∑ ∑∑∑
= = ==

⋅Ψ==⋅
r

i

M

j

K

k
jiii

M

j
j aXXZPb

k
1 1 11

),(),|2( δλ  

                                 ⇒ ∑
=

Ψ=⋅=
r

i
ii XZPK

1
),|2(λ ,                                                        (2.35)                     

διότι εξ� ορισµού είναι KaX
M

j

K

k
jik

=∑∑
= =1 1

),(δ . 

      Εποµένως, το καινούριο διάνυσµα b δίνεται από τις σχέσεις 

                             
∑

∑ ∑

=

= =

Ψ=⋅

⋅Ψ=
= r

i
ii

r

i

K

k
jiii

j

XZPK

aXXZP
b

k

1

1 1

),|2(

),(),|2( δ
, .,...,1 Mj =                            (2.36)                     

      Συνοψίζοντας τα παραπάνω αποτελέσµατα, ο αλγόριθµος ΕΜ παίρνει την εξής µορφή για 

το πρόβληµα που εξετάζουµε: 
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Πίνακας 2.2: Ο Αλγόριθµος ΕΜ για το Πρόβληµα. 

" Αρχικά:  Θεώρησε τυχαίες τιµές για τις παραµέτρους )(πΨ . 

" Επανάλαβε τα παρακάτω 

$ Expectation � βήµα: Υπολόγισε τις εκ των υστέρων πιθανότητες 

∑
=

ΘΦ⋅

ΘΦ⋅
== 2

1
)|(

)|(
)|(

l
ill

ijj
ii

X

X
XjZP

π

π
, ri ,...,1= , 2,1=j . 

$ Maximization � βήµα: Εκτίµησε τις νέες παραµέτρους ),(maxarg )()( πν ΨΨ=Ψ
Ψ

Q , 

        όπου 

∑∑
= =

Ψ=⋅Ψ==ΨΨ
r

i j
iiii jZXPXjZPQ

1

2

1

)( )|,(ln),|(),( π , 

       από τις σχέσεις: 

                                1)   






 Ψ== ∑
=

r

i
iij XjZP

r 1
),|(1π , 2,1=j , 

                                2)  
∑

∑

=

=

Ψ=

⋅Ψ=
= r

i
ii

r

i
jiii

jk

XZP

aXXZP
k

1

1

),|1(

),(),|1( δ
θ , ,,...,1 Mj = ,,...,1 Kk =  

 

                                3)   
∑

∑ ∑

=

= =

Ψ=⋅

⋅Ψ=
= r

i
ii

r

i

K

k
jiii

j

XZPK

aXXZP
b

k

1

1 1

),|2(

),(),|2( δ
, ,,...,1 Mj =  

       όσο  ισχύει   επν +ΨΨ>ΨΨ ),(),( )()( QQ , όπου 0>ε . 

 

 

Παρατήρηση:  Αφού εφαρµόσουµε τον αλγόριθµο ΕΜ, λαµβάνουµε ως έξοδο τον πίνακα 

βάρους θέσης xK
jk

Μℜ∈= ][θθ  του µοτίβου, καθώς και ένα διάνυσµα πιθανοτήτων 

M
Mbbbb ℜ∈= ],...,,[ 21 , της κατανοµής του background. Ο παραπάνω πίνακας θ  αποτελεί τη 

λύση που δίνει ο αλγόριθµος ΕΜ για το πρόβληµα που εξετάζουµε, αφού λαµβάνοντας το 

µέγιστο στοιχείο κάθε στήλης του και βρίσκοντας σε ποιο γράµµα αυτό αντιστοιχεί, θα 

προκύψει το πιο πιθανό µοτίβο µήκους K  που θέλουµε να προσδιορίσουµε. Τέλος, οι 

υπακολουθίες που σύµφωνα µε τον αλγόριθµο αναπαριστούν το µοτίβο, είναι αυτές που 
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µεγιστοποιούν τις εκ των υστέρων πιθανότητες του Expectation � βήµατος για την κατανοµή 

του µοτίβου.   

 

Παράδειγµα: Έστω ότι διαθέτουµε το σύνολο χαρακτήρων { }GEIBA ,,,,=Ω  και 

αναζητούµε το µοτίβο ][BIGm =  του προηγούµενου παραδείγµατος µέσα σε ένα σύνολο X  

από συµβολοσειρές µήκους 3 µε 20=X , στις οποίες υπάρχουν 5 αντίγραφα του µοτίβου, µε 

πιθανότητα µετάλλαξης κάποιου χαρακτήρα 20%, και αυτά εµπεριέχονται στο σύνολο 

{ }BIBAIGBIEIIGBIGD ,,,,= . 

 

      Τότε, ο πίνακας θέσης βάρους που προκύπτει (από το σύνολο )D  είναι 

 















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





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5/300
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015/1
5/105/3

005/1

G
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θ , 

 

όπου παρατηρούµε ότι  1
5

1
=∑

=j
jkθ  , για κάθε { }3,2,1∈k . 

 

      Αν, ακόµη, υποθέσουµε ότι είναι { ,,,,,,, EGGGAEAIEABBIIBABIDX = ,EEA   

GBAIGAAEI ,, , }IAGAGBGIBBEEBAE ,,,, , η παράµετρος που αντιστοιχεί στην κατανοµή 

του background είναι το διάνυσµα 

 

[ ]60/1160/1060/1460/1360/12=b  , 

 

για το οποίο πράγµατι ισχύει 
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1
60
60

60
11101413125

1
==++++=∑

=i
ib . 

 

      Ο παραπάνω πίνακας θ  και το διάνυσµα b αποτελούν την καλύτερη δυνατή λύση που θα 

µπορούσε να προκύψει από τον αλγόριθµο ΕΜ για το σύνολο παρατηρήσεων X . Πράγµατι, 

βρίσκοντας το µέγιστο στοιχείο κάθε στήλης του πίνακα θ  και παρατηρώντας κατά σειρά 

ότι, για την πρώτη στήλη αυτό αντιστοιχεί στο γράµµα �B�, για την δεύτερη στήλη στον 

χαρακτήρα �I� και για την τρίτη στήλη στο γράµµα �G�, παρατηρούµε ότι το µοτίβο που 

προκύπτει από τον πίνακα θ  είναι η ακολουθία χαρακτήρων �BIG�. 

 

2.4. Ο Αλγόριθµος Gibbs Sampling 

      Μια γενική στοχαστική µέθοδος, η οποία αποβλέπει στον καθορισµό των παραµέτρων 

ενός στατιστικού µοντέλου που σχετίζεται µε ένα σύνολο δεδοµένων, είναι ο αλγόριθµος 

Gibbs Sampling. Βασίζεται στη στατιστική µέθοδο της επαναληπτικής δειγµατοληψίας και 

αποτελεί µια απλουστευµένη µορφή της µεθόδου MCMC (Markov chain Monte Carlo) 

[9,18]. Η τελευταία µέθοδος χρησιµοποιείται στην περίπτωση που έχουµε µια πολυδιάστατη 

τυχαία µεταβλητή ),...,( 1 nYYY =  µε κατανοµή )(Yf , από την οποία θέλουµε να πάρουµε 

κάποια δείγµατα, γεγονός όµως που δεν είναι εφικτό λόγω του ότι η f  είναι εξαιρετικά 

πολύπλοκη. Η λύση παρέχεται, τότε, µέσω της MCMC, σύµφωνα µε την οποία λαµβάνουµε 

δείγµατα για κάθε µονοδιάστατη τυχαία µεταβλητή iY  από την περιθώρια συνάρτηση 

κατανοµής της και η διαδικασία αυτή επαναλαµβάνεται, έως ότου οδηγηθούµε σε µια 

στάσιµη κατανοµή για την Y .   

 

      Ανάλογα, τώρα, ενεργεί και ο Gibbs Sampling [21]. Έστω ότι έχουµε ένα σύνολο 

παρατηρήσεων X  και ένα σύνολο παραµέτρων Ψ . Ακόµα, έστω θ  το σύνολο των 

παραµέτρων που θέλουµε να εκτιµήσουµε. Ξεκινώντας µε µια τυχαία τιµή για τις Ψ , σε κάθε 

βήµα λαµβάνουµε ένα δείγµα για κάθε µία από τις παραµέτρους που µας ενδιαφέρουν, 

διδόµενων των τιµών των υπολοίπων παραµέτρων και των παρατηρήσεων. Η διαδικασία 
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αυτή επαναλαµβάνεται µέχρι τη στιγµή που οι παράµετροι ),...,,( 21 Dθθθθ =  δεν αλλάζουν, 

οπότε ο αλγόριθµος τερµατίζει.  

 

      Στη συνέχεια, ακολουθεί η γενική περιγραφή του αλγορίθµου υπό τη µορφή 

ψευδοκώδικα. 

 

Πίνακας 2.3: Ο Αλγόριθµος Gibbs Sampling. 

" ∆ιάλεξε τυχαία τις αρχικές τιµές των παραµέτρων )0(Ψ  και )0(θ . 

" Επανάλαβε τα παρακάτω (στην −i στή επανάληψη του αλγορίθµου) : 

   

$ Πάρε ένα δείγµα για την )(
1

iθ  από την ),,,...,|( )1()1()1(
21 Xii

D
i −−− Ψθθθρ .   

$ Πάρε ένα δείγµα για την )(
2

iθ  από την ),,...,,|( )1()1()1(
3

)1(
12 Xii

D
ii −−−− Ψθθθθρ . 

$ � 

$ Πάρε ένα δείγµα για την )(i
Dθ  από την ),,,...,|( )1()1(

1
)1(

1 Xii
D

i
D

−−
−

− Ψθθθρ . 

$ Πάρε ένα δείγµα για το )(iΨ  από την ),,...,|( )1()1(
1 Xi

D
i −−Ψ θθρ  

 

       έως ότου καταλήξεις σε µια στάσιµη κατάσταση. 

 

      Στον Πίνακα 2.3, οι )()1()0( ,...,, tθθθ  αναπαριστούν την πραγµατοποίηση µιας αλυσίδας 

Markov και συγκεκριµένα, η πιθανότητα µετάβασης από την κατάσταση )1( −iθ  στη )(iθ  

υπολογίζεται από τη σχέση 

 

         ⋅⋅Ψ⋅Ψ= −−−−−−− ...),,,...,,|(),,,...,|(),( )1()1()1(
3

)(
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)(
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)1()1()1(
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)(
1

)()1( XXT ii
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D

iiii θθθθρθθθρθθ                         

                               ),,,...,,|( )1()()(
1

)( Xii
D

ii
D

−Ψθθθρ . 
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      Με τη διαδικασία που περιγράφει ο αλγόριθµος, υπονοεί ότι η από κοινού κατανοµή των 

),,...,( )()()(
1

tt
D

t Ψθθ  µετά από κάποιο πλήθος επαναλήψεων θα συγκλίνει στην κατανοµή 

).|,,...,( 1 XD Ψθθρ  

2.5. Εφαρµογή του Αλγορίθµου Gibbs Sampling στο Εξεταζόµενο Πρόβληµα 

      Θεωρούµε, και πάλι, το γνωστό µας πρόβληµα µε σύνολο δεδοµένων το σύνολο των 

συµβολοσειρών { }NSSSS ,...,, 21=  µε γράµµατα από το αλφάβητο { }MaaaA ,...,, 21= , µέσα 

στις οποίες αναζητούµε ένα µοτίβο καθορισµένου µήκους K  (που αποτελεί το στατιστικό 

µοντέλο του προβλήµατος) και όπου κάθε αλυσίδα iS  έχει συγκεκριµένο (γνωστό) µήκος 

,KLi ≥  για κάθε { }Ni ,...,2,1∈ . Έτσι, σε κάθε συµβολοσειρά iS  υπάρχουν 1+− KLi  

δυνατές θέσεις έναρξης του µοτίβου. Όπως παρατηρούµε, το πρόβληµα που εξετάζουµε θα 

µπορούσε να νοηθεί ως αναζήτηση µιας τοπικής καθορισµένου µήκους ευθυγράµµισης των 

αλυσίδων. Στόχος της µεθόδου που εξετάζουµε, στη συγκεκριµένη περίπτωση, είναι η εύρεση 

του πιο πιθανού κοινού µοτίβου µεταξύ των δοσµένων συµβολοσειρών.   

 

      Στην περίπτωση εφαρµογής του αλγορίθµου Gibbs Sampling [15,22,24], το σύνολο των 

παρατηρήσεων του προβλήµατος αποτελείται από το σύνολο { }rXXXX ,...,, 21=  των 

υπακολουθιών µήκους K  που προκύπτουν από κάθε συµβολοσειρά ή ισοδύναµα από όλες τις 

δυνατές θέσεις έναρξης { } r
iid 1=  του µοτίβου για κάθε µία από τις δοθείσες αλυσίδες, ενώ ως 

κρυµµένες µεταβλητές θεωρούµε τη θέση έναρξης του µοτίβου σε κάθε αλυσίδα. Οι 

παράµετροι Ψ, τώρα, που αναζητούµε και οι οποίες αλλάζουν µετά από κάθε επανάληψη του 

αλγορίθµου, είναι ο πίνακας βάρους θέσης θ , διάστασης MxK , που αντιστοιχεί στο 

ευρισκόµενο κάθε φορά µοτίβο και το διάνυσµα b , διάστασης ,M  το οποίο αντιστοιχεί στο 

background του προβλήµατος. Ως κριτήριο τερµατισµού του αλγορίθµου, θεωρούµε την 

περίπτωση που σε κάποια επανάληψη οι θέσεις µοτίβου δεν αλλάξουν ή διαφορετικά την 

περίπτωση, στην οποία ο πίνακας βάρους θέσης του µοτίβου συγκλίνει. Οι βοηθητικές 

παράµετροι { }rΘΘΘ=Θ ,...,, 21  αποτελούνται από το σύνολο των ποσοτήτων 

{ } r
iii bXPXP 1)|(),|( =θ , όπου µε )|( θiXP  συµβολίζουµε την πιθανότητα η υπακολουθία iX  

να είναι µοτίβο, ενώ µε )|( bXP i  την πιθανότητα η iX  να ανήκει στο background. Οι 
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πιθανότητες { } r
iii bXPXP 1)|(),|( =θ  υπολογίζονται όπως και στην περίπτωση του αλγορίθµου 

ΕΜ. Η µόνη διαφορά που υπάρχει αφορά τον υπολογισµό των παραµέτρων στα 

επαναληπτικά βήµατα. Συγκεκριµένα, συµβολίζοντας µε jc0  το πλήθος εµφανίσεων του 

χαρακτήρα ia  ),...,2,1( Mi =  στο background, ijc  το πλήθος εµφανίσεων του χαρακτήρα ia  

),...,2,1( Mi =  στη θέση j  του µοτίβου ),...,1( Kj =  και µε jr  ),...,2,1( Mj =  κάποιες 

ψευδοµετρήσεις που αντιστοιχούν σε κάθε γράµµα του αλφάβητου µε ∑
=

=
M

j
jrR

1
 το σύνολο 

αυτών των ψευδοµετρήσεων (που µπορούµε να θεωρήσουµε, για παράδειγµα, ότι 

αντιστοιχούν στο 10% των µετρήσεων που αντιστοιχεί σε κάθε γράµµα για όλες τις θέσεις 

των αλυσίδων), τότε οι παράµετροι θ  και b  του προβλήµατος δίνονται σε κάθε βήµα του 

αλγορίθµου, αντίστοιχα, από τους τύπους:  

 

                                                         
RN

rc jij
ij +−

+
=

1
θ                                                            (2.37)            

 και 

                                                        
∑

=

+

+
= M

k
k

ii
i

Rc

rc
b

1
0

0 ,                                                           (2.38) 

         

όπου { }Mi ,...,2,1∈ , { }kj ,...,2,1∈ . Μάλιστα, ο λόγος για τον οποίο χρησιµοποιούµε τις 

ψευδοµετρήσεις έγκειται στην αποφυγή ισότητας µε το µηδέν για κάποιο στοιχείο του MxK  

πίνακα θ  ή του −M διάστατου διανύσµατος b . Θέτοντας, τώρα, 
)|(
)|(

bXP
XPQ

i

i
i

θ
=  για την 

υπακολουθία  iX , όπως θα διαπιστώσουµε παρακάτω οι ποσότητες { } r
iiQ 1=  αποτελούν το 

βασικό µέτρο βαρύτητας για κάθε υπακολουθία, το οποίο χρησιµοποιεί η εν λόγω µέθοδος 

όσον αφορά την επιλογή σε µια συµβολοσειρά της νέας θέσης έναρξης του µοτίβου. 

 

      Έτσι, ο αλγόριθµος Gibbs Sampling για το προς εξέταση πρόβληµα έχει ως εξής: 
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Πίνακας 2.4: Ο Αλγόριθµος Gibbs Sampling για το Πρόβληµα. 

" Επίλεξε τυχαίες θέσεις έναρξης για το µοτίβο σε όλες (Ν το πλήθος) τις 

συµβολοσειρές (µία θέση σε κάθε  αλυσίδα).  

" Υπολόγισε, µε βάση τις προεπιλεγµένες θέσεις, τις αρχικές παραµέτρους του 

µοντέλου )0(Ψ (δηλαδή τον πίνακα θέσης βάρους )0(θ  που αντιστοιχεί στο µοτίβο και 

το διάνυσµα )0(b  που αντιστοιχεί στο background). 

" Στην −n οστή επανάληψη, εκτέλεσε τα παρακάτω βήµατα :  

 

Βήµα δειγµατοληψίας : 

$ Πάρε τυχαία µια από τις Ν αλυσίδες, έστω την ,iS  για κάποιο { }Ni ,...,2,1∈ . 

$ Υπολόγισε τις παραµέτρους Ψ  που προκύπτουν, αφαιρώντας τη θέση έναρξης 

του µοτίβου που αντιστοιχεί στην προεπιλεγµένη συµβολοσειρά iS . 

$ Υπολόγισε για όλες τις πιθανές θέσεις έναρξης του µοτίβου στην iS  τις 

αντίστοιχες ποσότητες ,jQ  { }1,...,2,1 +−∈ kiLj .  

 

            Βήµα ενηµέρωσης : 

$ Βρες την θέση έναρξης y  στην iS , για την οποία ισχύει ότι 

{ }
{ }jLjy QQ

ki 1,...,2,1
max

+−∈
=  και επίλεξέ την, ως τη νέα θέση µοτίβου στη 

συµβολοσειρά  iS . 

$ Υπολόγισε, µε βάση το νέο προστιθέµενο µοτίβο, τις καινούριες παραµέτρους 

{ })()()( , nnn bθ=Ψ     

 

      έως ότου είναι )1()( −= nn θθ . 

 

      Αξίζει να παρατηρήσουµε ότι όπως και στον αλγόριθµο ΕΜ, το αποτέλεσµα που 

προκύπτει µετά την εφαρµογή του Gibbs Sampling είναι άµεσα εξαρτηµένο από τις αρχικές 

παραµέτρους και στη δεδοµένη περίπτωση, από την αρχική τυχαία επιλογή των θέσεων σε 

κάθε αλυσίδα, τις οποίες θεωρούµε ότι αποτελούν τις θέσεις όπου εµφανίζεται το µοτίβο. 
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            Για να γίνει πιο κατανοητός ο παραπάνω ισχυρισµός, θεωρούµε ένα σύνολο 

συµβολοσειρών  { }54321 ,,,, SSSSSS = . Υποθέτουµε ότι το βέλτιστο µοτίβο ξεκινάει σε κάθε 

αλυσίδα στις θέσεις 15, 1, 9, 23 και 17, αντίστοιχα, σύµφωνα µε τη σειρά αρίθµησής τους. 

Έστω, τώρα, ότι ο αλγόριθµος έχει επιλέξει σε κάποιο αρχικό βήµα τις θέσεις έναρξης  

,171 =d  32 =d , 113 =d . Μια τέτοια επιλογή είναι πολύ πιθανό να οδηγήσει σε µια 

µετακίνηση δύο θέσεων προς τα δεξιά από το βέλτιστο µοτίβο, γεγονός που σχετίζεται άµεσα 

µε την αρχική επιλογή των παραµέτρων. 

 

Παράδειγµα (εφαρµογής του Gibbs Sampling): Έστω ότι έχουµε το ακόλουθο σύνολο 

τεσσάρων (4) συµβολοσειρών (µε σύµβολα από το αλφάβητο },,,{ TCGA=Α )        

       { }TTACGGAATCGCCCGTACCGCAAGAACTTAGGCTAGTTAGGCACS ,,,=       
και θέλουµε να προσδιορίσουµε ένα µοτίβο µήκους 4 µέσα σε αυτές. 

 

      Στο επόµενο σχήµα, γίνονται εµφανείς όλες τις δυνατές θέσεις έναρξης του µοτίβου σε 

κάθε αλυσίδα και συγκεκριµένα, είναι όλες εκείνες µέχρι το σύµβολο �|�. 

 

           1        4           8  

1S  :   ACTAGTTAGGC |  

          1        4       7 

2S :   GGCGAACTTA |  

          1           5             10 

3S :   GCCCGTACCGCAA |  

          1       4     6     

4S :   AATCTTACGG |  

Σχήµα 2.2: ∆υνατές Θέσεις Έναρξης ενός Μοτίβου Μήκους 4 µέσα στις δοθείσες 

Συµβολοσειρές. 

 

      Αρχικά, ο Gibbs Sampling διαλέγει κάποια τυχαία θέση έναρξης του µοτίβου σε κάθε 

συµβολοσειρά, έστω τις θέσεις 5, 2, 4, 1 κατά σειρά αρίθµησης της κάθε αλυσίδας, 
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αντίστοιχα. Τότε, οι υπακολουθίες µήκους 4 που επιλέχθηκαν ως µοτίβο για κάθε αλυσίδα, 

καθώς και εκείνες που ανήκουν στο background φαίνονται στους επόµενους δύο πίνακες: 

 

 

Πίνακας 2.5: Μοτίβο Αρχικής Τυχαίας Επιλογής για κάθε Αλυσίδα από τον Gibbs Sampling. 

Αλυσίδα Μοτίβο 

1S  AGGC  

2S  AACT  

3S  ACCG  

4S  TTAC  

 

Πίνακας 2.6: Οι Υπακολουθίες που Αποτελούν το Background στο Πρόβληµα του 

Παραδείγµατος. 

AGTT  GTTA  TTAG  TAGG  GGCA  GCAC  CACT  GAAC  ACTT  

CTTA  TTAG  TAGG  AGGC  CGTA  GTAC  TACC  CCGC  CGCA  

GCAA  CAAG  AAGC  AGCC  TACG  ACGG  CGGA  GGAA  GAAT  

 

      Με βάση τον Πίνακα 2.5, ο πίνακας θέσης βάρους που περιγράφει το µοτίβο, είναι αρχικά 

                                                     









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


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=

4/104/14/1
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A

θ  

 

και το διάνυσµα που αντιστοιχεί στο background (όπως προκύπτει από τον Πίνακα 2.6) είναι  

 

                                                       A            G            C           T 

                                          [ ]Tb 2222.02222.02963.02593.0= . 

 

      Ας υποθέσουµε, τώρα, ότι η συµβολοσειρά που επιλέγει ο Gibbs Sampling στο Predictive 

Update � Βήµα είναι η 4S . Τότε, εξαιρούµε το µοτίβο που της αντιστοιχούσε µέχρι πρότινος 

(TTAC ) και οι νέες παράµετροι είναι (επιλέγοντας ως  ,1=Ar  ,1=Gr  ,1=Cr  1=Tr , οπότε 

4=R ), σύµφωνα µε τις σχέσεις (2.37) και (2.38), αντίστοιχα, προκύπτει 
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

















=

7/27/17/17/1
7/27/37/27/1
7/27/27/27/1
7/17/17/27/4

T
C
G
A

θ  

και 

                                              [ ]Tb 33/933/833/933/7= . 

 

      Με βάση αυτές, υπολογίζονται τα βάρη και για τις 6 υπακολουθίες µήκους 4 που περιέχει 

η αλυσίδα 4S  και στη συνέχεια (βήµα ∆ειγµατοληψίας), επιλέγεται ως νέο µοτίβο για την 

4S , η υπακολουθία της µε το µεγαλύτερο βάρος ii
QQ

6,...,1
max
=

= . Όπως και προηγουµένως, 

προσθέτοντας, όµως, τη νέα υπακολουθία που θεωρείται ως µοτίβο στο σύνολο των 

υπακολουθιών που θεωρούµε ότι αποτελούν µοτίβο και αφαιρώντας την από το background, 

αναθεωρούνται και πάλι οι παράµετροι θ  και b . Τέλος, όπως έχουµε αναφέρει και κατά την 

περιγραφή του αλγορίθµου, τα δύο παραπάνω βήµατα επαναλαµβάνονται έως ότου συγκλίνει 

ο πίνακας θ . 

 

2.6. Τα Πιθανοτικά ∆έντρα Προθεµάτων 

      Όπως έχουµε ήδη αναφέρει, η απλούστερη κατηγορία µεθόδων που χρησιµοποιείται για 

τον προσδιορισµό του πιθανότερου µοτίβου µέσα σε ένα σύνολο αλυσίδων είναι η λεγόµενη 

απαριθµητική εξαντλητική µέθοδος. Η µέθοδος αυτή εντοπίζει όλα τα δυνατά µοτίβα 

καθορισµένου µήκους µέσα στις συµβολοσειρές και µετρώντας τη συχνότητα εµφάνισής 

τους, εκχωρεί ένα µέτρο βαρύτητας (score) ή στατιστικής σηµασίας στο καθένα. Με βάση 

αυτό, το πιθανότερο µοτίβο είναι ασφαλώς εκείνο µε το µεγαλύτερο score. Βέβαια, η µέθοδος 

αυτή, παρότι βρίσκει πάντα το επιθυµητό µοτίβο, είναι ασύµφορη από άποψη χρονικού 

κόστους, όταν το µοτίβο που αναζητούµε είναι µεγάλου µήκους ή και αρκετά περίπλοκο, 

µέσα σε ένα µεγάλο πάντα σύνολο δεδοµένων, καθώς ο χρόνος υπολογισµού αυξάνει 

εκθετικά µε το µήκος του µοτίβου. 
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      Γι� αυτόν τον λόγο, αναπτύχθηκαν µια σειρά από µέθοδοι, οι οποίες χρησιµοποιούν 

κάποιο είδος «κλαδέµατος» (δηλ. κάποιον στατιστικό περιορισµό), ώστε να µειωθεί το 

πλήθος των εξεταζόµενων µοτίβων [3]. Συγκεκριµένα, τέτοιου είδους µέθοδοι, όταν ψάχνουν 

για κάποιο µοτίβο µεγάλου µήκους, ξεκινούν την αναζήτηση από µικρότερου µήκους µοτίβα 

και συνεχίζουν, επεκτείνοντας µόνο εκείνα που πληρούν τις εκάστοτε συνθήκες µέχρι να 

φτάσουν στο ζητούµενο µήκος. Η εν λόγω διαδικασία επέκτασης του µοτίβου αναπαρίσταται 

µε τη µορφή ενός δέντρου και µάλιστα, κάθε φορά που αυξάνουµε το µήκους του µοτίβου 

(κατά ένα σύµβολο), κλαδεύονται τα φύλλα εκείνα που δεν ικανοποιούν τους απαιτούµενους 

περιορισµούς.  

      Σε αυτή την κατηγορία µεθόδων, ανήκουν τα λεγόµενα Πιθανοτικά ∆έντρα Προθεµάτων 

(Probabilistic Suffix Trees ή PSTs), τα οποία παρουσιάζουν µεγάλο ενδιαφέρον, καθώς 

αποτελούν µια µορφή αλυσίδας Markov µεταβλητής τάξεως (variable order Markov chain) 

[13]. Στη συνέχεια, ακολουθεί η περιγραφή τους και ο τρόπος εφαρµογής τους στο πρόβληµα 

που εξετάζουµε. 

2.6.1. Γενική Περιγραφή των PSTs 

      Ένα πιθανοτικό δέντρο προθεµάτων (PST) που σχετίζεται µε ένα συγκεκριµένο αλφάβητο 

{ }MaaaA ,...,, 21=  είναι ένα µη κενό δέντρο, του οποίου οι κόµβοι έχουν  διαφορετικό βαθµό 

(από 0 µέχρι A  και συγκεκριµένα, τα φύλλα του έχουν βαθµό 0, ενώ στους ενδιάµεσους 

κόµβους ο βαθµός ποικίλλει από 1 έως A ) έτσι, ώστε από κάθε κόµβο να µην εξάγονται 

ακµές που να αντιστοιχούν στο ίδιο γράµµα. Κάθε κόµβος αναπαριστά µια συγκεκριµένη 

ακολουθία συµβόλων s (λέξη) και σχετίζεται µε ένα διάνυσµα πιθανοτήτων 

]...[ ,2,1, Assss pppp =  µεγέθους A , το οποίο αφορά την πιθανότητα επέκτασης της 

λέξης (ή ακολουθίας χαρακτήρων) s που περιγράφει τον εκάστοτε κόµβο ως προς όλα τα 

γράµµατα του αλφάβητου A  και που µάλιστα, πληροί τη συνθήκη 1
1

, =∑
=

A

i
isp . Για να γίνει 

πιο κατανοητός ο παραπάνω ορισµός, ακολουθεί η σχηµατική αναπαράσταση ενός PST. 
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Σχήµα 2.3: Παράδειγµα ενός PST µε βάση το αλφάβητο { }rbaA ,,= . 

 

 

     Στο Σχήµα 2.3, απεικονίζεται ένα παράδειγµα ενός PST, το οποίο έχει δηµιουργηθεί από 

το αλφάβητο { }rbaA ,,= . Όπως παρατηρούµε, η ρίζα του δέντρου είναι ο δεξιότερος 

κόµβος, ενώ τα διανύσµατα πιθανοτήτων που αφορούν το επόµενο σύµβολο εµφανίζονται 

κοντά στον αντίστοιχο κόµβο. Αξίζει να σηµειώσουµε ότι τα διανύσµατα αυτά σχετίζονται µε 

την επέκταση του εκάστοτε κόµβου, προσθέτοντας κάποιο σύµβολο του αλφάβητου στα 

δεξιά του και µάλιστα, κάθε στοιχείο του διανύσµατος αφορά το γράµµα που εµφανίζεται µε 

την ίδια σειρά στο αλφάβητο. Έτσι, είναι φανερό ότι η κατανοµή πιθανοτήτων για το επόµενο 

γράµµα που αφορά την υπακολουθία (χαρακτήρων) ba είναι .1, .1, .8 για τα γράµµατα a, b, r, 

αντίστοιχα, και άρα, η πιθανότητα να εµφανιστεί το r µετά την υπακολουθία ba είναι σαφώς 

µεγαλύτερη για µια υπακολουθία χαρακτήρων που το µεγαλύτερο πρόθεµά της µέσα στο PST 

είναι το ba. Επίσης, για την αποφυγή οποιασδήποτε σύγχυσης, οφείλουµε να διαχωρίσουµε το 

PST από το κλασικό δέντρο προθεµάτων. Για παράδειγµα, αν θεωρήσουµε τον κόµβο (bar) 

στο PST του σχήµατος, όπως είναι φανερό ο πατέρας του είναι ο κόµβος (ar). Αντίθετα, σε 

ένα κλασικό δέντρο προθεµάτων, πατέρας του ίδιου κόµβου θα ήταν ο κόµβος (ba). Το κοινό 

στοιχείο που παρουσιάζουν έγκειται στο ότι το PST που αντιστοιχεί σε µια καθορισµένη λέξη 

αποτελεί ένα υποδέντρο του κλασικού δέντρου προθεµάτων που αφορά την αντίστροφη λέξη.  

root 

a

r

ba

ra

ar

(.4, .3, .3) 

b

  a     

a

a

r

r

(.05, .7, .25) (.25, .6, .15) 

(.05, .55, .4) 

(.1, .1, .8) (.3, .05, .65) 

(.4, .3, .3) 
bra 

(.4, .25, .35) b 

aba 

 bar 

(.3, .05, .65) 

 

b 
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2.6.2. Βασικοί Ορισµοί 

      Πριν προχωρήσουµε στην περιγραφή του αλγορίθµου Build � PST, στον οποίο βασίζεται 

η κατασκευή ενός Πιθανοτικού ∆έντρου Προθεµάτων, κρίνεται απαραίτητο να ορίσουµε 

κάποιες έννοιες που θα συµβάλουν στην καλύτερη κατανόησή του. 

 

      Έστω Α το αλφάβητο χαρακτήρων που διαθέτουµε και Nrrr ,...,, 21  ένα σύνολο από Ν 

συµβολοσειρές (αλυσίδες) µε γράµµατα από το Α, όπου κάθε αλυσίδα ir  έχει µήκος 

,0>iL { }Ni ,...,1∈  (και συµβολίζουµε i
L

iii
i

rrrr ...21= , όπου ∈i
jr Α).  

 

     Η εµπειρική πιθανότητα µιας υπακολουθίας χαρακτήρων s µε βάση ένα σύνολο 

συµβολοσειρών { }NrrrR ,...,, 21=  ορίζεται ως ο λόγος του πλήθους των εµφανίσεων της s 

µέσα στο R  προς το πλήθος των εµφανίσεων ενός οποιουδήποτε πιθανού µοτίβου του ίδιου 

µήκους µε την s (λαµβάνοντας υπόψη ακόµη και τις επικαλυπτόµενες εµφανίσεις ενός 

µοτίβου ίδιου µήκους µε την s). Συγκεκριµένα, δοθείσης µιας ακολουθίας χαρακτήρων 

kssss ...21=  µήκους k  και ενός συνόλου συµβολοσειρών { }NrrrR ,...,, 21= , θεωρούµε ένα 

σύνολο µεταβλητών  

 

                                         




=
,0
,1, ji

sX
άäéáöïñåôéê
......s  áí 1121

i
kj

i
j

i
jk rrrss −++=

, 

 

για κάθε ,,...,1 Ni = )1(,...,1 −−= kLj i . 

 

      Όπως παρατηρούµε, η παραπάνω δείκτρια συνάρτηση παίρνει την τιµή 1, εάν η 

υπακολουθία s εµφανίζεται στην −j στή θέση της −i στής συµβολοσειράς του δοθέντος 

συνόλου, διαφορετικά λαµβάνει την τιµή 0. Τότε, η s εµφανίζεται sX  φορές µέσα στο 

σύνολο R , όπου 

                                                             ∑=
ji

ji
ss XX

,

,  

 

και το συνολικό πλήθος των (επικαλυπτόµενων) υπακολουθιών µήκους ks =  µέσα στο ίδιο 

σύνολο είναι ίσο µε 
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                                                   ∑
≥

−−=
kLi

is
i

kLN
:

)]1([ . 

 

      Έτσι, ορίζουµε ως εµπειρική πιθανότητα της παρατηρούµενης υπακολουθίας s τον λόγο 

                                                              
s

s

N
X

sP =)(
~

.                                                           (2.39)                    

 

      Ασφαλώς, ο τελευταίος ορισµός βασίζεται στην υπόθεση ότι οι υπακολουθίες που 

λαµβάνονται υπόψη στους πιο πάνω υπολογισµούς είναι ανεξάρτητες µεταξύ τους. Άρα, 

σύµφωνα µε αυτόν τον ισχυρισµό, προκύπτει προφανώς η σχέση 

                                                               1)(
~

=∑
∈ kAs

sP .                                                          (2.40)               

 

      Συµβολίζοντας, τώρα, µε ∗sX  το πλήθος των εµφανίσεων της υπακολουθίας ∗s  στο 

σύνολο R , όπου ∗  είναι οποιοσδήποτε χαρακτήρας από το αλφάβητο Α, δηλαδή 

∑
∈

∗ =
A

ss XX
σ

σ , η δεσµευµένη εµπειρική πιθανότητα της εµφάνισης του χαρακτήρα σ ακριβώς 

µετά την υπακολουθία s ορίζεται ως 

                                                            
∗

=
s

s

X
X

sP σσ )|(
~

.                                                       (2.41)               

 

      Τέλος, συµβολίζουµε µε kssssuf ...)( 2=  (για την υπακολουθία kssss ...21= ) και µε 

12... ssss k
R =  (την υπακολουθία που προκύπτει αντιστρέφοντας τους χαρακτήρες της s). 

 

2.6.3. Ο Αλγόριθµος Build-PST 

      Θεωρούµε, αρχικά, ότι το µέγεθος της µνήµης για µια λέξη µέσα στο PST που 

κατασκευάζεται από τους χαρακτήρες ενός δοθέντος αλφάβητου Α είναι ίσο µε L  (δηλαδή L  

είναι το µέγιστο µήκος µιας λέξης µέσα σε αυτό). Η διαδικασία κατασκευής ενός πιθανοτικού 

δέντρου προθεµάτων (PST) προχωράει σταδιακά, ξεκινώντας από όλες τις υπακολουθίες 

µήκους 1 (δηλαδή εκείνες που αποτελούνται από ένα γράµµα του Α). Σε κάθε βήµα, το µήκος 

των υπακολουθιών µέσα στο δέντρο αυξάνει κατά έναν µόνο χαρακτήρα, έως ότου φθάσουµε 
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στο επιθυµητό (µέγιστο) µήκος L . Οι υποψήφιες υπακολουθίες, όµως, που παραµένουν στο 

PST (σε κάθε βήµα), πρέπει απαραιτήτως να πληρούν κάποιους συγκεκριµένους 

περιορισµούς. 

 

       Πιο αναλυτικά, ο αλγόριθµος Build � PST δέχεται ως είσοδο τις πέντε παραµέτρους 

,,,,, minmin αγrPL  οι οποίες στοχεύουν στη µη εκθετική επέκταση του χώρου αναζήτησης του 

µοτίβου που θέλουµε να ανιχνεύσουµε. Αρχικά, το δέντρο αποτελείται από έναν µόνο κόµβο 

και συγκεκριµένα τη ρίζα του δέντρου, και θεωρούµε ένα σύνολο, το οποίο αποτελείται από 

τα γράµµατα εκείνα του αλφάβητου που έχουν εµπειρική πιθανότητα µεγαλύτερη ή ίση από 

ένα κάτω φράγµα minP . Σταδιακά, σχηµατίζονται όλες οι δυνατές υποψήφιες υπακολουθίες 

(µε ένα γράµµα επιπλέον από αυτές του προηγούµενου βήµατος) που µπορεί να προστεθούν 

στο PST και για κάθε µία από αυτές, εξετάζουµε αν η εµπειρική τους πιθανότητα είναι 

µεγαλύτερη ή ίση από ένα κατώτατο όριο min)1( γα ⋅+ και επιπλέον, εάν είναι αρκετά 

διαφορετική από την εµπειρική πιθανότητα του κόµβου που αποτελεί τον πατέρα της 

εκάστοτε υποψήφιας υπακολουθίας (δηλ. της συµβολοσειράς που προκύπτει αφαιρώντας το 

αριστερότερο γράµµα της υποψήφιας υπακολουθίας). Στην περίπτωση που ικανοποιούνται οι 

δύο αυτές συνθήκες, προστίθενται στο PST τόσο η υπακολουθία όσο και όλοι οι απαραίτητοι 

κόµβοι έτσι, ώστε να υπάρχει ένα µονοπάτι από τη ρίζα προς αυτήν.  

 

      Στο σηµείο αυτό, αξίζει να αναφέρουµε ότι ένα υποψήφιο φύλλο (δηλ. µια υποψήφια 

υπακολουθία χαρακτήρων) σε κάποιο βήµα του αλγορίθµου θεωρείται «άχρηστο» και 

ασφαλώς, δεν προστίθενται στο δέντρο, εάν η εµπειρική του πιθανότητα είναι σχεδόν ίδια µε 

αυτή του κόµβου που είναι ο πατέρας του. Παρά το γεγονός αυτό, δεν αποκλείεται η ύπαρξη  

τέτοιων διαδοχικών εσωτερικών κόµβων µέσα στο δέντρο, κάτι που ενδέχεται να προκύψει 

από την πρόσθεση ενός µοτίβου µεγαλύτερου µήκους από αυτούς και όταν οι δύο πρώτοι 

βρίσκονται στο µονοπάτι αυτού από τη ρίζα (από τον βαθύτερο κόµβο που υπάρχει µέχρι τη 

δεδοµένη στιγµή και µπορεί να οδηγήσει προς το νέο µοτίβο), οπότε και κρίνεται αναγκαία 

και η δική τους ύπαρξη στο PST. Από τη στιγµή, λοιπόν, που προστίθεται µια νέα 

υπακολουθία στο δέντρο, πρέπει να υπολογισθούν και οι συναρτήσεις πρόβλεψης που 

αφορούν την πιθανή πρόσθεση οποιουδήποτε χαρακτήρα από το αλφάβητο στα δεξιά αυτής 

(δηλ. το διάνυσµα πρόβλεψης πιθανοτήτων που αντιστοιχεί σε κάθε προστιθέµενο κόµβο). 

Για να πάρουν την τελική τιµή τους οι συναρτήσεις αυτές, ακολουθείται µια συγκεκριµένη 

τεχνική έτσι, ώστε η προβλεπόµενη συνάρτηση πιθανότητας για ένα οποιοδήποτε γράµµα του 
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Α να µην ισούται µε µηδέν, αλλά στη χειρότερη περίπτωση να λαµβάνει την ελάχιστη τιµή 

minγ . Αυτό επιτυγχάνεται µειώνοντας τις εµπειρικές πιθανότητες έτσι, ώστε η ποσότητα  

minγ⋅Α  να µοιράζεται εκ των υστέρων από όλα τα σύµβολα του Α. Μάλιστα, η µείωση κάθε 

εµπειρικής πιθανότητας πραγµατοποιείται ανάλογα µε την τιµή της και συγκεκριµένα, 

προκύπτει από την επίλυση του συστήµατος 

 









=

+⋅=Α∈∀

∑
Α∈

1)(

)|()(
~

min

~~

σγ

γσλσγσ

σ
s

s sP
   ⇒    1])|([ min

~
=+⋅∑

Α∈σ
γσλ sP    

 

                                                               ⇒    11 min =Α+⋅ γλ   ⇒   Α−= min1 γλ .    

 

      Απαιτώντας, τώρα, να ισχύει   0≥λ   ⇒   
Α

≤ 1
minγ  , οπότε προκύπτει 

                                      ( ) min

~

min

~
)|(1)( γσγσγ +⋅Α⋅−= sPs .              

 

      Από την τελευταία σχέση, είναι προφανές ότι όταν είναι ,0)|(
~

=sP σ  ισχύει  

min

~
)( γσγ =s . 

 

      Συµβολίζοντας, στη συνέχεια, µε T  το πιθανοτικό δέντρο προθεµάτων και µε S  το 

σύνολο των συµβολοσειρών που θέλουµε κάθε φορά να εξετάσουµε, ο αλγόριθµος Build � 

PST υπό τη µορφή ψευδοκώδικα περιγράφεται ως εξής: 

 

Πίνακας 2.7: Ο Αλγόριθµος Build � PST για την κατασκευή ενός Πιθανοτικού ∆έντρου 

Προθεµάτων. 

" Αρχικά, το δέντρο αποτελείται από τη ρίζα και θεωρούµε το σύνολο 







 ≥Α∈= min

~
)(:| PPS σσσ  . 

 

" Κατασκευή του PST : 
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Όσο ισχύει ότι ≠S ∅ , για κάθε στοιχείο Ss ∈  εκτέλεσε τα ακόλουθα βήµατα 

$ Αφαίρεσε το s  από το S . 

$ Αν υπάρχει κάποιο σύµβολο Α∈σ  τέτοιο, ώστε 

                                               min

~
)1()|( γασ ⋅+≥sP  

και 

                                              








≤

≥

r
ή

r

ssufP

sP

/1))(|(

)|(
~

~

σ

σ , 

τότε πρόσθεσε στο T  τον κόµβο που αντιστοιχεί στο s  και όλους τους κόµβους 

για το µονοπάτι προς το s  από τον βαθύτερο κόµβο µέσα στο T  που είναι 

πρόθεµα του s . 

$ Εάν ισχύει ότι Ls < , τότε πρόσθεσε όλες τις υπακολουθίες 







 ≥Α∈ min

'
~

'' )(| PsPs σκαισσ  (αν υπάρχουν) στο S . 

$ Για κάθε s  που αποτελεί έναν κόµβο στο T , υπολόγισε την 

                        ( ) min

~

min

~
)|(1)( γσγσγ +⋅Α⋅−= sPs . 

 

 

       Εφόσον έχει πια προηγηθεί η αναλυτική περιγραφή του αλγορίθµου, µπορούµε να 

ανατρέξουµε στο Σχήµα 2.3 και να υπολογίσουµε αναλυτικά την πιθανότητα πρόβλεψης (µε 

βάση το δοθέν PST) µιας οποιασδήποτε συµβολοσειράς s  µε χαρακτήρες από το αλφάβητο 

{ }rbaA ,,= . Αν, λοιπόν, θεωρήσουµε τη συµβολοσειρά �barbara �, τότε έχουµε 

                              

)|()|()|()|()|()|()()(
~~~~~~~~

barbaraPbabarrPbarbaPbarbPbarPbaPbPbarbaraP ⋅⋅⋅⋅⋅⋅=  

                   )()()()()()()(
~~~~~~~

arabrab barbarootbarbabroot γγγγγγγ ⋅⋅⋅⋅⋅⋅=  

                   65.08.04.005.08.02.03.0 ⋅⋅⋅⋅⋅⋅= = 4.992 410−⋅ . 
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       Για να κατανοήσει κανείς πώς υπολογίσθηκε η παραπάνω πιθανότητα πρόβλεψης, θα 

πρέπει να διαχωρίσει δύο πράγµατα που αφορούν ένα PST. Συγκεκριµένα, παρ� ότι ένας 

κόµβος που προσθέτουµε στο δέντρο έχει ένα ακόµα γράµµα στο αριστερότερο άκρο του σε 

σχέση µε τον κόµβο που αποτελεί τον πατέρα του, οι πιθανότητες πρόβλεψης αφορούν την 

πρόσθεση ενός επιπλέον χαρακτήρα στο δεξιότερο άκρο της εκάστοτε λέξης. Έτσι, η 

υπογραµµισµένη ακολουθία χαρακτήρων, στον υπολογισµό της πιθανότητας πρόβλεψης για 

τη συµβολοσειρά �barbara �, αντιστοιχεί στο µεγαλύτερο δυνατό πρόθεµα που εµφανίζεται 

στο PST (και βρίσκεται δεξιά του �|�), ενώ η αντίστοιχη πιθανότητα που εµφανίζεται στον 

υπολογισµό αποτελεί τη συνάρτηση πρόβλεψης που αφορά τον επόµενο χαρακτήρα (ο οποίος 

βρίσκεται στο αριστερό µέρος του �|�) δεδοµένου του µεγαλύτερου δυνατού υπαρκτού 

προθέµατος µέσα στο PST. Εποµένως, το βήµα πρόβλεψης χρησιµοποιείται για την 

πρόσθεση ενός χαρακτήρα στο δεξιό τµήµα µιας συµβολοσειράς, δοθέντος του µεγαλύτερου 

προθέµατός της µέσα στο δέντρο, ξεκινώντας την εξέταση της συµβολοσειράς από αριστερά 

προς τα δεξιά.    

      Η απόδοση του αλγόριθµου που περιγράψαµε παρουσιάζει σαφές πλεονέκτηµα, 

συγκρινόµενη µε τις περισσότερες µεθόδους που έχουν κατασκευαστεί για τον ίδιο σκοπό 

όπως είναι ο ΕΜ και ο Gibbs Sampling, διότι δεν εξαρτάται από την αρχικοποίηση κάποιων 

παραµέτρων και δεν απαιτεί ευθυγράµµιση των συµβολοσειρών που συνιστούν το σύνολο 

δεδοµένων του προβλήµατος, ενώ είναι εξίσου καλή µε την απόδοση ενός κρυµµένου 

µοντέλου Markov για ολική αναζήτηση σηµαντικών µοτίβων.  

      Αξίζει να σηµειώσουµε, βασιζόµενοι στο τελευταίο παράδειγµα, ότι ένα PST θα 

µπορούσε να χαρακτηριστεί ως ένα µοντέλο που βασίζεται σε µεταβλητής τάξης (εδώ, 

µήκους του εκάστοτε µεγαλύτερου δυνατού προθέµατος µέσα στο PST) αλυσίδες Markov, 

διότι ενώ στην περίπτωση των αλυσίδων Markov η πιθανότητα ενός ενδεχοµένου εξαρτάται 

ακριβώς από τις k το πλήθος προηγούµενες καταστάσεις, σε ένα πιθανοτικό δέντρο 

πιθανοτήτων (όπως δείξαµε στο προηγούµενο παράδειγµα) η εξάρτηση αυτή στηρίζεται σε  

ένα διαφορετικό κάθε φορά πλήθος προηγούµενων γεγονότων που ποικίλλει από 0 έως k 

ανάλογα µε το µήκος του µεγαλύτερου δυνατού προθέµατος της ακολουθίας χαρακτήρων 

µέσα στο PST, της οποίας θέλουµε να προβλέψουµε την πιθανότητα. Συνεπώς, τα πιθανοτικά 

δέντρα προθεµάτων αποτελούν µια γενίκευση των αλυσίδων Markov.  
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      Τέλος, ο αλγόριθµος που περιγράψαµε προτείνει µια πολύ απλή λύση σε ένα πρόβληµα 

ιδιαίτερα σηµαντικό για µοντέλα βασισµένα σε αλυσίδες Markov, το οποίο αφορά την 

«εξοµάλυνση» της προβλεπόµενης πιθανότητας µιας υπακολουθίας. Το πρόβληµα αυτό 

παρουσιάζεται συχνά στην περίπτωση που το πλήθος των πιθανών ενδεχοµένων είναι πολύ 

µεγάλο σε σχέση µε το πλήθος αυτών των παρατηρούνται. Είναι πολύ πιθανό, λοιπόν, τότε να 

εκτιµηθεί για πολλά µη παρατηρούµενα (πιθανά) ενδεχόµενα ότι έχουν µηδενική πιθανότητα 

να εµφανιστούν. Η διαδικασία που ακολουθείται για την εξοµάλυνση των προβλεπόµενων 

πιθανοτήτων κατορθώνει να µην προβλέπει µηδενική πιθανότητα εµφάνισης τέτοιων 

ενδεχοµένων (αλλά να της αποδίδει ως ελάχιστη τιµή ίση µε minγ ) και συγχρόνως, να 

διορθώνει την τιµή εκείνων που εµφανίζονται µέσα στο σύνολο εκπαίδευσης. 
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ΚΕΦΑΛΑΙΟ 3. ΤΕΧΝΙΚΕΣ ΑΡΧΙΚΟΠΟΙΗΣΗΣ ΤΩΝ 
ΠΑΡΑΜΕΤΡΩΝ ΤΟΥ ΜΟΤΙΒΟΥ 

3.1 Η Έννοια της Οµαδοποίησης 

3.2 Ο Αλγόριθµος των Κ-κέντρων 

3.3 Μια Παραλλαγή του Αλγορίθµου των Κ-κέντρων 

3.4 Ο Συνθετικός Αλγόριθµος Οµαδοποίησης 

3.5 Η Εφαρµογή του Συνθετικού Αλγόριθµου στο Πρόβληµα 

 

 

      Όπως φαίνεται από τις µεθόδους που εξετάσαµε προηγουµένως, ένα σηµαντικό ζήτηµα 

που προκύπτει είναι η αρχικοποίηση των παραµέτρων τους και κατά βάση, του πίνακα θ  που 

παριστάνει το µοτίβο. Το πρόβληµα αυτό, το οποίο παρουσιάζεται στον Gibbs Sampling, 

αλλά κυρίως στον ΕΜ, δηµιούργησε την ανάγκη περαιτέρω έρευνας µε σκοπό την αναζήτηση 

µιας καλής αρχικοποίησης για την παράµετρο που µας ενδιαφέρει. Μια λύση που προτάθηκε, 

ήταν αυτή της οµαδοποίησης των παρατηρούµενων δεδοµένων, η οποία συνήθως δίνει µια 

καλή αρχικοποίηση για τον θ . Συγκεκριµένα, η ιδέα αυτή προέκυψε από την πεποίθηση ότι 

τα δείγµατα που αναπαριστούν το µοτίβο παρουσιάζουν πολλά κοινά χαρακτηριστικά µεταξύ 

τους και πιθανότατα, κατόπιν οµαδοποίησης όλου του συνόλου των δεδοµένων, να συνιστούν 

την οµάδα εκείνη που τα στοιχεία της διαφέρουν λιγότερο µεταξύ τους σε σύγκριση µε αυτά 

των υπολοίπων οµάδων που σχηµατίζονται. Συνεπώς, µια αποτελεσµατική τεχνική 

οµαδοποίηση, κάλλιστα θα µπορέσει να µας παρέχει και µια καλή αρχικοποίηση του πίνακα 

που περιγράφει το µοτίβο.  

 

     Στις ενότητες που ακολουθούν, θα εξετάσουµε δύο πολύ γνωστές µεθόδους οµαδοποίησης 

δεδοµένων, καθώς και τον τρόπο µε τον οποίο τις προσαρµόσαµε στο πρόβληµα που 
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µελετούµε. Μάλιστα, στο 5ο κεφάλαιο, θα τις χρησιµοποιήσουµε και πειραµατικά για τον 

προσδιορισµό µιας αρχικής εκτίµησης της βασικής παραµέτρου του προβλήµατος και θα 

διαπιστώσουµε ότι η τελευταία είναι δυνατόν να προσαρµοστεί ακόµα καλύτερα στα 

πραγµατικά δεδοµένα του προβλήµατος, εφαρµόζοντας στη συνέχεια κάποια τεχνική 

βελτιστοποίησης (αλγόριθµος ΕΜ (κεφ. 2), παραλλαγές του ΕΜ(κεφ.4) ), όπου και θα γίνει 

εµφανής η χρησιµότητά τους. 

 

3.1. Η Έννοια της Οµαδοποίησης 

      Με τον όρο οµαδοποίηση ενός συνόλου δεδοµένων εννοούµε τον διαχωρισµό του σε 

υποσύνολα (οµάδες) έτσι, ώστε κάθε αντικείµενο να ανήκει σε ένα µόνο από αυτά τα 

υποσύνολα και η επιλογή αυτή να βασίζεται σε πληροφορίες που πηγάζουν µόνο από τα ίδια 

τα δεδοµένα και τις µεταξύ τους σχέσεις. 

 

      Ο κύριος στόχος της οµαδοποίησης είναι η ύπαρξη κοινών χαρακτηριστικών µεταξύ των 

αντικειµένων κάθε οµάδας τέτοιων, ώστε να τα διαφοροποιούν από τα αντικείµενα των 

υπόλοιπων οµάδων. Γι� αυτό, όσο πιο πολύ διαφέρουν µεταξύ τους οι οµάδες που 

σχηµατίζονται, τόσο πιο επιτυχηµένη θα µπορεί να χαρακτηριστεί η οµαδοποίηση ενός 

συνόλου  δεδοµένων. Ασφαλώς, είναι εξαιρετικά δύσκολο να προσδιορίσει κανείς την έννοια 

της οµάδας, καθώς αυτό εξαρτάται αποκλειστικά από το εκάστοτε σύνολο δεδοµένων που 

διατίθεται. 

 

      Τα τελευταία χρόνια έχει αναπτυχθεί ένα µεγάλο πλήθος τεχνικών που µπορούν να 

χρησιµοποιηθούν για τον διαχωρισµό ενός συνόλου αντικειµένων σε οµάδες. Εδώ, θα 

ασχοληθούµε µε δύο είδη οµαδοποίησης, τη διαµεριστική (partitional) και την ιεραρχική 

(hierarchical) και συγκεκριµένα, µε µια παραλλαγή του αλγόριθµου των Κ�κέντρων (Κ-

means) και του Συνθετικού αλγορίθµου (Agglomerative) [6,16,19,25], οι οποίοι  ανήκουν στο 

πρώτο και το δεύτερο είδος οµαδοποίησης, αντίστοιχα..  
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3.2. Ο Αλγόριθµος των Κ-κέντρων (K-means) 

      Μiα πολύ δηµοφιλής τεχνική οµαδοποίησης ενός συνόλου  δεδοµένων, η οποία ξεχωρίζει 

για την απλότητά της, είναι ο αλγόριθµος των Κ-κέντρων. Στην προκειµένη περίπτωση, µια 

οµάδα περιγράφεται από έναν αντιπρόσωπο και όλα τα σηµεία που ανήκουν σε αυτήν 

απέχουν µικρότερη απόσταση από τον αντιπρόσωπό της σε σχέση µε τους αντιπροσώπους 

των λοιπών οµάδων. Για παράδειγµα, στην περίπτωση των διακριτών δεδοµένων (δηλ. µε 

διακριτά χαρακτηριστικά) ως αντιπρόσωπος θα µπορούσε να θεωρηθεί το πιο 

αντιπροσωπευτικό στοιχείο της οµάδας. 

 

      Η µέθοδος έχει ως βασικό στόχο τη διαµέριση του συνόλου δεδοµένων σε ένα 

καθορισµένο πλήθος Κ οµάδων. Οι οµάδες αυτές αναπαρίστανται από κάποιους 

αντιπροσώπους, οι οποίοι χαρακτηρίζονται ως κέντρα (ή κεντροειδή)  των οµάδων και 

συνήθως, αποτελούν τη µέση τιµή των στοιχείων κάθε οµάδας. Από τον τρόπο, βέβαια, που 

ορίζονται τα κέντρα, καθίσταται προφανές το γεγονός ότι είναι σπάνιο φαινόµενο το κέντρο 

µιας οµάδας να αντιστοιχεί σε ένα στοιχείο του συνόλου δεδοµένων.     

 

      Για να κατορθώσει, λοιπόν, ο αλγόριθµος των Κ-κέντρων να χωρίσει το σύνολο 

δεδοµένων σε Κ το πλήθος οµάδες, ακολουθεί µια σειρά από απλά βήµατα. Αρχικά, 

επιλέγονται Κ τυχαία κέντρα. Εν συνεχεία, κάθε σηµείο του συνόλου (ή στοιχείο) ανατίθεται 

στο κοντινότερο κεντροειδές, χρησιµοποιώντας κάποιο µέτρο απόστασης. Με αυτόν τον 

τρόπο, το σύνολο των σηµείων που έχουν ανατεθεί σε ένα συγκεκριµένο κεντροειδές 

σχηµατίζουν µια οµάδα. Με βάση, τώρα, τα σηµεία της κάθε οµάδας, το κέντρο της 

επαναπροσδιορίζεται. Τα δύο αυτά βήµατα του αλγορίθµου επαναλαµβάνονται έως ότου (για 

πρώτη φορά) δεν µεταβληθούν τα κέντρα των οµάδων και συνεπώς, έχουν πια σχηµατιστεί οι 

ζητούµενες Κ οµάδες. Μια συνοπτική περιγραφή του αλγορίθµου παρατίθεται στον πίνακα 

που ακολουθεί. 

 

Πίνακας 3.1: Ο Αλγόριθµος των Κ-κέντρων. 

o Αρχικά, διάλεξε Κ τυχαία σηµεία ως τα κέντρα των οµάδων που πρόκειται να 

σχηµατιστούν. 

o Επανάλαβε τα παρακάτω βήµατα: 

$ ∆ηµιούργησε Κ οµάδες, αναθέτοντας κάθε σηµείο στο κοντινότερο κέντρο. 
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$ Επαναϋπολόγισε το κέντρο κάθε οµάδας βάσει των σηµείων που της έχουν 

ανατεθεί 

 

            έως ότου (για πρώτη φορά) δεν µεταβληθούν τα κέντρα. 

 

 

      Όπως µπορεί εύκολα να διακρίνει κανείς, ένα πολύ βασικό στοιχείο του παραπάνω 

αλγορίθµου είναι η επιλογή του µέτρου απόστασης που θα χρησιµοποιήσουµε, προκειµένου 

να αναθέσουµε κάθε σηµείο σε µία από τις οµάδες. Για τον σκοπό αυτό, χρησιµοποιείται 

συνήθως η Ευκλείδεια απόσταση, που ως γνωστόν για δύο σηµεία nyx ℜ∈,  µε 

]...[],...[ 11 nn yyyxxx == , ορίζεται ως 

                                                 
2/1

1

2||),( 






 −= ∑
=

n

i
ii yxyxd . 

      Παρά το γεγονός ότι ο αλγόριθµος των Κ-κέντρων είναι υπολογιστικά απλός, απαιτεί 

µεγάλο πλήθος υπολογισµών για εξαιρετικά µεγάλα σύνολα δεδοµένων (για τις αποστάσεις 

κάθε σηµείου από όλα τα κέντρα των οµάδων). Όσον αφορά την πολυπλοκότητα χρόνου που 

απαιτεί, αυτή ανέρχεται σε )(NKldO , για N  σηµεία µε d  διαστάσεις, K  οµάδες και l  

επαναλήψεις. Επιπλέον, ένα βασικό µειονέκτηµά του είναι η τυχαία αρχικοποίηση των 

κέντρων, διότι το αποτέλεσµα που θα δώσει έχει άµεση εξάρτηση από την αρχική επιλογή 

των κέντρων. Τέλος, δεν αντιλαµβάνεται την ύπαρξη outliers, τα οποία ενδέχεται να 

επηρεάσουν σε µεγάλο βαθµό τον τελικό σχηµατισµό των οµάδων, µε άµεση συνέπεια να 

παραχθεί κάποιο αποτέλεσµα οµαδοποίησης που να µην αντιστοιχεί καθόλου στην 

πραγµατικότητα. Έτσι, ο καλύτερος τρόπος αντιµετώπισης του τελευταίου προβλήµατος είναι 

ο εντοπισµός των outliers και η αποµάκρυνσή τους πριν από την εφαρµογή του αλγορίθµου. 

3.3. Μια Παραλλαγή του Αλγορίθµου των Κ-κέντρων 

      Προκειµένου να υπάρχει κάποιος έλεγχος όσον αφορά το πλήθος των οµάδων µε 

υπακολουθίες (µήκους K ) που πρόκειται να παράγει ο αλγόριθµος, τον προκαθορίσαµε ίσο 

µε Nr / , όπου N  είναι το πλήθος των αρχικά διδόµενων συµβολοσειρών { }NSSS ,...,1=  και 

r  το πλήθος των υπακολουθιών µήκους K  που προκύπτουν από το σύνολο S .  
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      Ο σχηµατισµός, τώρα, των οµάδων ακολουθεί την ίδια διαδικασία του αλγόριθµου των 

Κ-κέντρων, µε τη διαφορά ότι αντί της Ευκλείδειας απόστασης, χρησιµοποιούµε την 

απόσταση Manhattan που για δύο σηµεία nyx ℜ∈,  µε ]...[],...[ 11 nn yyyxxx == , 

υπολογίζεται από τη σχέση 

                                                  1
1

||),( yxyxyxd
n

i
ii −=−=∑

=
. 

 

      Το βασικό ερώτηµα, βέβαια, που µπορεί να τεθεί είναι πώς είναι δυνατόν να ορίσουµε 

κάποιο µέτρο απόστασης µεταξύ ακολουθιών σταθερού µήκους K , οι οποίες αποτελούνται 

από σύµβολα ενός δεδοµένου αλφάβητου { }MaaA ,...,1= .  Η απάντηση στο ερώτηµα αυτό 

δίδεται άµεσα, εάν σκεφτεί κανείς ότι κάθε τέτοια υπακολουθία µπορεί να παρασταθεί υπό τη 

µορφή ενός MxK  πίνακα βάρους θέσης, όπου στην ),( ji  θέση του αντιστοιχεί η σχετική 

συχνότητα εµφάνισης του χαρακτήρα ia  στην −j στη θέση της υπακολουθίας. Προφανώς, 

επειδή στην περίπτωση της µίας υπακολουθίας, έστω της ]...[ 1 lKll XXX = , σε κάθε θέση της 

υπάρχει ένα και µόνο γράµµα του αλφάβητου, συµβολίζοντας τον αντίστοιχο πίνακα µε 

][ )()( X
ij

X θθ = , αυτός ορίζεται ως εξής: 

                                           


 =

=
άδιαφορετικ,0

Xαν,1 lj)( iX
ij

a
θ , ,,...,1 Mi =  Kj ,...,1= .  

 

      Από τον ορισµό του παραπάνω πίνακα, είναι φανερό ότι ισχύει  ,1
1

)( =∑
=

M

i

X
ijθ  για κάθε 

Kj ,...,1= .        

           

      Με βάση αυτόν τον πίνακα, αρχικά, που αντιστοιχεί σε κάθε υπακολουθία υπολογίζονται 

οι µεταξύ τους αποστάσεις Manhattan και συγκεκριµένα, ορίζονται ως το άθροισµα των 

απολύτων διαφορών των αντίστοιχων στοιχείων τους (και αυτό, γιατί θεωρούµε νοητά τον 

κάθε MxK  πίνακα ως ένα 1MKx  διάνυσµα). Όπως υπαγορεύει ο αλγόριθµος των Κ-κέντρων, 

αφού υπολογισθούν οι αποστάσεις αυτές µεταξύ των υπακολουθιών που έχουν επιλεγεί ως 

κέντρα και των υπολοίπων, αναθέτουµε κάθε υπακολουθία στην οµάδα από το κέντρο της 

οποίας απέχει τη µικρότερη απόσταση. Στη συνέχεια, υπολογίζουµε το νέο κέντρο της κάθε 

οµάδας ως τον µέσο όρο των στοιχείων (πινάκων) που τις ανατέθηκαν προηγουµένως. 
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Προφανώς, τα νέα κέντρα ενδέχεται να µην αντιστοιχούν σε κάποια υπακολουθία (δηλαδή σε 

κάποιο στοιχείο του συνόλου δεδοµένων, όπως συµβαίνει γενικά κατά την εφαρµογή του 

αλγορίθµου). Παρά το γεγονός, όµως,  αυτό, και πάλι περιγράφεται το καθένα από έναν 

αριθµητικό MxK  πίνακα, έστω συµβολικά ][ ll
ij
ΚΚ = θθ  ο πίνακας που αντιστοιχεί στο κέντρο 

της −l στης οµάδας, ο οποίος εξακολουθεί να ικανοποιεί τις συνθήκες  ,1
1

=∑
=

Κ
M

i
ij

liθ  για κάθε 

Kj ,...,1= .    

 

      Παραδείγµατος χάριν, εάν θεωρήσουµε το αλφάβητο { }ECBA ,,,=Σ , η υπακολουθία 

ABBACE  περιγράφεται από τον ακόλουθο 64x  αριθµητικό πίνακα  

 

                                                                    ECABBA  

                                                                     ↓   ↓    ↓   ↓    ↓   ↓  
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     Υποθέτουµε, ακόµη, ότι όλο το σύνολο παρατηρήσεων που διαθέτουµε είναι το 

{ }ABBACEACEEAACAEEBAABBECEX ,,,=  που περιέχει υπακολουθίες µήκους 6 από 

χαρακτήρες του Σ  και ότι στόχος µας είναι να δηµιουργήσουµε δύο οµάδες. 

 

      Έστω ότι, αρχικά, επιλέγονται ως κέντρα των δύο οµάδων οι υπακολουθίες 

ABBECEX =1  και CAEEBAX =2 . Τότε, υπολογίζοντας την απόσταση Manhattan ( )1L  των 

υπόλοιπων υπακολουθιών από τα κέντρα των οµάδων, έχουµε 4),( 31 =XXd , 

3),( 32 =XXd , 1),( 41 =XXd , 6),( 42 =XXd , απ� όπου προκύπτει ότι 

),(min),( 32,132 XXdXXd ii=
=  και ),(min),( 42,141 XXdXXd ii=

= . Εποµένως, οι υπακολουθίες 

3X  και 4X  ανατίθενται στις οµάδες µε κέντρα τις 2X  (2η οµάδα) και 1X  (1η οµάδα), 

αντίστοιχα. Άρα, τα νέα κέντρα των δύο οµάδων, σύµφωνα µε όσα ειπώθηκαν 

προηγουµένως, αναπαρίστανται από τους πίνακες (κατά σειρά για την πρώτη και τη δεύτερη 

οµάδα) 
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                                 ( )


















=+=Κ

102/1000
010000
000110
002/1001

2
1 )()(1 ABBECEABBACE θθθ  

και 

                               ( )


















=+=Κ

001100
00002/12/1
02/10000
12/1002/12/1

2
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      Εάν υπολογίσουµε και πάλι τις αποστάσεις όλων των υπακολουθιών από τα νέα κέντρα, 

θα παρατηρήσουµε ότι οι οµάδες δεν αλλάζουν και συνεπώς, ούτε τα κέντρα. Αυτό σηµαίνει 

ότι ο αλγόριθµος τερµατίζει σε αυτό το σηµείο. Εδώ, είναι λογικό να αναρωτηθεί κανείς τι 

ακριβώς κερδίσαµε µε την οµαδοποίηση των δεδοµένων. Αυτό που ελπίζουµε είναι να 

υπάρχει σε µία από αυτές τις οµάδες, η κρυµµένη πληροφορία που αναζητούµε ή έστω ένα 

µέρος αυτής. Συγκεκριµένα, αν υποθέσουµε ότι θέλουµε να βρούµε σε ποια οµάδα του 

προηγούµενου παραδείγµατος «κρύβεται» το µοτίβο ,ABBECEm =  τότε προφανώς αυτό 

περιγράφεται καλύτερα από το κέντρο της πρώτης οµάδας.  

 

      Ασφαλώς, ένα σηµαντικό θέµα που προκύπτει είναι µε ποιο κριτήριο θα γίνει η επιλογή 

της καταλληλότερης από αυτές τις οµάδες, δηλαδή εκείνης που αποτελεί την καλύτερη 

δυνατή αναπαράσταση του µοτίβου. Επειδή, όπως αναφέρθηκε στην προηγούµενη 

παράγραφο, το αποτέλεσµα που παράγει ο αλγόριθµος των Κ-κέντρων εξαρτάται κατά πολύ 

από την τυχαία αρχικοποίηση των κέντρων, θα καταφύγουµε στη λύση της κατ� επανάληψιν 

εφαρµογής του στο ίδιο σύνολο δεδοµένων και κατόπιν, της τελικής επιλογής του πίνακα (ή 

ισοδύναµα της οµάδας) που περιγράφει καλύτερα το µοτίβο (από όλες τις εφαρµογές του 

αλγορίθµου). Αυτό το σκεπτικό ακολουθούµε στα πειράµατα του 5ου κεφαλαίου, όπου 

φυσικά γνωρίζουµε τον πίνακα βάρους θέσης που αναπαριστά το ζητούµενο µοτίβο (και αυτό 

γνωρίζοντας τις θέσεις σε κάθε αλυσίδα που αποτελούν θέσεις µοτίβου). Η γνώση αυτή, 

βέβαια, δεν χρησιµοποιείται κατά την επίλυση του  προβλήµατος, παρά µόνο για την επίτευξη 

µιας καλής αρχικοποίησης του εν λόγω πίνακα και όχι µιας τυχαίας, η οποία, στη γενική 

περίπτωση, δεν θα δώσει ικανοποιητική λύση στο πρόβληµα εντοπισµού των υπακολουθιών 

που περιγράφουν το µοτίβο.  
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      Συνοπτικά, ο αλγόριθµος των Κ-κέντρων, για το πρόβληµα, παρατίθεται στον Πίνακα 3.2. 

 

 

Πίνακας 3.2: Η Εφαρµογή του Αλγόριθµου των Κ-κέντρων στο Πρόβληµα. 

o Επίλεξε τυχαία Nr /  το πλήθος υπακολουθίες από το σύνολο X ως τα αρχικά κέντρα 

των οµάδων. 

o Υπολόγισε για κάθε XX i ∈  τον πίνακα βάρους θέσης )( iXθ  που της αντιστοιχεί. 

o Επανάλαβε τα παρακάτω βήµατα: 

$ Υπολόγισε, µε βάση τους πίνακες για κάθε iX , τις αποστάσεις Manhattan των 

υπακολουθιών από τα κέντρα των οµάδων 
jclΚ . 

$ Ανάθεσε κάθε iX  στην οµάδα, από το κέντρο της οποίας απέχει την ελάχιστη 

απόσταση. 

$ Με βάση τις οµάδες που σχηµατίστηκαν, υπολόγισε το νέο κέντρο κάθε 

οµάδας Nr
jjcl /

1)( =  από τον τύπο (δηλαδή τον πίνακα που το περιγράφει) 

                                                           ,

)(

)(

j

clX

X

cl
ji

i

jcl

∑
∈Κ

=
θ

θ  

                       όπου jcl  το πλήθος των υπακολουθιών που υπάγονται στην −j στη οµάδα 
  
            έως ότου τα κέντρα παραµείνουν σταθερά.                                           

 

3.4. Ο Συνθετικός Αλγόριθµος Οµαδοποίησης 

      Μια διαφορετικού είδους προσέγγιση για την οµαδοποίηση δεδοµένων, σε σύγκριση µε 

τον αλγόριθµο των Κ-κέντρων, χρησιµοποιεί ο λεγόµενος συνθετικός αλγόριθµος. Πρόκειται 

για µια τεχνική που ανήκει στην κατηγορία των ιεραρχικών µεθόδων οµαδοποίησης 

δεδοµένων. Αυτή παράγει ένα σύνολο οµάδων που κάθε µία έχει προέλθει από τη συνένωση 

δύο άλλων οµάδων σε κάποιο βήµα. Μάλιστα, τέτοιου είδους µέθοδοι οµαδοποίησης 

µπορούν να παρασταθούν µε τη µορφή ενός δενδροδιαγράµµατος, στο οποίο γίνονται πιο 

εµφανείς οι σχέσεις αυτές µεταξύ των οµάδων (δηλαδή από τη συνένωση ποιων υποοµάδων 
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έχει προκύψει κάθε οµάδα). Συγκεκριµένα, κάθε εσωτερικός κόµβος αποτελεί ένωση των 

παιδιών του, ενώ η ρίζα του δέντρου θα µπορούσε να νοηθεί ως η µεγαλύτερη δυνατή οµάδα, 

καθώς περιέχει όλα τα στοιχεία προς οµαδοποίηση. 

 

      Προχωρώντας στη γενική περιγραφή του αλγορίθµου, αρχικά, κάθε σηµείο (αντικείµενο) 

του συνόλου δεδοµένων αποτελεί µια οµάδα. Σε κάθε βήµα, συνενώνονται οι δύο 

κοντινότερες οµάδες βάσει ενός µέτρου εγγύτητας που έχουµε επιλέξει. Η διαδικασία αυτή 

της συνένωσης των οµάδων επαναλαµβάνεται µέχρι, τελικά, να αποµείνει µία µόνο οµάδα. Η 

συνθετική µέθοδος οµαδοποίησης, µε τη µορφή ψευδοκώδικα, έχει ως εξής: 

 

Πίνακας 3.3: Ο Συνθετικός Αλγόριθµος Οµαδοποίησης. 

o Για το σύνολο δεδοµένων { }nsssS ,...,, 21= , υπολόγισε αρχικά ένα µέτρο της µεταξύ 

τους απόστασης ),( ji ssdist , για κάθε { }nji ,...,2,1, ∈ , ji ≠  και θεώρησε κάθε is  ως 

µια οµάδα icl . 

o Επανάλαβε τα ακόλουθα βήµατα: 

$ Συνένωσε τις δύο κοντινότερες οµάδες, δηλαδή τις οµάδες ji clcl , , για τις 

οποίες ισχύει  )],([min),(
, lk

lk
lkji clcldistclcldist
≠

= . 

$ Υπολόγισε τα µέτρα ),( ji clcldist  για όλες τις οµάδες (ανά δύο) που υπάρχουν 

 
           έως ότου αποµείνει µία µόνο οµάδα. 

 

 

      Εφόσον, τώρα, οι αποστάσεις µεταξύ των οµάδων επαναϋπολογίζονται µετά από κάθε 

συγχώνευση ανάµεσα σε δύο οµάδες, είναι φανερό ότι το υπολογιστικό κόστος του 

αλγορίθµου είναι πολύ µεγάλο, µε αποτέλεσµα να τον καθιστά εξαιρετικά αργό. 

Συγκεκριµένα, απαιτεί )log( 2 NNO  χρόνο για N  το πλήθος οµάδες (αντικείµενα) αρχικά 

και )( 2NO  χώρο. Παρά ταύτα, είναι ιδιαίτερα αποτελεσµατικός, όσον αφορά την 

οµαδοποίηση δεδοµένων, αφού γενικά παίρνει «σωστές» αποφάσεις συνένωσης οµάδων σε 

κάθε βήµα. Άµεση συνέπεια αυτού, είναι ο σχηµατισµός καλής ποιότητας οµάδων (δηλαδή 

οµάδων που ξεχωρίζουν µεταξύ τους). Τέλος, ένα σηµαντικό πλεονέκτηµα της µεθόδου είναι 
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ότι δεν επηρεάζεται από την ύπαρξη αντικειµένων µε πολύ διαφορετικά χαρακτηριστικά από 

τα υπόλοιπα (εµφάνιση outliers). 

3.5. Η Εφαρµογή του Συνθετικού Αλγόριθµου στο Πρόβληµα 

      Με τους συµβολισµούς που έχουµε µέχρι στιγµής εισαγάγει, και στην περίπτωση του 

συνθετικού αλγόριθµου, δεν ακολουθούµε τα ακριβή βήµατά του κατά την εφαρµογή του στο 

πρόβληµα που εξετάζουµε. Στην ουσία, το βήµα που αναθεωρούµε είναι αυτό της συνένωσης 

όλων των οµάδων (εδώ, υπακολουθιών µήκους k ) σε µία τελική που περιλαµβάνει όλες τις 

αρχικές. Οι επαναλήψεις του αλγορίθµου ολοκληρώνονται, όταν καταλήξουµε στον 

σχηµατισµό Nr /  οµάδων. Αυτό συµβαίνει και πάλι, γιατί θέλουµε να εντοπίσουµε την 

οµάδα που είναι όσο γίνεται πιο κοντά στο µοτίβο (από την άποψη της πληροφορίας που µας 

παρέχει για αυτό) και να δώσουµε τον πίνακα βάρους θέσης που την περιγράφει ως 

αρχικοποίηση στους αλγορίθµους µας. 

      Το µέτρο εγγύτητας (ή απόστασης) που χρησιµοποιούµε, τώρα, για τον υπολογισµό των 

αποστάσεων µεταξύ των οµάδων, βασίζεται στον υπολογισµό της λογαριθµικής 

πιθανοφάνειας της κάθε µίας που ορίζεται από τη σχέση 
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)ln(θη ,                                                                         (3.1) 

 

όπου µε jcl
rkη  συµβολίζουµε το πλήθος των εµφανίσεων του χαρακτήρα Aar ∈  στην −k στη 

θέση (για ),...,1 Kk =  σε όλες τις υπακολουθίες της οµάδας ,j  καθώς και της από κοινού 

λογαριθµικής πιθανοφάνειας όλων των οµάδων (ανά δύο µεταξύ τους) που ορίζεται ανάλογα  

µε τη σχέση (3.1) και συγκεκριµένα, ως 
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                                ∑∑
= =

∪∪ ⋅=
K

k
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1 1
)ln(θη .                                                                  (3.2) 

 

      Έτσι, η απόσταση που ορίζουµε µεταξύ δύο οµάδων δίνεται, σύµφωνα µε τις (4.1), (4.2), 

από τη σχέση 

                                          )()()(),( jqjqjq clcllcllcllclcld ∪−+= , ,jq ≠                        (3.3) 

 

και µάλιστα, ισχύει ότι 0),( ≥jq clcld . Η τελευταία ποσότητα είναι µη αρνητική, διότι ο όρος 

)( qcll  εξαρτάται αποκλειστικά από τις υπακολουθίες της οµάδας q . Μετά τη συνένωση, 

όµως, των οµάδων q  και j , όλες οι περιπτώσεις τους ανατίθενται στην καινούρια οµάδα, 

δηλαδή ισχύει ότι 

                                                          jqjq cl
rk

cl
rk

clcl
rk ηηη +=∪ .                                                     (3.4) 

      Ακόµα, ο πίνακας jq clcl ∪θ  που προκύπτει από τη συνένωση των ίδιων οµάδων και 

περιγράφει όλες τις υπακολουθίες που θα συµπεριλαµβάνει η νεοσυσταθείσα οµάδα, 

υπολογίζεται ως εξής 

                                                       
jq

clcl
clcl

clcl

jq
jq

+
+=∪ θθθ .                                                      (3.5) 

 

      Αξίζει να παρατηρήσουµε ότι στην περίπτωση της συνένωσης, σε κάποιο βήµα, δύο 

τυχαίων οµάδων q  και j , οι αποστάσεις που ο αλγόριθµος απαιτεί να επαναϋπολογίσουµε 

αφορούν µόνο τις δύο αυτές οµάδες. Συγκεκριµένα, πρόκειται για τις αποστάσεις ),,( tq clcld  

για qt ≠  και ),,( tj clcld  για ,jt ≠  όπου µε τον συµβολισµό tcl  αναφερόµαστε σε όλες τις 

υπαρκτές οµάδες υπακολουθιών του τρέχοντος βήµατος. Στο σηµείο αυτό, κρίνεται αναγκαίο 

να δοθεί µεγάλη προσοχή, γιατί ο αλγόριθµος είναι ούτως ή άλλως υπολογιστικά δαπανηρός 

(και συνεπώς αργός). Εποµένως, περιττοί υπολογισµοί θα τον επιβαρύνουν ακόµα 

περισσότερο. 

 

      Από τη στιγµή, τώρα, που σχηµατίζονται οι Nr /  οµάδες (και ο συνθετικός αλγόριθµος 

τερµατίζει), χρειαζόµαστε ένα κριτήριο επιλογής µιας οµάδας, η οποία θέλουµε να περιέχει 

όσο το δυνατόν µεγαλύτερη πληροφορία του µοτίβου. Υποθέτουµε, λοιπόν, ότι πρόκειται για 

την οµάδα εκείνη που οι υπακολουθίες της έχουν τα περισσότερα κοινά χαρακτηριστικά 
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µεταξύ τους (δηλαδή παρουσιάζουν τη µεγαλύτερη δυνατή συνοχή ή οµοιογένεια) σε σχέση 

µε αυτά των υπολοίπων (οι οποίες ανήκουν στο background και είναι αναµενόµενο να µην 

παρουσιάζουν και µεγάλη οµοιότητα µεταξύ τους). Τότε, η λύση στο πρόβληµα αυτό 

παρέχεται από το µέτρο της εντροπίας που ελαχιστοποιείται για µια τέτοια οµάδα και στην 

περίπτωσή µας, ορίζεται για την οµάδα i  ως 

                                                     ∑∑
= =
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logθθ ,  Nri /,...,1= .                            (3.6) 

 

      Ο πίνακας βάρους θέσης της τελευταίας οµάδας δίνεται ως αρχικοποίηση της παραµέτρου 

θ  στους αλγορίθµους που χρησιµοποιούµε για την ανακάλυψη του µοτίβου. Όπως θα 

διαπιστώσουµε και πειραµατικά στο 5ο κεφάλαιο, η αρχικοποίηση που παρέχεται από τον 

συνθετικό αλγόριθµο για την βασική παράµετρο του προβλήµατος, οδηγεί σε µια πολύ 

καλύτερη προσέγγιση του µοτίβου από µια µέθοδο (και κυρίως από τον ΕΜ), σε σχέση µε 

αυτήν που δίνει  χρησιµοποιώντας  τυχαία αρχικοποίηση για το ίδιο σύνολο δεδοµένων. 

      Τα βήµατα που ακολουθούνται για την εφαρµογή του συνθετικού αλγορίθµου 

περιγράφονται στον Πίνακα 3.4. 

 

Πίνακας 3.4: Ο Συνθετικός Αλγόριθµος για το Πρόβληµα. 

o Αρχικά, θεώρησε κάθε υπακολουθία iX  ως µια οµάδα, έστω icl , και υπολόγισε τον 

αντίστοιχο πίνακα βάρους θέσης iclθ ( ),...,2,1 ri = . 

o Υπολόγισε τις ποσότητες )( icll , )( ji clcll ∪  για κάθε jirji ≠∈ },,...,1{, , και µε 

βάση αυτές, τις αποστάσεις ),( ji clcld  για κάθε jirji ≠∈ },,...,1{, . 

o Συνένωσε τις οµάδες k  και ,l  για τις οποίες ισχύει )],([min),(
,...,1, ji

ji
rjilk clcldclcld

≠
=

= , 

σχηµατίζοντας τη νέα οµάδα k . 

o Επανάλαβε τα εξής βήµατα: 

$ Υπολόγισε τις ποσότητες )( kcll , )( jk clcll ∪  για κάθε υπαρκτή οµάδα kj ≠ , 

και µε βάση αυτές, τις νέες απαιτούµενες αποστάσεις ),( jk clcld  για κάθε 

kj ≠ . 

$ Συνένωσε τις οµάδες k  και ,l  για τις οποίες ισχύει 
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)],([min),(
,...,1, ji

ji
rjilk clcldclcld

≠
=

= , σχηµατίζοντας τη νέα οµάδα k  

   
έως ότου το πλήθος των οµάδων γίνει ίσος µε Nr / . 
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ΚΕΦΑΛΑΙΟ 4. ∆ΥΟ ΕΠΕΚΤΑΣΕΙΣ ΤΟΥ 
ΑΛΓΟΡΙΘΜΟΥ ΕΜ 

4.1 Μειονεκτήµατα του Αγορίθµου ΕΜ 

4.2 Ο Αλγόριθµος του Εκτεταµένου Πίνακα 

4.3 Ο Αλγόριθµος του Οριοθετούµενου Πίνακα 

 

 

4.1. Μειονεκτήµατα του Αλγορίθµου ΕΜ 

      Μέχρι στιγµής, έχουµε υποθέσει ότι οι παρατηρήσεις του συνόλου εκπαίδευσης, στο 

πρόβληµα που µελετούµε, είναι ανεξάρτητες µεταξύ τους. Κάτι τέτοιο, όµως, στην 

πραγµατικότητα δεν είναι αληθές. Πράγµατι, εφόσον το σύνολο αυτό περιλαµβάνει όλες τις 

δυνατές υπακολουθίες µήκους K , υπάρχουν µέσα σε αυτό επικαλύψεις κάθε υπακολουθίας, 

οι οποίες διαφέρουν µεταξύ τους από ένα µέχρι 1−K  σύµβολα. Για να γίνει αντιληπτός ο 

ισχυρισµός αυτός, µπορεί να ανατρέξει κανείς στο Σχήµα 4.1.  

 

      Σύµφωνα µε τα παραπάνω και γνωρίζοντας ότι ο αλγόριθµος ΕΜ παρουσιάζει το 

µειονέκτηµα της σύγκλισης σε κάποιο τοπικό µέγιστο της συνάρτησης Πιθανοφάνειας, είναι 

πολύ πιθανό αντί του πραγµατικού µοτίβου, να ανακαλύψει ένα τµήµα του. Για παράδειγµα, 

υποθέτουµε ότι το βέλτιστο µοτίβο µήκους 5 µέσα σε ένα σύνολο συµβολοσειρών µε 

χαρακτήρες από το αλφάβητο { }LYMGEBAA ,,,,,,=  είναι το ][MYBAGm = . Είναι πολύ 

πιθανό, λοιπόν, ο αλγόριθµος ΕΜ να δώσει ως µοτίβο την ακολουθία χαρακτήρων  

� LMYBA �. Όπως παρατηρούµε, σε αυτή την περίπτωση χάθηκε ένα πολύ σηµαντικό ποσοστό 

(20%) της πληροφορίας που αναζητούµε. Ασφαλώς, θα µπορούσε να χαθεί ακόµα 

µεγαλύτερο ποσοστό (π.χ. 80% που αντιστοιχεί στην εύρεση ενός µόνο χαρακτήρα του 
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πραγµατικού µοτίβου) και το αποτέλεσµα να µην είναι πια συµβατό µε την πραγµατικότητα 

(εφόσον οι υπόλοιποι 4 χαρακτήρες αντιστοιχούν σε θέσεις background).  

 

      Ένα ακόµα µειονέκτηµα είναι η µεγάλη επίδραση της αρχικοποίησης. Όπως έχει 

παρατηρηθεί και µπορεί εύκολα να εξηγηθεί, η εκτιµούµενη λύση του µοτίβου από τον ΕΜ 

είναι σχεδόν αδύνατο να αποκλίνει από τη λύση που δέχεται αρχικά ως είσοδο ο αλγόριθµος 

(δηλαδή από τον πίνακα θ  που παρέχεται ως αρχικοποίηση).  

 

       Το παραπάνω πρόβληµα είναι πιο έντονο στις περιπτώσεις, όπου το µοτίβο που 

ψάχνουµε περιέχει επαναλαµβανόµενους χαρακτήρες, π.χ. �BABABA�.�, �PAMEPAME�.� 

κλπ. Τότε αυτό που συµβαίνει είναι ότι η µέθοδος, εξαιτίας της υπόθεσης της ανεξαρτησίας 

των παρατηρήσεων, εκτιµά ότι περισσότερες της µιας συµβολοσειρές (παρατηρήσεις) που 

περιέχουν τµήµα του πραγµατικού επαναληπτικού µοτίβου είναι αντίγραφά του. Για 

παράδειγµα, έστω η συµβολοσειρά �.ABDCBABABABABACDCCB�.. που περιλαµβάνει 

το πραγµατικό µοτίβο 10 θέσεων �BABABABABA�. Κατά την κατάτµηση της 

συµβολοσειράς (σε υπακολουθίες µήκους 10), παίρνουµε τις εξής υπo-ακολουθίες που 

αποτελούν και τις παρατηρήσεις του προβλήµατος: 

 

 
 

 

�� 
X1=  ABDCBABABA 

X2=  BDCBABABAB 

X3=  DCBABABABA 

X4=  CBABABABAB 

X5=  BABABABABA 

X6=  ABABABABAC 

X7=  BABABABACD 

X8=  ABABABACDC 

X9=  BABABACDCC 

X10= ABABACDCCB 

�� 
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      Όπως είναι φανερό, οι X1, X2, X3, X4, X6, X7, X8, X9, X10 περιέχουν µεν ένα σηµαντικό 

ποσοστό της κρυµµένης πληροφορίας που αναζητούµε, αλλά η µέθοδος θα ήταν απόλυτα 

επιτυχής, εάν κατόρθωνε να ανιχνεύσει ως µοτίβο την υπακολουθία X5. Αξίζει να 

σηµειώσουµε ότι, µέσα στις προηγούµενες υπακολουθίες, το µοτίβο εµφανίζεται 

µετατοπισµένο κατά ένα πλήθος θέσεων είτε δεξιά είτε αριστερά.  

 

      Για τον λόγο αυτό, στο παρόν κεφάλαιο θα επιχειρήσουµε να εξαλείψουµε, όσο είναι 

δυνατόν, αυτή την αδυναµία του ΕΜ, εισάγοντας δύο παραλλαγές του. Οι µέθοδοι αυτές 

λαµβάνουν υπόψη τις επικαλύψεις των παρατηρήσεων και κατορθώνουν συχνά, όπως 

αποδεικνύεται πειραµατικά στο 5ο κεφάλαιο, να ανιχνεύσουν ένα µεγαλύτερο τµήµα του 

κρυµµένου µοτίβου και να υπερνικήσουν τον ΕΜ.  

 

      Πιο αναλυτικά, στην πρώτη µέθοδο χρησιµοποιούµε µια επέκταση του πίνακα θ  που 

περιγράφει το µοτίβο και συγκεκριµένα προσθέτουµε σε αυτόν 1−K  στήλες αριστερά και 

άλλες τόσες δεξιά του (Σχήµα 4.2). Εδώ, θα µπορούσε να θεωρηθεί ότι, κατά κάποιον τρόπο, 

ολισθαίνουµε κάθε υπακολουθία (παρατήρηση) που εξετάζουµε µέσα στον διευρυµένο 

πίνακα έτσι, ώστε να ανακαλύψουµε µια περιοχή µε συνεχόµενες θέσεις � στήλες του πίνακα 

(αν φυσικά υπάρχει) που να ταιριάζει βέλτιστα σε αυτό. Αυτό που προσπαθούµε να 

επιτύχουµε, µε τη συγκεκριµένη µέθοδο, είναι να µην υποπέσει ο αλγόριθµος ΕΜ στο 

«σφάλµα» του εντοπισµού µόνο ενός τµήµατος του µοτίβου (π.χ. 3 θέσεις από το µοτίβο και 

3 θέσεις που αντιστοιχούν στο background), αλλά να κατορθώσει να εντοπίσει όλα τα 

σύµβολα που το περιγράφουν.  

 

     Η δεύτερη µέθοδος είναι στην ουσία µία παραλλαγή της πρώτης. Εδώ, ο πίνακας θ  

είναι σταθερός ( K  θέσεων-στηλών), αλλά ενδέχεται µόνο ένα τµήµα του υπό εξέταση 

δεδοµένου (υπο-ακολουθίας) να καλύπτεται από αυτόν. Θα µπορούσαµε να ισχυριστούµε ότι 

µοιάζει σαν να ολισθαίνουµε τον πίνακα θ  πάνω στην υποακολουθία προκειµένου να βρούµε 

το µέγιστο δυνατό (µεταξύ τους) ταίριασµα (το µέγιστο πλήθος στηλών του και τις θέσεις 

του) είτε από δεξιά είτε από αριστερά, το οποίο αντιστοιχεί στο µέγιστο δυνατό τµήµα του 

µοτίβου. Για να είναι, βέβαια, κάτι τέτοιο εφικτό δεν αρκούν µόνο δύο είδη κατανοµών (µία 

για το µοτίβο και µία για το background), όπως θα διαπιστώσουµε στις ενότητες που 

ακολουθούν. 
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                                υπακολουθία 

                                        ↓  

→S    AGCTAAGGCATTATTACCTGAGGTAA 

Επικαλύψεις:    AGGCAT   ATTACC                           

                            GGCATT    TTACCT     

                               GCATTA   TACCTG      

                                  CATTAT   ACCTGA  

                                     ATTATT      

                                          TATTAC   

Σχήµα 4.1: Όλες οι δυνατές επικαλύψεις µιας υπακολουθίας µήκους 6 µε χαρακτήρες από το 

αλφάβητο Α={A,G,C,T}. 

4.2. Ο Αλγόριθµος του Εκτεταµένου Πίνακα 

      Με τις γνωστές υποθέσεις, θεωρούµε τώρα ότι το µοτίβο δεν περιγράφεται από έναν  

MxK  διάστασης πίνακα βάρους θέσης ][ jkθθ = , αλλά από έναν πίνακα ][
^^

jkθθ =  διάστασης 

)23( −KMx . Στον τελευταίο πίνακα, υποθέτουµε ότι το τµήµα του εκείνο που αντιστοιχεί 

στον πίνακα του αλγορίθµου ΕΜ βρίσκεται στο κέντρο του, δηλαδή παριστάνεται από τις 

στήλες 12,...,1, −+ KKK . Βέβαια, στη συνέχεια και µετά τη σύγκλιση του αλγορίθµου 

εκπαίδευσης, είναι δυνατό να βρεθεί ότι οι K  στήλες του πίνακα που περιγράφουν το µοτίβο 

δεν βρίσκονται στο κέντρο αλλά είναι µετατοπισµένες προς τα αριστερά ή δεξιά. Για 

πληρέστερη κατανόηση των παραπάνω, µπορεί κανείς να παρατηρήσει το Σχήµα 4.2. 
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             23...2|12...1|1...21 −−+− KKKKKK  



















=

|
|
|
|

|
|
|
|

...
2

1

^ θ
θ

Ma

a
a

 

              ← ----------------- ]...[ 21 Kmmm ------------------→  

Σχήµα 4.2: Η ολίσθηση του µοτίβου ]...[ 21 Kmmm  στον πίνακα 
^
θ  διάστασης )23( −KMx . 

 

      Ο λόγος, για τον οποίο χρησιµοποιούµε έναν πίνακα µε σχεδόν τριπλάσιο πλήθος στηλών, 

οφείλεται στην προσπάθειά µας να εντοπίσουµε όσο το δυνατόν περισσότερες θέσεις του 

πραγµατικού µοτίβου. Συγκεκριµένα, στην περίπτωση που από τον πίνακα θ  υπολείπονται 

κάποιες θέσεις του µοτίβου είτε αριστερά είτε δεξιά, υποθέτουµε ότι αυτές έχουν 

µετακινηθεί, αντίστοιχα, είτε µέσα στις πρώτες 1−K  στήλες του καινούριου πίνακα 
^
θ  είτε 

στις τελευταίες 1−K  στήλες του. Πρόκειται, λοιπόν, για µια ολίσθηση του µοτίβου µέσα 

στον 
^
θ  έτσι, ώστε να εντοπίσει τη διαδοχική −K άδα στηλών που του αντιστοιχεί. 

 

      Μια σηµαντική παρατήρηση, που πρέπει να τονιστεί ιδιαίτερα, είναι ότι µέσω του 

εκτεταµένου πίνακα  πετυχαίνουµε έµµεσα την εισαγωγή της χωρικής πληροφορίας στο 

µοντέλο περιγραφής του µοτίβου, καθώς επιτρέπουµε την ολίσθηση κάθε παρατηρούµενης 

υποακολουθίας µέσα στον διευρυµένο πίνακα µε σκοπό να πετύχουµε βέλτιστο ταίριασµα. 

Στην ουσία, είναι σαν να έχουµε (έµµεσα) εφαρµόσει χωρικούς τελεστές για να ανιχνεύσουµε 

όσο το δυνατόν µεγαλύτερο τµήµα του µοτίβου και στην ιδανική περίπτωση, όλο το µοτίβο. 

 

      Τα πειράµατα που πραγµατοποιήσαµε απέδειξαν ότι δεν αποκλείεται µέσα στον συνήθη 

πίνακα θ  του ΕΜ να έχει εµφανιστεί ακόµα και µία µόνο θέση του πραγµατικού µοτίβου και 

συγκεκριµένα, είτε η τελευταία του θέση στην 1η στήλη του θ  είτε η πρώτη του θέση στην 

τελευταία στήλη του ίδιου πίνακα. Τότε, στη µεν πρώτη περίπτωση τα υπόλοιπα γράµµατα 

του µοτίβου ενδέχεται να βρεθούν µέσα στις πρώτες 1−K  στήλες του 
^
θ , στη δε δεύτερη 

µέσα στις 1−K  τελευταίες στήλες του ίδιου πίνακα.     
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       Για παράδειγµα, έστω ότι ο κλασικός αλγόριθµος ΕΜ επιστρέφει, µέσω του τελικού 

πίνακα θ  το µοτίβο � RAHME � (δηλαδή, εδώ, είναι 5=K ), ενώ το βέλτιστο είναι  

� HMERA�. Τότε, λαµβάνοντας το µέγιστο στοιχείο της 10ης και 11ης στήλης του 
^
θ , 

αναµένουµε αυτές να αντιστοιχούν στα γράµµατα R και A αντίστοιχα, δηλαδή σε αυτά που 

δεν βρήκε ο ΕΜ (Σχήµα 4.3), καθώς εδώ έχει πραγµατοποιηθεί µια ολίσθηση του µοτίβου 

κατά 2 θέσεις δεξιά µέσα στον πίνακα 
^
θ . Άρα, αυτό εντοπίζεται µέσα στον πίνακα µεταξύ 

των στηλών 7 ( = ( 1−K ) + 2) και 11 ( = K  + ( 1−K ) + 2 ). 

 

                                     1      2     3      4     5     6    7     8      9    10   11  12   13  

                       



























=

001.9.09.1.006.1.17.1.4.
4.001.03.7.04.02.12.1.15.
2.5.1.006.00017.038.1.13.
2.1.0007.08.1.04.12.222.
1.1.0.064.1.0013.2.18.2.07.
1.3.8.011.1.2.5.1.1.03.3.03.

^

R
M
J
H
E
A

θ  

                                    MJAREMHARHJAR  

                                                                                ↑                          ↑  

                                                                      θέση έναρξης           θέση λήξης µοτίβου                

Σχήµα 4.3: Ο πίνακας αναπαράστασης του µοτίβου � HMERA� στην 1η επέκταση του 

αλγορίθµου ΕΜ. 

 

      Σύµφωνα µε όσα αναφέρθηκαν προηγουµένως, µπορεί να φανταστεί κανείς ότι ο πίνακας 
^
θ  περιέχει 12 −K  δυνατές θέσεις έναρξης του µοτίβου, αφού αυτό µπορεί να ξεκινήσει από 

την 1η στήλη του (και να εµφανίζεται στις πρώτες K  στήλες του) µέχρι και την ( 12 −K )η  

(και να εµφανίζεται από την  ( 12 −K )η  έως την ( 23 −K )η  ). Ανάλογα, βέβαια, µε το ποιες 

είναι οι K  διαδοχικές στήλες που αποτελούν τις θέσεις µοτίβου, οι υπόλοιπες 22 −K  στήλες 

του αντιπροσωπεύουν θέσεις background µέσα στις συµβολοσειρές.  
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      Συµβολίζουµε, τώρα, µε  j

^
θ  τον MxK  πίνακα που περιλαµβάνει τις στήλες του 

^
θ  από 

την −j στη µέχρι την −−+ )1( Kj στη, όπως αυτός ορίστηκε στον αλγόριθµο ΕΜ. Τότε, 

στον πίνακα 4.1, παρουσιάζεται αναλυτικά για κάθε στήλη του 
^
θ  σε πόσους και σε ποιους 

συγκεκριµένα από τους MxK  πίνακες 
12

1

^ −

=







K

j
jθ  ενδέχεται να εµφανιστεί (ως µία από τις 

θέσεις του µοτίβου).  

 

 

 

Πίνακας 4.1: Συµµετοχή κάθε Στήλης του )23( −KMx  Πίνακα 
^
θ  για την Αναπαράσταση του 

Μοτίβου. 

Στήλη { }23,..,1 −∈ Kk  

του 
^
θ  

Πιθανοί πίνακες εµφάνισης ,
^

jθ  

{ }12,...,2,1 −∈ Kj  

Συνολικός αριθµός δυνατών  

εµφανίσεων 

1 ,
^

jθ  1=j  1 

2 
j

^
θ , 2,1=j  2 

� � � 

1−K  
j

^
θ , 1,...,2,1 −= Kj  1−K  

K  
j

^
θ , Kj ,...,2,1=  K  

1+K  
j

^
θ , 1,...,3,2 += Kj  K  

� � � 

12 −K  
j

^
θ , 12,...,1, −+= KKKj  K  

K2  
j

^
θ , 12,...,1 −+= KKj  1−K  

12 +K  
j

^
θ , 12,...,2 −+= KKj  2−K  

� � � 

23 −K  
j

^
θ , 12 −= Kj  1 



 

 

60

60

 

 

Πίνακας 4.2: Συνοπτική Περιγραφή του Πίνακα 4.1. 

Στήλη { }23,..,1 −∈ Kk  

του 
^
θ  

Πιθανοί πίνακες εµφάνισης 
12

1

^ −

=







K

j
jθ  

Συνολικός αριθµός δυνατών  

εµφανίσεων 

1:1 −= Kk  kj :1=  k  

12: −= KKk  kKkj :1+−=  K  

23:2 −= KKk  12:1 −+−= KKkj  13 −− kK  

 

 

     Οι παραπάνω Πίνακες δηλώνουν ότι ο πίνακας 
^
θ  «κρύβει» 12 −K  διαφορετικές 

κατανοµές που ακολουθούν οι υπακολουθίες iX  που είναι µοτίβο, καθώς και εκείνες που 

περιλαµβάνουν ένα τµήµα του (από µία µέχρι 1−K  θέσεις του). Έτσι, υποθέτουµε την 

ύπαρξη µίας «κρυµµένης» µεταβλητής iZ  για κάθε υπακολουθία iX  τέτοια, ώστε να ισχύει 

jZi = , εάν η iX  ακολουθεί την κατανοµή j

^
θ , { }12,...,2,1 −∈ Kj  (του µοτίβου), και 

,2KZi =  αν η iX  ανήκει στο background. Με άλλα λόγια, η κρυµµένη µεταβλητή 

προσδιορίζει το µέγεθος της ολίσθησης του πίνακα πάνω στην υποακολουθία, ενώ αν η τιµή 

της είναι 2 K , τότε δεν υπάρχει ολίσθηση. Έτσι, για το σύνολο των παρατηρήσεων { } r
iiX 1= , η 

λύση του προβλήµατος που εξετάζουµε δίδεται από τα ζεύγη { } r
iii ZX 1, = . Μη γνωρίζοντας, 

όµως, την τιµή των µεταβλητών iZ  και αφού το εν λόγω µοντέλο αποτελείται από K2 το 

πλήθος κατανοµές, υποθέτουµε ότι ένα δείγµα iX  ακολουθεί την κατανοµή του µοτίβου j

^
θ  

µε µία εκ των προτέρων πιθανότητα ),( jZP ij ==π  { }12,...,2,1 −∈ Kj , και την κατανοµή 

του background µε µία εκ των προτέρων πιθανότητα )2(1
12

1
2 KZP i

K

j
jK ==−= ∑

−

=

ππ . 

Συνεπώς, τώρα, το σύνολο των παραµέτρων του µοντέλου είναι το },,,{
^ →

=Ψ bπθ  όπου 

],...,,[ 221 Kππππ =
→

 και b  το γνωστό διάνυσµα (από τον ΕΜ) που αφορά την κατανοµή 

background για καθένα από τα σύµβολα του αλφάβητου. Ακόµα, συµβολίζουµε µε 



 

 

61

61

}.,{
^

bθ=Θ  Προφανώς, σε αυτή την περίπτωση, η συνάρτηση πιθανότητας για κάθε δείγµα 

iX  ),...,2,1( ri = , υπολογίζεται από το µικτό µοντέλο  

                              )|()1()|()|(
12

1

12

1

^
bXXXf i

K

j
j

K

j
iji ρπθρπ ⋅−+⋅=Ψ ∑∑

−

=

−

=

.                          (4.1) 

 

     Και πάλι, υποθέτουµε ότι οι θέσεις σε κάθε υπακολουθία είναι ανεξάρτητες µεταξύ τους, 

οπότε οι συναρτήσεις κατανοµής για την κατανοµή του µοτίβου και του background είναι 

αντίστοιχα 

       )|(
^
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και 
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,                   (4.3)                      

όπου µε δ  συµβολίζουµε τη δείκτρια συνάρτηση   .
,0

,1
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


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      Σε αυτή την περίπτωση, θέλουµε να µεγιστοποιήσουµε τη λογαριθµική συνάρτηση 

(πιθανοφάνειας) 
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      Αν συµβολίσουµε, τώρα, µε ),|()|( Θ==ΘΦ jZXPX iiij , { }Kj 2,...,2,1∈ , τότε όπως 

και στο Expectation � βήµα του ΕM, ο αλγόριθµος υπολογίζει τις εκ των υστέρων 

πιθανότητες 
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καθώς, εδώ, υπάρχουν K2  κατανοµές που µπορούν να ακολουθούν οι παρατηρήσεις µας.   

    

      Έτσι, η µέση (πλήρης) λογαριθµική πιθανοφάνεια, δίδεται από τη σχέση  
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      Συνεχίζοντας όπως και στο Maximization-βήµα του EM, ο αλγόριθµος υπολογίζει µε 

βάση την παραπάνω σχέση για την Q , τις νέες παραµέτρους 






=Ψ = bK

jj ,,)(
^

2
1 θπ , τις οποίες 

και χρησιµοποιεί στην επόµενη επανάληψη. Συγκεκριµένα, έχουµε ένα πρόβληµα 

µεγιστοποίησης µε περιορισµούς που προκύπτουν εξαιτίας της στοχαστικής φύσης των 

µεταβλητών του προβλήµατος. Στην προκειµένη περίπτωση, οι νέες εκ των προτέρων 

πιθανότητες υπολογίζονται από τους τύπους 
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οι οποίοι προκύπτουν χρησιµοποιώντας τη σχέση  
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      Χρησιµοποιώντας, στη συνέχεια, τον δεύτερο όρο (έστω )ΦQ  του αθροίσµατος της 

σχέσης (4.6), θέτουµε bQQQ +=Φ ^
θ

, όπου 
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      Για να υπολογίσουµε τον πίνακα )23(
^^

][ −ℜ∈= KMx
lmθθ  του επόµενου βήµατος, 

λαµβάνουµε υπόψη τους περιορισµούς 1
1

^
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=

M

l
lmθ , για 23,...,2,1 −= Km . Επιπλέον, θέτουµε 

,1−+= kjm  οπότε 1+−= jmk . Θεωρούµε, τώρα, τους πολλαπλασιαστές Lagrange  mλ , 

Km ,...,2,1= . Παραγωγίζοντας ως προς  lm

^
θ  και θέτοντας ίση µε µηδέν τη συνάρτηση  
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Παρόµοια, προκύπτει ότι 
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      Για τον υπολογισµό, τώρα, του νέου διανύσµατος b , θεωρούµε τον πολλαπλασιαστή 

Lagrange λ  (λόγω του περιορισµού ∑
=

=
M

l
lb

1
1). Παραγωγίζοντας, λοιπόν, ως προς  lb  (και 

θέτοντας ίση µε µηδέν) τη συνάρτηση 
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και λαµβάνοντας υπόψη ότι  KaX
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),(δ , το νέο διάνυσµα b υπολογίζεται από τις 

σχέσεις 
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      Συνοψίζοντας τα παραπάνω αποτελέσµατα, η µέθοδος του Εκτεταµένου πίνακα 

(Extended array) για το πρόβληµα που εξετάζουµε, είναι η ακόλουθη: 

 

Πίνακας 4.3: Ο Αλγόριθµος του Εκτεταµένου πίνακα (Extended Array). 

" Αρχικά:  Θεώρησε τυχαίες τιµές για τις παραµέτρους )(πΨ . 

" Επανάλαβε τα παρακάτω 

$ Expectation � βήµα: Υπολόγισε τις εκ των υστέρων πιθανότητες 
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$ Maximization � βήµα: Εκτίµησε τις νέες παραµέτρους ),(maxarg )()( πν ΨΨ=Ψ
Ψ

Q , 

        όπου 
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       όσο  ισχύει   επν +ΨΨ>ΨΨ ),(),( )()( QQ , όπου 0>ε . 

 

 

      Συγκεκριµένα, αφού ληφθούν, µετά από κάποιο πλήθος επαναλήψεων των δύο βασικών 

βηµάτων του αλγορίθµου, οι τελικές παράµετροι, αναζητούµε µέσα στον πίνακα 
^
θ  το 
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µέγιστο στοιχείο κάθε στήλης του ( ) 23
1max −

=
K

ii . Κατόπιν, ορίζουµε τις ποσότητες ( ) 12

1

−

=

K

jjs , 

όπου ∑
−+

=
=

1

max
Kj

ji
ijs , και βρίσκοντας τη µέγιστη )(max

12,...,1 jKjt ss
−=

=  από αυτές, θεωρούµε ότι 

το µοτίβο αντιστοιχεί στην −t στη από τις 12 −K  δυνατές κατανοµές (δηλαδή στη )tΦ . 

Συνεπώς, τα σύµβολα από τα οποία σχηµατίζεται το µοτίβο εξάγονται, όπως και στον ΕΜ, 

από τη γραµµή τουMxK  πίνακα t

^
θ  στην οποία αντιστοιχεί το µέγιστο στοιχείο κάθε στήλης 

του. Τέλος, οι υπακολουθίες που θεωρούνται ως αντίγραφα του µοτίβου λαµβάνονται από τις 

µέγιστες εκ των υστέρων πιθανότητες του Expectation � βήµατος, οι οποίες αντιστοιχούν 

στην −t στη κατανοµή.  

4.3. Ο Αλγόριθµος του Οριοθετούµενου Πίνακα 

      Σε αυτή τη δεύτερη προσέγγιση, ο πίνακας αναπαράστασης θ  του µοτίβου εξακολουθεί 

(όπως στον ΕΜ)  να έχει διάσταση MxK . Όπως και στην πρώτη παραλλαγή του, υποθέτουµε 

µε το ίδιο σκεπτικό ότι υπάρχουν 12 −K  δυνατές κατανοµές, τις οποίες ενδέχεται να 

ακολουθούν οι υπακολουθίες που αποτελούν το µοτίβο. Παρ� όλ� αυτά, η προσέγγιση αυτή 

υποθέτει ότι µόνο ένα τµήµα του πραγµατικού µοτίβου µπορεί να περιγράφεται από τον 

πίνακα πιθανοτήτων. Το ερώτηµα, βέβαια, που προκύπτει είναι πώς θα επιλέξουµε αυτό το 

τµήµα του θ  και σε ποιο κοµµάτι του µοτίβου ταιριάζει καλύτερα (ισοδύναµα ποια από τις 

12 −K  κατανοµές αντιστοιχεί στο µοτίβο). Για να απαντηθεί κάτι τέτοιο, επιβάλλεται πρώτα 

να δώσουµε κάποιες διευκρινίσεις για τις κατανοµές αυτές.  

 

      Εδώ, θεωρούµε ότι η µεταβλητή j  ( { }Kj ,...,2,1∈ ) αντιστοιχεί στο πλήθος των 

τελευταίων θέσεων µιας υπακολουθίας ( )
Kiiii XXXX ,...,,

21
= , οι οποίες αποτελούν θέσεις 

µοτίβου ( j  πρώτες στήλες του )θ , ενώ οι πρώτες jK −  θέσεις του ανήκουν στο background 

(το ίδιο ισχύει και για τις jK −  τελευταίες στήλες του θ ). Παρόµοια, για 

{ }12,...,1 −+∈ KKj , ισχυριζόµαστε ότι οι jK −2  πρώτες θέσεις της iX  είναι θέσεις 

µοτίβου (και εµφανίζονται στις jK −2  τελευταίες στήλες του θ ) και οι υπόλοιπες Kj −  

αντιστοιχούν σε θέσεις background (πρώτες Kj −  στήλες του θ ). Η µέθοδος αυτή και οι 

τύποι που θα προκύψουν για το σύνολο των παραµέτρων της αναπαριστούν µία νοητή 
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ολίσθηση του MxK  πίνακα ]...[ 21 Kθθθθ = (όπου iθ  η −i στη στήλη του θ ), από δεξιά προς 

τα αριστερά, πάνω στο µοτίβο, όπως φαίνεται στο σχήµα 4.4. Επειδή η σύλληψη της 

παραπάνω υπόθεσης είναι φυσικό να µην καταστεί σαφής µε βάση την προηγούµενη 

περιγραφή, ακολουθεί και ένα συγκεκριµένο παράδειγµα, µετά την γενική περιγραφή που 

παρέχεται µέσω του σχήµατος.  

 

    :1=j                                    |                           ]...[ 21 Kθθθ          

     �                                        |                            ←            | 

    :Kj =                                  |            ]...[ 21 Kθθθ             | 

                                                 |            ]...[ 21 Kmmm             | 

    :1+= Kj                             |        ]...[ 21 Kθθθ                 | 

     �                                        |        ←                                 |  

    :12 −= Kj                           ]...[ 21 Kθθθ                             | 

 

    :1=j                                                             ←   RAHME       

                              µοτίβο :                            HMERA     

                                                                      ←      RAHME  

                              µοτίβο :                            HMERA     

    ...                                                              ...    

   :Kj =                                                ←    RAHME          

                              µοτίβο :                           HMERA  

    ...                                                              ...    

   :12 −= Kj                                                 HMERA       

                              µοτίβο :                RAHME                         

Σχήµα 4.4: Η ολίσθηση του MxK  πίνακα ]...[ 21 Kθθθθ =  πάνω στο µοτίβο ]...[ 21 Kmmm . 

      Όπως και στην προηγούµενη µέθοδο, για Kj 2= , η iX  ανήκει στο background. Έτσι, 

για το σύνολο των παραµέτρων 






=Ψ

→
b,,θπ  µε { }b,θ=Θ , (το ( )K21 ,...,πππ =  εκφράζει 

ό,τι και στην προηγούµενη µέθοδο) ορίζουµε τις συναρτήσεις πιθανότητας 
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      Και εδώ, υπάρχει µία κρυµµένη µεταβλητή iZ  για κάθε iX  που φανερώνει την κατανοµή 

που ακολουθεί ή αλλιώς περιγράφει το πλήθος των θέσεων ολίσθησης του πίνακα πάνω στην 

υπό εξέταση υπακολουθία (για iZ = K2  σηµαίνει ότι δεν θα υπάρξει ολίσθηση). Στον πίνακα 

4.4, µπορεί να διακρίνει κανείς σε ποιες και σε πόσες από τις διαφορετικές κατανοµές είναι 

δυνατόν να συµµετέχει κάθε στήλη του πίνακα θ . 

 

Πίνακας 4.4: Οι Στήλες του Πίνακα Αναπαράστασης του Μοτίβου και η Συµµετοχή τους στις 

Κατανοµές που Περιλαµβάνουν Θέσεις Μοτίβου. 

Στήλη j  του θ  ),...,1( Kj =  Κατανοµές συµµετοχής )12,...,1( −K  Πλήθος κατανοµών 

1 K:1  K  

2 1:2 +K  K  

3 2:3 +K  K  

� � � 

1−K  22:1 −− KK  K  

K  12: −KK  K  

 

       Εφόσον, λοιπόν, ολισθαίνουµε τον πίνακα πάνω σε κάθε υπακολουθία, από αριστερά 

προς τα δεξιά, αναζητώντας το βέλτιστο ταίριασµα µε αυτήν, για j = 1 η πρώτη θέση � στήλη 

του θ  ελέγχεται αν συµπίπτει µε το τελευταίο σύµβολο της υπακολουθίας. Ανάλογα, για 

j =2 εξετάζεται αν οι δύο πρώτες θέσεις του θ  ταυτίζονται (και σε πόσες το πλήθος θέσεις) 

µε τα δύο τελευταία σύµβολα της υπακολουθίας κ.ο.κ. Τώρα, για j = K  γίνεται έλεγχος για 

το πλήθος των σύµβόλων που είναι κοινά µεταξύ του πίνακα και της υπακολουθίας. 

Συνεχίζοντας τη µετακίνηση του µοτίβου προς τα αριστερά, για j = K +1 εξετάζεται κατά 
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πόσες θέσεις ταυτίζονται οι θέσεις 2 έως K  του θ  µε τις 1−K  πρώτες θέσεις (σύµβολα) της 

υπακολουθίας, για j = K + 2 ελέγχεται το πλήθος των κοινών θέσεων µεταξύ των στηλών � 

θέσεων 3 έως K  του θ  µε τις K - 2  πρώτες θέσεις της υπακολουθίας, ... , για  j = 2 1−K  

εξετάζεται εάν η τελευταία ( K - στη) θέση του πίνακα συµπίπτει µε το πρώτο σύµβολο της 

υπακολουθίας. Όπως αντιλαµβάνεται κανείς, από την τελευταία περιγραφή, κάθε στήλη του 

πίνακα θ  συµµετέχει σε K  το πλήθος διαφορετικές κατανοµές από τις  2 1−K  δυνατές και 

αυτές αναγράφονται συγκεκριµένα για κάθε στήλη του στη 2η στήλη του Πίνακα 4.4.  

 

       Και αυτή η µέθοδος, στοχεύει στη µεγιστοποίηση της λογαριθµικής συνάρτησης 

Πιθανοφάνειας (µε την προϋπόθεση ότι οι υπακολουθίες είναι µεταξύ τους ανεξάρτητες) 
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      Έχοντας στη διάθεσή µας κάποιες αρχικές τιµές για τις παραµέτρους και θέτοντας 

)|(),|( ΘΦ=Θ iji XjXρ , 12,...,1 −= Kj  και )|()|( 2 ΘΦ= iKi XbXρ  σε κάθε επανάληψη 

του αλγορίθµου,  υπολογίζουµε τις εκ των υστέρων πιθανότητες       
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και µεγιστοποιώντας τη µέση λογαριθµική πιθανοφάνεια 
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χρησιµοποιώντας τις συνθήκες ,1,1,1
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Ml ,...,1= . 

       

      Η σχέση (4.21) προέκυψε από το γεγονός ότι κάθε µία από τις κατανοµές 

{ }KKKjj 2,...,1,1,...1, +−∈Φ , αφορά υπακολουθίες, οι οποίες περιλαµβάνουν και ένα 

πλήθος θέσεων background (από µία µέχρι )1−K . Έτσι, ο αλγόριθµος έχει, τώρα, ως εξής 

 

Πίνακας 4.5: Ο Αλγόριθµος του Οριοθετούµενου Πίνακα (Bounded Array). 

" Αρχικά:  Θεώρησε τυχαίες τιµές για τις παραµέτρους )(πΨ . 

" Επανάλαβε τα παρακάτω 

$ Expectation � βήµα: Υπολόγισε τις εκ των υστέρων πιθανότητες 
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$ Maximization � βήµα: Εκτίµησε τις νέες παραµέτρους ),(maxarg )()( πν ΨΨ=Ψ
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       όσο  ισχύει   επν +ΨΨ>ΨΨ ),(),( )()( QQ , όπου 0>ε . 

 

 

      Όταν ολοκληρωθούν οι επαναλήψεις του αλγορίθµου και λάβουµε τις τελικές τιµές των 

παραµέτρων, για να συµπεράνουµε ποιες θέσεις από τον πίνακα θ  αντιστοιχούν σε θέσεις 

µοτίβου, ενεργούµε ως εξής. Υπολογίζουµε το µέγιστο στοιχείο ( )K
ii 1max =  κάθε στήλης του θ  

και στη συνέχεια, βρίσκουµε για ποιες στήλες (για ποια { } ),...,1 Ki ∈  ισχύει η συνθήκη   

4.0max ≥i . Στη συνέχεια, κρατάµε την πρώτη και την τελευταία από τις θέσεις αυτές, οι 

οποίες αντιστοιχούν στην πρώτη και την τελευταία στήλη του θ  που αντιστοιχούν σε θέσεις 

µοτίβου. Έτσι, ανάλογα µε το πλήθος των θέσεων µοτίβου που ανακαλύφθηκαν, καθώς και 

τη θέση τους µέσα στον θ , επιλέγουµε και την κατανοµή από την οποία θα εξάγουµε τις 

υπακολουθίες που αποτελούν µοτίβο και πάλι, µε βάση τις εκ των υστέρων πιθανότητες 

(όπως δηλαδή στον ΕΜ και στην πρώτη εναλλακτική µορφή του). Για να γίνει κατανοητό 
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πώς ακριβώς γίνεται η επιλογή της κατανοµής, παρατίθεται ακολούθως ένα γενικό 

παράδειγµα που περιλαµβάνει όλες τις δυνατές περιπτώσεις κατανοµών (για το µοτίβο).  

 

      Μια περίπτωση είναι αυτή, όπου οι στήλες του θ  που ικανοποιούν τον περιορισµό 

4.0max ≥i  εκτείνονται από την 1η µέχρι την −t στη, δηλαδή { }1,...,1 −∈ Kt . Τότε, ως 

κατανοµή του µοτίβου επιλέγεται η tΦ . 

      Αν, τώρα, οι ζητούµενες στήλες του θ  είναι η −t στη (για )1>t  µέχρι την −K στη, 

επιλέγουµε τη 1−+Φ tK  ως την κατανοµή που αντιστοιχεί στο µοτίβο.  

      Ασφαλώς, αν οι ζητούµενες θέσεις αντιστοιχούν στις στήλες 1 έως K  του θ , τότε ο 

πίνακας θ  αναπαριστά ολόκληρο το µοτίβο και η ζητούµενη κατανοµή είναι η KΦ . 

      Τέλος, εάν οι στήλες που µας ενδιαφέρουν µέσα στον θ  είναι από την −1t στη έως την 

−2t στη µε Ktt <≤< 211 , ανάλογα µε το ποιο στοιχείο από τα 
21

max,max tt  είναι το 

µεγαλύτερο, επιλέγουµε είτε την κατανοµή 11−+Φ tK  ή τη 
2t

Φ  αντίστοιχα.  
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ΚΕΦΑΛΑΙΟ 5. ΠΕΙΡΑΜΑΤΙΚΗ ΜΕΛΕΤΗ ΤΟΥ 
ΠΡΟΒΛΗΜΑΤΟΣ ΕΝΤΟΠΙΣΜΟΥ ΜΟΤΙΒΩΝ ΣΕ 

ΣΥΜΒΟΛΟΣΕΙΡΕΣ 

5.1 Πειραµατική ∆ιαδικασία 

5.2 Γραφικές Παραστάσεις 

5.3 Πειραµατική Μελέτη σε Πραγµατικά ∆εδοµένα 

 

 

5.1. Πειραµατική ∆ιαδικασία 

      Η πειραµατική µελέτη των αλγορίθµων που περιγράψαµε στις προηγούµενες ενότητες 

διεξήχθη τόσο σε πειραµατικά περιβάλλοντα µε τεχνητά δεδοµένα όσο και σε πραγµατικά 

δεδοµένα. Στόχος αυτής της διαδικασίας είναι να µετρήσουµε τις επιδόσεις των µεθόδων και 

να διαπιστώσουµε κατά πόσο οι ήδη υπάρχουσες, καθώς και οι προτεινόµενες µπορούν να 

προσφέρουν βέλτιστες λύσεις στο πρόβληµα του εντοπισµού µοτίβων σε συµβολοσειρές. 

 

      Καταρχήν, για τη δηµιουργία των τεχνητών δεδοµένων ακολουθήσαµε την παρακάτω 

διαδικασία. Κατασκευάσαµε αλυσίδες συµβόλων, µεταβλητού µήκους (ογδόντα (80) έως 

εκατό (100) συµβόλων), από ένα καθορισµένο αλφάβητο A , µε οµοιόµορφο τρόπο. 

Συγκεκριµένα, για κάθε θέση τους, επιλέγεται, µε τυχαίο τρόπο ένα από τα σύµβολα του A . 

∆οθέντος, τώρα, ενός µοτίβου συγκεκριµένου µήκους K  (µε χαρακτήρες από το A ), 

τοποθετήσαµε σε µία ορισµένη θέση κάθε συµβολοσειράς (η οποία επιλέχθηκε τυχαία, 

λαµβάνοντας υπόψη το µήκος της) ένα µεταλλαγµένο αντίγραφό του, µε βάση µια 

πιθανότητα µετάλλαξης ]1,0[∈mutp . Έτσι, µε βάση τα «µεταλλαγµένα» µοτίβα που 

εισήχθηκαν µέσα στις ακολουθίες, υπολογίσαµε τον πραγµατικό πίνακα βάρους θέσης του 
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µοτίβου trueθ . Στη συνέχεια, κρατώντας τη θέση κάθε αλυσίδας, όπου τοποθετήθηκε το 

µοτίβο, δηµιουργήσαµε από το σύνολο όλων των συµβολοσειρών, όλες τις δυνατές 

υπακολουθίες { }rXXXX ,...,, 21=  µήκους K  που προκύπτουν από αυτές. Το σύνολο 

X είναι αυτό που χρησιµοποιήθηκε ως το σύνολο εκπαίδευσης του προβλήµατος και µε βάση 

το οποίο, οι µέθοδοι που εφαρµόσαµε προσπάθησαν να προσδιορίσουν το κρυµµένο µοτίβο. 

 

      Συγκεκριµένα, σε κάθε τέτοιο σύνολο εφαρµόσαµε, αρχικά, τον συνθετικό αλγόριθµο 

οµαδοποίησης (Agglomerative), προκειµένου να λάβουµε µια καλή αρχικοποίηση της 

παραµέτρου που µας ενδιαφέρει (δηλαδή του πίνακα βάρους θέσης θ  του µοτίβου) και 

αρχικοποιήσαµε µε τυχαίο τρόπο τις υπόλοιπες παραµέτρους. Αυτές, λοιπόν, δόθηκαν ως 

είσοδοι στους αλγορίθµους ΕΜ, Εκτεταµένου και Οριοθετούµενου πίνακα (όπως 

περιγράφηκαν στο 4ο κεφάλαιο) και στον αλγόριθµο ∆ειγµατοληψίας του Gibbs (Gibbs 

Sampling). Έπειτα, γνωρίζοντας ότι ο αλγόριθµος των Κ-κέντρων (K-means) δεν παράγει 

πάντα µια καλή αρχικοποίηση για τον θ , τον εφαρµόσαµε στο ίδιο σύνολο δεδοµένων X  

είκοσι φορές και δώσαµε την καλύτερη δυνατή αρχικοποίηση από αυτές (κατόπιν 

συγκρίσεώς της µε τον trueθ ) για την παράµετρο ενδιαφέροντος. Οι υπόλοιπες παράµετροι 

αρχικοποιήθηκαν, και πάλι, τυχαία και όλο το σύνολο των παραµέτρων δόθηκε ως είσοδος 

στους ίδιους αλγορίθµους (ΕΜ, Extended Array, Bounded Array και Gibbs Sampling).   

 

      Βασικός στόχος των παραπάνω πειραµάτων είναι, προφανώς, η σύγκριση µεταξύ των δύο 

αλγορίθµων οµαδοποίησης, όσον αφορά την αρχικοποίηση που παράγουν και ασφαλώς, 

µεταξύ των τεσσάρων µεθόδων που αποσκοπούν στην ανίχνευση των αντιγράφων του 

µοτίβου µέσα στις συµβολοσειρές. 

 

      Προκειµένου, τώρα, να µελετήσουµε τις επιδόσεις των αλγορίθµων, χρησιµοποιήσαµε 

τρία είδη µέτρων και συγκεκριµένα, τις ποσότητες θ∆ , Sn  και Sp . Οι δύο τελευταίες 

αφορούν τα ποσοστά επιτυχίας των αλγορίθµων ως προς τον εντοπισµό των αντιγράφων του 

µοτίβου µέσα στις αλυσίδες.  

 

     Αναλυτικά, καθένα από τα παραπάνω µέτρα εκφράζουν τα εξής: 
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• θ∆ : το άθροισµα των απολύτων διαφορών  των αντίστοιχων στοιχείων του πίνακα 

βάρους θέσης θ  του µοτίβου που παράγει κάθε µία από τις τέσσερις βασικές 

µεθόδους και του πίνακα trueθ  (δηλαδή η −1L νόρµα αν θεωρήσουµε τον πίνακα 

θθ −true  ως ένα διάνυσµα διάστασης KxM ⋅1 ). 

• Sn : το ποσοστό των θέσεων που βρίσκει ο εκάστοτε αλγόριθµος από όλα τα 

αντίγραφα που έχουν τοποθετηθεί µέσα στις συµβολοσειρές. Μάλιστα, αν έχουν 

βρεθεί δύο επικαλύψεις από το αντίγραφο του µοτίβου σε µια αλυσίδα, ως ποσοστό 

επιτυχίας θεωρείται ο µέσος όρος των ποσοστών επιτυχίας αυτών των δύο και εφόσον 

γνωρίζουµε ότι έχουµε εισάγει N  το πλήθος αντίγραφα του µοτίβου (αφού υπάρχει 

ένα σε κάθε συµβολοσειρά), προφανώς υπάρχει ένα αντίγραφο (σε κάποια από τις N  

αλυσίδες), για το οποίο σηµειώνεται µηδενικό ποσοστό (επιτυχίας). Για αυτόν τον 

λόγο, κρατάµε τη θέση εµφάνισης του µοτίβου σε κάθε αλυσίδα και επιπλέον, σε ποια 

αλυσίδα και σε ποια θέση της εµφανίζεται κάθε υπακολουθία µήκους K . 

• Sp : το ποσοστό των αντιγράφων εκείνων, από τα οποία βρέθηκε τουλάχιστον το 33% 

των συνολικών τους θέσεων. Και αυτό υπολογίζεται µε ανάλογο τρόπο (δηλαδή 

λαµβάνοντας υπόψη όλες τις επικαλύψεις για κάθε αντίγραφο) όπως και το Sn . 

 

      Στα πειράµατα που πραγµατοποιήθηκαν σε τυχαία δεδοµένα, υπολογίσαµε όλα τα 

παραπάνω µέτρα για διαφορετικό πλήθος συµβολοσειρών ( =N 10, 15, 20), συµβόλων του 

αλφάβητου ( =A 10, 12,�, 20),  µήκος ( =K 8, 12, 16) και είδος µοτίβου (επαναληπτικό, 

όπως LALALALA ή όχι), καθώς και διαφορετική πιθανότητα µετάλλαξης ( =mutp .05, .1, �, 

.4). Τα αποτελέσµατα που προέκυψαν θα παρουσιασθούν υπό τη µορφή γραφηµάτων, ώστε 

να γίνεται εύκολα αντιληπτή η απόδοση της κάθε µεθόδου σε κάθε µία από τις παραπάνω 

περιπτώσεις. 

 

      Τέλος, όσον αφορά τα πραγµατικά δεδοµένα, αυτά αφορούν αλυσίδες DNA (δηλαδή 

αλφάβητο είναι το { }TCGA ,,,=Α )  ίδιου µήκους, όπου το µοτίβο ξεκινάει είτε στην 21η είτε 

στην 51η θέση κάθε συµβολικής ακολουθίας. Και στην περίπτωση αυτή, ακολουθείται η ίδια 

ακριβώς διαδικασία εφαρµογής των βασικών µεθόδων και υπολογίζονται τα ίδια ποσοστά 

απόδοσης.            
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5.2. Γραφικές Παραστάσεις 

      Στις ενότητες που ακολουθούν,  παρατίθενται τα γραφήµατα που προέκυψαν από τα 

πειράµατα που πραγµατοποιήσαµε, καθώς και τα συµπεράσµατα που εξάγονται από αυτά 

κατόπιν παρατηρήσεώς τους. Σε ό,τι ακολουθεί, µε Ext (Extended array) συµβολίζουµε την 

1η παραλλαγή του αλγορίθµου EM (ή µέθοδο του Εκτεταµένου πίνακα), µε Bound (Bounded 

array) την 2η παραλλαγή του EM (ή µέθοδο του Οριοθετούµενου πίνακα) και µε GS την 

µέθοδο ∆ειγµατοληψίας του Gibbs.    

5.2.1. Μη Επαναληπτικό Μοτίβο και Συνθετικός Αλγόριθµος 

      Αρχικά, θα παρουσιάσουµε τα γραφήµατα που προέκυψαν στην περίπτωση του µη 

επαναληπτικού µοτίβου µε αρχικοποίηση του συνθετικού αλγόριθµου (Agglomerative). 

Συγκεκριµένα, χρησιµοποιήσαµε τα ακόλουθα µοτίβα διαφορετικού µήκους: 

]'['1 PARAKATWm =  (για )8=K , ]'['2 TWPAMEPARAKAm =  (για )12=K , 

]'['2 RAKATWTWRAPAMEPAm =  (για )16=K . Χρησιµοποιώντας, λοιπόν, =N 10,15 και 

20 συµβολοσειρές, προέκυψαν τα γραφήµατα που απεικονίζονται στα σχήµατα 5.1 � 5.9.  
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Σχήµα 5.1: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους 8=K  συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 
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Σχήµα 5.2: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους 12=K  συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 
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Σχήµα 5.3: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 
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Σχήµα 5.4: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους 8=K  συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 

 

 



 

 

78

78

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

0

0.2

0.4

0.6

0.8

1

Agglomerat ive: N=15, pat= 'PAMEPARAKATW'

pmut

S
n

EM

Ext

Bound

GS

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

0

0.2

0.4

0.6

0.8

1

Agglomerative: N=15, pat='PAMEPARAKATW'

pmut

S
p

EM

Ext
Bound

GS

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

0

5

10

15

20

25

30
Agglomerat ive: N=15, pat= 'PAMEPARAKATW'

pmut

T
he

ta
d
iff

EM

Ext
Bound

GS

 
Σχήµα 5.5: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους 12=K  συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 
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Σχήµα 5.6: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 

 

 

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

0

0.2

0.4

0.6

0.8

1

Agglomerative: N=20, pat='PARAKATW'

pmut

S
n

EM

Ext

Bound

GS

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

0

0.2

0.4

0.6

0.8

1

Agglomerative: N=20, pat='PARAKATW'

pmut

S
p

EM

Ext

Bound

GS

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

-2

0

2

4

6

8

10

12

14

16

18

20
Agglomerative: N=20, pat='PARAKATW'

pmut

T
he

ta
diff

EM
Ext
Bound
GS

 
Σχήµα 5.7: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους 8=K  συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 
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Σχήµα 5.8: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους 12=K  συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 

 

 

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

0

0.2

0.4

0.6

0.8

1

Agglomerative: N=20, pat='TWRAPAMEPARAKATW'

pmut

S
n

EM

Ext

Bound

GS

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

0

0.2

0.4

0.6

0.8

1

Agglomerative: N=20, pat='TWRAPAMEPARAKATW'

pmut

S
p

EM

Ext
Bound

GS

0 0.05 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45

-5

0

5

10

15

20

25

30

35

40

Agglomerative: N=20, pat='TWRAPAMEPARAKATW'

pmut

T
he

ta
d
iff

EM

Ext

Bound

GS

 
Σχήµα 5.9: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου οµαδοποίησης. 

 

      Όπως παρατηρούµε, αρχικά, για 10=N , καθώς η πιθανότητα µετάλλαξης )( pmut  

αυξάνει (οριζόντιος άξονας) τα µέτρα Sn  και Sp  (κατακόρυφος άξονας) παρουσιάζουν µια 

σταθερή πτώση, ενώ η ποσότητα θ∆  αυξάνεται. Για µικρές τιµές της πιθανότητας 

µετάλλαξης δεν καθίσταται εµφανές ποια από τις τρεις µεθόδους EM, Ext και Bound  

υπερτερεί όσον αφορά τα ποσοστά Sn  και Sp , ενώ καθώς αυτή αυξάνεται, αρχίζει να 

παρατηρείται µια µικρή διαφορά µεταξύ των τριών µεθόδων. Παρ� όλα αυτά, την χαµηλότερη 

τιµή θ∆ (και συνεπώς, την καλύτερη προσέγγιση του µοτίβου) εµφανίζει η µέθοδος του 

εκτεταµένου πίνακα, µε εξαίρεση τις τιµές 2.0=mutp  και 0.15, 0.4 για 8=K  και 12 

αντίστοιχα, όπου υπερέχει η µέθοδος του οριοθετούµενου πίνακα (Bound). Ο 

∆ειγµατολήπτης Gibbs εµφανίζει πολύ χαµηλότερες τιµές στις περιπτώσεις, όπου το µοτίβο 

έχει µήκος ,8=K 12  και όπως είναι αναµενόµενο, παρουσιάζει τις υψηλότερες τιµές για την 

ποσότητα θ∆ .  
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      Επίσης, πιο απότοµη πτώση στα Sn  και Sp  παρατηρείται για την τιµή 3.0=pmut  όταν 

8=K , ενώ οι δύο νέες µέθοδοι υπερέχουν στη γενική περίπτωση έναντι του EM. Πιο 

συγκεκριµένα, για το µικρότερο µήκος µοτίβου 8=K , υπερτερεί η µέθοδος Bound (του 

οριοθετούµενου πίνακα), ενώ καθώς αυτό αυξάνεται η Ext παρουσιάζει µεγαλύτερη 

ευστάθεια (δηλαδή έχει τις καλύτερες επιδόσεις).  

      Η συµπεριφορά των τεσσάρων µεθόδων δεν αποκλίνει σηµαντικά από την προηγούµενη 

περιγραφή, καθώς το µήκος του µοτίβου αυξάνει, µε τη διαφορά ότι η µείωση στα µέτρα Sn  

και Sp  είναι µικρότερη (καθώς αυξάνει η πιθανότητα µετάλλαξης).  

      Καθώς, τώρα, αυξάνει το πλήθος των συµβολοσειρών, η γενική συµπεριφορά των 

τεσσάρων µεθόδων δεν αλλάζει σηµαντικά. Εν τούτοις, στην περίπτωση που είναι 15=N , 

αξίζει να παρατηρήσουµε ότι η µέθοδος ∆ειγµατοληψίας του Gibbs εµφανίζει, για 8=K , µια 

σταθερή άνοδο ως προς τα µέτρα Sn  και Sp  και πτώση της ποσότητας θ∆ , µε αποτέλεσµα 

για την µέγιστη πιθανότητα µετάλλαξης 4.0=mutp  να παρουσιάζει τα υψηλότερα ποσοστά 

από όλες τις υπόλοιπες µεθόδους στα Sn  και Sp . Επιπλέον, για 12=K  και 16, η Bound 

εµφανίζει τις υψηλότερες τιµές στο ποσοστό Sp , ενώ παρόµοια αποτελέσµατα προκύπτουν 

και όταν είναι 20=N .    

5.2.2. Μη Επαναληπτικό Μοτίβο και Αρχικοποίηση των Κ-κέντρων 

     Εν συνεχεία, στα σχήµατα 5.10 � 5.18 απεικονίζονται τα γραφήµατα που προέκυψαν από 

τα πειράµατα χρησιµοποιώντας αρχικοποίηση του αλγορίθµου των Κ-κέντρων (K-means), 

όπως περιγράφηκε στην παράγραφο 5.1, για τα ίδια µήκη µοτίβων ( ,8=K 12, 16) και το ίδιο 

πλήθος συµβολοσειρών ( ,10=N  15, 20). 
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Σχήµα 5.10: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.11: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.12: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.13: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.14: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.15: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.16: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.17: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.18: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 

 

 

     Καταρχήν, όπως είναι φανερό εδώ, λόγω του ότι η αρχικοποίηση του πίνακα θ  δεν είναι 

πάντοτε τόσο καλή όσο αυτή που παρέχεται από τον συνθετικό αλγόριθµο οµαδοποίησης, η  

αύξηση της πιθανότητας µετάλλαξης δεν συνεπάγεται και µείωση των µέτρων απόδοσης Sn  

και Sp  (όπως συνέβαινε προηγουµένως). Κάτι που αξίζει, ακόµα, να παρατηρήσει κανείς 

είναι ότι για µικρή τιµή της παραµέτρου µετάλλαξης mutp , η τυπική απόκλιση είναι 

σηµαντική στην περίπτωση της αρχικοποίησης µε τον αλγόριθµο των Κ-κέντρων 

συγκρινόµενη µε αυτή που παρέχεται στην αρχικοποίηση του συνθετικού αλγορίθµου, καθώς 

ο δεύτερος δίνει µια πολύ ικανοποιητική προσέγγιση του πίνακα περιγραφής του µοτίβου. 

      Επίσης, εξαιρετικά ενδιαφέρον είναι το γεγονός ότι ο αλγόριθµος ΕΜ υστερεί σηµαντικά 

σε σύγκριση µε τις δύο νέες µεθόδους όσον αφορά και τα τρία µέτρα επίδοσης, όταν δεν 

υπάρχει καλή αρχικοποίηση του παράγοντα ενδιαφέροντος (πίνακα θ ). Μάλιστα, για 12=K  

και 4.0=mutp , ακόµα και η µέθοδος ∆ειγµατοληψίας του Gibbs δίνει πολύ καλύτερες τιµές 
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για τα Sn , Sp  και θ∆  από ότι ο ΕΜ. Το ίδιο συµβαίνει µε τις ποσότητες Sn  και Sp  για το 

µέγιστο µήκος µοτίβου που εξετάσαµε ( 16=K ), καθώς είναι πολύ µεγαλύτερη η πιθανότητα 

να το εντοπίσει ο ∆ειγµατολήπτης Gibbs, ακόµα και µε την τυχαία διαδικασία επιλογής που 

χρησιµοποιεί. Έτσι, για 05.0=mutp  υπερέχει έναντι όλων των υπόλοιπων µεθόδων και 

µάλιστα, είναι εµφανές ότι δίνει και µικρότερη τιµή θ∆  έναντι του EM, για 3.0,25.0=mutp  

παρουσιάζει υψηλότερα ποσοστά Sn  και Sp  σε σχέση µε τον ίδιο αλγόριθµο και επικρατεί 

έναντι όλων στο µέτρο Sp  για .4.0,3.0=mutp  Βέβαια, δεν µπορεί να συγκριθεί µε τις δύο 

νέες µεθόδους όσον αφορά την προσέγγιση του µοτίβου (ποσότητα θ∆ ).  

      Τέλος, στην προκειµένη περίπτωση, όπως εύκολα µπορεί να διακρίνει κανείς από τα 

σχήµατα 5.13 �5.18, τα αποτελέσµατα δεν διαφοροποιούνται µε την αύξηση του πλήθους των 

συµβολοσειρών. 

5.2.3. Επαναληπτικό Μοτίβο και Συνθετικός Αλγόριθµος 

      Στην περίπτωση του επαναληπτικού µοτίβου, παραστήσαµε γραφικά τις επιδόσεις των 

τεσσάρων µεθόδων, για τα µοτίβα ]'['1 LALALALAm =  )8( =K , ]'['2 LALALALALALAm =  

)12( =K  και ]'['3 LALALALALALALALAm =  )16( =K  αντίστοιχα και πάλι, για ,10=N  15 

και 20 το πλήθος συµβολοσειρές.       
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Σχήµα 5.19: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.20: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.21: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.22: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.23: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.24: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.25: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.26: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.27: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του συνθετικού αλγόριθµου. 

 

 

      Όπως συµπεραίνουµε, βασιζόµενοι στα σχήµατα 5.19 � 5.27, οι δύο µέθοδοι που 

παρουσιάσαµε αναλυτικά στο προηγούµενο κεφάλαιο (Ext και Bound), υπερτερούν σαφώς 

όσον αφορά όλα τα µέτρα επίδοσης τόσο από τον αλγόριθµο ΕΜ όσο και από την µέθοδο 

∆ειγµατοληψίας του Gibbs, ενώ στη γενική περίπτωση τις καλύτερες επιδόσεις έχει και πάλι, 

η µέθοδος του εκτεταµένου πίνακα (Ext). Εποµένως, όταν έχουµε επαναληπτικό µοτίβο, οι 

αλγόριθµοι ΕΜ και GS παρουσιάζουν σηµαντική αδυναµία ως προς τον εντοπισµό των 

υπακολουθιών µήκους K , οι οποίες αποτελούν αντίγραφο του µοτίβου που αναζητούµε.    
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5.2.4. Επαναληπτικό Μοτίβο και Αρχικοποίηση των Κ-κέντρων 
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Σχήµα 5.28: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.29: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.30: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 10 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.31: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.32: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.33: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 15 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.34: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.35: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 
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Σχήµα 5.36: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων µέσα σε 

=N 20 συµβολικές ακολουθίες και χρήση του αλγορίθµου των Κ-κέντρων. 

 

 

     Χρησιµοποιώντας, τώρα, την αρχικοποίηση των Κ-κέντρων (K-means) στην προσπάθεια 

προσδιορισµού του επαναληπτικού µοτίβου, και πάλι οι δύο νέες µέθοδοι του Ext 

(εκτεταµένου πίνακα) και Bound (οριοθετούµενου πίνακα) υπερισχύουν έναντι των ΕΜ και 
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GS σε όλα τα µέτρα επίδοσης. Όµως, αυτό που αλλάζει και κρίνεται αναγκαίο να τονίσουµε 

είναι ότι ο αλγόριθµος του οριοθετούµενου πίνακα δίνει καλύτερα αποτελέσµατα και στα 

ποσοστά εντοπισµού του µοτίβου Sn  και Sp , αλλά πολύ περισσότερο προσφέρει καλύτερη 

προσέγγιση του µοτίβου (δηλαδή του παράγοντα ενδιαφέροντος θ ). Επιπροσθέτως, δεν είναι 

λίγες οι περιπτώσεις που παρατηρούµε την αδυναµία του ΕΜ σε πιο τυχαία αρχικοποίηση 

από αυτή του συνθετικού αλγορίθµου, καθώς υστερεί στα µέτρα επίδοσης συγκρινόµενος 

ακόµα και µε τον GS.    

5.2.5. Πειράµατα µε ∆ιαφορετικό Μέγεθος Αλφάβητου 

      Στα γραφήµατα που ακολουθούν, αναπαρίστανται τα αποτελέσµατα των µέτρων επίδοσης 

των τεσσάρων µεθόδων για διαφορετικό µήκος του αλφάβητου ( A =10, 12, 14, 16, 18, 20) 

και για πιθανότητα µετάλλαξης ,2.0=mutp  0.3, χρησιµοποιώντας αρχικοποίηση του 

συνθετικού αλγόριθµου (Agglomerative), η οποία έχουµε διαπιστώσει ότι ευνοεί την επίδοση 

του ΕΜ. 
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Σχήµα 5.37: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 8 συµβόλων, 

πιθανότητα µετάλλαξης 0.2 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.38: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 12 συµβόλων, 

πιθανότητα µετάλλαξης 0.2 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.39: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων, 

πιθανότητα µετάλλαξης 0.2 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.40: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 8 συµβόλων, 

πιθανότητα µετάλλαξης 0.3 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.41: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 12 συµβόλων, 

πιθανότητα µετάλλαξης 0.3 και χρήση του συνθετικού αλγόριθµου. 



 

 

93

93

 

 

8 10 12 14 16 18 20 22
0

0.2

0.4

0.6

0.8

1

1.2

Agglomerat ive: pmut=0.3, pat='PARAPOLYKALHMERA'

|A|

S
n

EM

Ext
Bound

GS

8 10 12 14 16 18 20 22
0

0.2

0.4

0.6

0.8

1

1.2

Agglomerative: pmut=0.3, pat='PARAPOLYKALHMERA'

|A|

S
p

EM
Ext
Bound
GS

8 10 12 14 16 18 20 22
-5

0

5

10

15

20

25

30

35

40
Agglomerat ive: pmut=0.3, pat='PARAPOLYKALHMERA'

|A|

T
he

ta
d
iff

EM

Ext
Bound

GS

 
Σχήµα 5.42: Μέτρα επίδοσης για µη επαναληπτικό µοτίβο µήκους =K 16 συµβόλων, 

πιθανότητα µετάλλαξης 0.3 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.43: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων, πιθανότητα 

µετάλλαξης 0.2 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.44: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων, 

πιθανότητα µετάλλαξης 0.2 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.45: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων, 

πιθανότητα µετάλλαξης 0.2 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.46: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 8 συµβόλων, πιθανότητα 

µετάλλαξης 0.3 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.47: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 12 συµβόλων, 

πιθανότητα µετάλλαξης 0.3 και χρήση του συνθετικού αλγόριθµου. 
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Σχήµα 5.48: Μέτρα επίδοσης για επαναληπτικό µοτίβο µήκους =K 16 συµβόλων, 

πιθανότητα µετάλλαξης 0.3 και χρήση του συνθετικού αλγόριθµου. 

 

 

      Όπως διαπιστώνουµε, παρατηρώντας τα σχήµατα 5.37 � 5.42, στην περίπτωση του µη 

επαναληπτικού µοτίβου, οι δύο νέες µέθοδοι υπερισχύουν για άλλη µια φορά έναντι του ΕΜ 

στα ποσοστά Sn  και Sp , έστω και µε µικρή διαφορά. Παρά το γεγονός αυτό, ο ΕΜ δίνει 

συνήθως καλύτερη προσέγγιση του παράγοντα ενδιαφέροντος (δηλαδή µικρότερη µέση τιµή 

του µέτρου θ∆ ) από τον αλγόριθµο του οριοθετούµενου πίνακα. Και πάλι, όµως, η µέθοδος 

του εκτεταµένου πίνακα δίνει τις καλύτερες τιµές στα µέτρα επίδοσης. 

      Οι παραπάνω παρατηρήσεις ανατρέπονται στην περίπτωση του επαναληπτικού µοτίβου, 

όπου πια οι µέθοδοι Ext (εκτεταµένου πίνακα) και Bound (οριοθετούµενου πίνακα) έχουν µια 

σαφή διαφορά από τον ΕΜ, o οποίος δείχνει αδύναµος να το εντοπίσει. Τα αποτελέσµατα δεν 

παρουσιάζουν κάποια σηµαντική αλλαγή για τις διαφορετικές τιµές (0.2 και 0.3) της 

πιθανότητας µετάλλαξης, ενώ είναι σηµαντικό να σηµειώσουµε ότι σε κάποιες περιπτώσεις η 

µέθοδος του οριοθετούµενου πίνακα δίνει καλύτερη τιµή στο µέτρο θ∆ .  

      Τέλος, ο αλγόριθµος ∆ειγµατοληψίας του Gibbs έχει, και πάλι, στη γενική περίπτωση τα 

χαµηλότερα µέτρα επίδοσης όσον αφορά τον εντοπισµό του µοτίβου. Παρ� όλα αυτά, για 

επαναληπτικό µοτίβο και µεγάλες τιµές στο µήκος του αλφάβητου, υπάρχουν και 

περιπτώσεις όπου υπερτερεί του ΕΜ στα µέτρα που εξετάζουµε. 

5.3. Πειραµατική Μελέτη σε Πραγµατικά ∆εδοµένα 

      Προκειµένου να εξάγουµε πιο σαφή και ολοκληρωµένα συµπεράσµατα πάνω στην 

επίδοση των αλγορίθµων ΕΜ, Ext, Bound και GS, διεξήχθησαν πειράµατα χρησιµοποιώντας 
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πραγµατικά δεδοµένα, τα οποία προέρχονται από το site http://dragon.bio.purdue.edu/pmotif. 

Συγκεκριµένα, πρόκειται για δεδοµένα που βρίσκονται στο εργαστήριο Βιοπληροφορικής του 

Τµήµατος Πληροφορικής του Πανεπιστηµίου Purdue και χρησιµοποιούνται συχνά για την 

αξιολόγηση αλγορίθµων ανίχνευσης µοτίβων, καθώς είναι γνωστό πού ακριβώς βρίσκεται το 

µοτίβο σε κάθε συµβολοσειρά (ground truth). Μάλιστα, αξίζει να σηµειώσουµε ότι ο βαθµός 

οµοιότητας µεταξύ των µοτίβων (σε κάθε σύνολο συµβολοσειρών που διατίθεται) είναι πολύ 

χαµηλός, γεγονός που ενισχύει το ενδιαφέρον για τα αποτελέσµατα των πειραµάτων που θα 

παρουσιάσουµε στη συνέχεια. 

      Εδώ, λοιπόν, διακρίνουµε δύο κατηγορίες συµβολοσειρών, οι οποίες αποτελούνται από 

σύµβολα του αλφάβητου =A [AGCT] και συνεπώς, συνιστούν αλυσίδες DNA (δηλαδή 

πρόκειται για βιολογικά δεδοµένα). Στην πρώτη κατηγορία ανήκουν συµβολοσειρές στις 

οποίες το µοτίβο εκτείνεται από την 21η θέση και τελειώνει 20 θέσεις πριν από το τελευταίο 

τους σύµβολο. Στη δεύτερη, τώρα, κατηγορία ανήκουν µεγαλύτερου µήκους αλυσίδες, όπου 

το µοτίβο αρχίζει από την 51η θέση τους και τελειώνει 50 θέσεις πριν το τελευταίο σύµβολο. 

       Στους πίνακες που ακολουθούν παρουσιάζονται, για κάθε σύνολο συµβολοσειρών, το 

µήκος του εκάστοτε µοτίβου, η µέση απόδοσή του στα µέτρα Sn , Sp  και θ∆ , καθώς και η 

τυπική τους απόκλιση µε βάση το σύνολο των πειραµάτων που πραγµατοποιήθηκαν. 

Σηµειωτέον ότι, στην προκειµένη περίπτωση, χρησιµοποιήθηκε τυχαία αρχικοποίηση για τον 

πίνακα περιγραφής του µοτίβου θ  και αρχικοποίηση µε τον αλγόριθµο των Κ-κέντρων. Με 

αυτό τον τρόπο, επιθυµούµε να διαπιστώσουµε κατά πόσο είναι αποτελεσµατικές οι τέσσερις 

µέθοδοι που χρησιµοποιήσαµε, χωρίς και υπό την «εύνοια» κάποιου αλγόριθµου 

αρχικοποίησης. Μια ανάλογη και εξαιρετικά ενδιαφέρουσα µελέτη αξιολόγησης κάποιων 

αλγορίθµων σε πραγµατικά βιολογικά σύνολα δεδοµένων περιγράφεται στην [11]. 
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      Τα συµπεράσµατα που προκύπτουν µε βάση τους πίνακες 5.1 και 5.3 (τυχαία 

αρχικοποίηση του πίνακα θ ) είναι εξαιρετικά ενδιαφέροντα όσον αφορά τις επιδόσεις των 

µεθόδων EM, Ext, Bound και GS. Όπως είναι φανερό, ο αλγόριθµος ΕΜ, κατά την εφαρµογή 

του σε πραγµατικά δεδοµένα, παρουσιάζει τις χαµηλότερες επιδόσεις στα ποσοστά επιτυχίας 

Sn  και Sp . Εξαιρετικά ενδιαφέρον είναι το γεγονός ότι η µέθοδος δειγµατοληψίας του Gibbs 

δίνει τα καλύτερα µέτρα επίδοσης στο µεγαλύτερο ποσοστό των πραγµατικών συνόλων 

δεδοµένων που εξετάσαµε. Όπως είναι αναµενόµενο στις περιπτώσεις, όπου το ζητούµενο 

µοτίβο είναι αρκετά µεγάλο (ArcA20, CytR20, OxyR20, GlpR50, PurR50, SoxS50, TyrR50), 

ο  τελευταίος αλγόριθµος (GS) υπερισχύει πάντα έναντι των υπολοίπων (καθώς έχει 

µεγαλύτερη πιθανότητα να εντοπίσει τις θέσεις µοτίβου σε κάθε συµβολοσειρά ( Sn , Sp ) σε 

σχέση µε τις περιπτώσεις που το µοτίβο είναι περιορισµένου µήκους και στις οποίες υστερεί 

σηµαντικά), ενώ ακολουθούν ο αλγόριθµος του οριοθετούµενου πίνακα (Bound) και ο ΕΜ. 

Το ερώτηµα που τίθεται είναι για ποιο λόγο ο αλγόριθµος του εκτεταµένου πίνακα (Ext) 

υστερεί συγκρινόµενη µε τις άλλες µεθόδους. Η συµπεριφορά αυτή θα µπορούσε να 

θεωρηθεί ως αναµενόµενη, στην περίπτωση ανίχνευσης ενός µοτίβου µεγάλου µήκους, αν 

αναλογισθεί κανείς τον εκτεταµένο αριθµό στηλών του πίνακα της µεθόδου Ext. Τo 

µειονέκτηµα αυτό, λοιπόν, την καθιστά αδύναµη στην επιλογή µεταξύ ενός µεγάλου πλήθους 

πιθανών µοτίβων, εκείνου που «ταιριάζει» καλύτερα σε αυτό που αναζητούµε. Λόγω του ότι 

η µέθοδος δειγµατοληψίας του Gibbs δεν αντιµετωπίζει ένα τέτοιο πρόβληµα και εφόσον 

εµφανίζει τις µικρότερες τιµές στην ποσότητα θ∆ , προσεγγίζει καλύτερα από τις υπόλοιπες 

µεθόδους και τον πίνακα αναπαράστασης του ζητούµενου µοτίβου. Βέβαια, η µέθοδος του 

εκτεταµένου πίνακα (Ext) υπερέχει από όλες τις άλλες, όταν το µήκος του µοτίβου είναι 

περιορισµένο (µέχρι 18 σύµβολα). Επιπλέον, κάτι που παρατηρήθηκε και θα µπορούσε να 

χαρακτηριστεί ως παράδοξο όσον αφορά την ποσότητα θ∆  είναι ότι ο ΕΜ δίνει χαµηλότερες 

τιµές κατά µέσο όρο (δηλαδή έχουµε καλύτερη προσέγγιση του πίνακα αναπαράστασης θ ) 

από τις µεθόδους Ext και Bound. Μια λογική εξήγηση, στην οποία αποδίδουµε το γεγονός 

αυτό, έγκειται στο ότι τα σύνολα των συµβολοσειρών, στα οποία αναζητούµε το µοτίβο, 

παρουσιάζουν µεγάλο ποσοστό µετάλλαξης. Μάλιστα, το ποσοστό αυτό είναι µεγαλύτερο 

από 0.4 που είχαµε χρησιµοποιήσει στα (τεχνητά) πειράµατα που προηγήθηκαν.  

      Εξετάζοντας τους πίνακες 5.2 και 5.4, αντιλαµβανόµαστε ότι τα αποτελέσµατα 

εµφανίζουν διαφορά σε κάποια σηµεία, αρχικοποιώντας τον πίνακα αναπαράστασης του 

µοτίβου µε τον αλγόριθµο των Κ-κέντρων. Έτσι, στην περίπτωση που έχουµε µικρό µήκος 
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µοτίβου (συγκεκριµένα )16≤ δεν ευνοείται απαραίτητα η µέθοδος του εκτεταµένου πίνακα 

(Ext), αλλά δίνει καλύτερα αποτελέσµατα στα µέτρα Sn  και Sp  από τον ΕΜ. Σε ό,τι αφορά, 

τώρα, το µέτρο επίδοσης θ∆ , καθώς και τη συµπεριφορά των µεθόδων για µεγάλου µήκους 

µοτίβα, οι παρατηρήσεις µας δεν διαφοροποιούνται. Συνεπώς, το συµπέρασµα που 

προκύπτει, και δεν είχε γίνει εµφανές µέσα από τα πειράµατα των προηγούµενων ενοτήτων, 

είναι ότι η αρχικοποίηση του πίνακα θ  και το µήκος του µοτίβου επηρεάζουν άµεσα το 

αποτέλεσµα που πρόκειται να δώσει και  ο αλγόριθµος Ext εκτός από τον ΕΜ.  
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ΚΕΦΑΛΑΙΟ 6. ΣΥΜΠΕΡΑΣΜΑΤΑ 

      Στην παρούσα διατριβή, µελετήσαµε  το πρόβληµα ανίχνευσης µοτίβων καθορισµένου 

µήκους µέσα σε ένα σύνολο συµβολικών ακολουθιών και κατά κύριο λόγο, επιχειρήσαµε να 

το επιλύσουµε ανάγοντάς το σε πρόβληµα εκτίµησης παραµέτρων. Έτσι, παρουσιάσαµε, 

αρχικά, δύο γνωστές επαναληπτικές µεθόδους που χρησιµοποιούνται ευρέως και στοχεύουν 

στον προσδιορισµό των παραµέτρων ενός µοντέλου, όπως είναι ο ΕΜ και o ∆ειγµατολήπτης 

Gibbs (Gibbs Sampling). Στην προσπάθειά µας να προσεγγίσουµε το ίδιο πρόβληµα κάτω 

από διαφορετική σκοπιά, περιγράψαµε τον αλγόριθµο κατασκευής Πιθανοτικών ∆έντρων 

Προθεµάτων (PST-Build), µία νέα και πολλά υποσχόµενη στατιστική µέθοδο ανίχνευσης 

µοτίβων, η οποία λειτουργεί αυξητικά αναθέτοντας ένα µέτρο βαρύτητας σε κάθε κόµβο του 

δέντρου που κατασκευάζει. Η αρχική, τώρα, τυχαία επιλογή των παραµέτρων (και κυρίως της 

βασικής παραµέτρου, δηλαδή του πίνακα αναπαράστασης του µοτίβου) που χρησιµοποιούν 

οι δύο πρώτες µέθοδοι, µας οδήγησε στη µελέτη δύο µεθόδων οµαδοποίησης, του Συνθετικού 

αλγορίθµου και του αλγορίθµου των Κ-κέντρων. Αυτό συνέβη, προκειµένου να παραχθεί, 

µέσω των δύο τελευταίων, µια αρχική προσέγγιση του πίνακα αναπαράστασης του µοτίβου, 

καθώς και για την µεταξύ τους σύγκριση κατά την διεξαγωγή των πειραµάτων που 

πραγµατοποιήθηκαν. 

      Η κυρίαρχη, βέβαια, συµβολή της διατριβής στην επίλυση του εξεταζόµενου 

προβλήµατος  βασίζεται στις δύο νέες µεθόδους που προτείναµε για τον εντοπισµό του 

µοτίβου, τις οποίες ορίσαµε ως µέθοδο του Εκτεταµένου (Extended array) και του 

Οριοθετούµενου πίνακα (Bounded array). Αυτές χρησιµοποιούν την ιδέα κατασκευής του 

ΕΜ, υπό την έννοια ότι έχουν ως στόχο τη µεγιστοποίηση της λογαριθµικής συνάρτησης 

πιθανοφάνειας που ορίζεται από το σύνολο των παρατηρήσεων. Το πλεονέκτηµά τους, όµως, 

οφείλεται στο γεγονός ότι την διευρύνουν, καθώς χρησιµοποιούν ένα πληρέστερο 

παραµετρικό µοντέλο από τον ΕΜ και µεγαλύτερο µέρος της πληροφορίας που παρέχεται 

µέσω των εκάστοτε παρατηρήσεων.  
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      Όπως, λοιπόν, προκύπτει από το προηγούµενο κεφάλαιο,  οι δύο πρωτοεµφανιζόµενες 

µέθοδοι παρουσιάζουν καλύτερες επιδόσεις από τους αλγορίθµους ΕΜ και Gibbs Sampling 

στην περίπτωση των τεχνητών δεδοµένων που χρησιµοποιήσαµε και κυρίως, κατά την 

αναζήτηση ενός µοτίβου µε επαναλαµβανόµενα σύµβολα. Το γεγονός αυτό οφείλεται 

ακριβώς στο ότι εκµεταλλεύονται µεγαλύτερο ποσοστό της κρυµµένης πληροφορίας που 

εµπεριέχει το εκάστοτε σύνολο εκπαίδευσης. Επιπλέον, αξιοσηµείωτο είναι το ότι στην 

περίπτωση αρχικοποίησης της βασικής παραµέτρου µε τον αλγόριθµο των Κ-κέντρων (ο 

οποίος δεν αποτελεί και την ιδανικότερη µέθοδο οµαδοποίησης δεδοµένων), οι µέθοδοι του 

Εκτεταµένου και του Οριοθετούµενου πίνακα υπερισχύουν µε σαφή διαφορά έναντι των ΕΜ 

και ∆ειγµατολήπτη Gibbs στα µέτρα επίδοσης που χρησιµοποιήσαµε. Άρα, δεν εξαρτώνται 

σε τόσο µεγάλο βαθµό από την αρχικοποίηση της παραµέτρου που θέλουµε να 

προσεγγίσουµε όσο ο ΕΜ.  

      Από την άλλη πλευρά, κατά την πειραµατική µελέτη σε πραγµατικά σύνολα δεδοµένων 

έγιναν εµφανή και ορισµένα από τα αδύνατα σηµεία των ίδιων µεθόδων. Συγκεκριµένα, ο 

αλγόριθµος του Εκτεταµένου πίνακα δεν εντοπίζει την κρυµµένη πληροφορία στις 

περιπτώσεις µοτίβων πολύ µεγάλου µήκους, ενώ εξαρτάται και από την αρχικοποίηση (όχι, 

όµως, όσο ο ΕΜ) σε αντίθετη µε αυτόν του Οριοθετούµενου πίνακα ο οποίος παρουσιάζει µια 

σταθερή εικόνα. Παρ� όλα αυτά, στις περιπτώσεις µοτίβων περιορισµένου µήκους φαίνεται 

πως είναι ο νικητής.  

      Όσον αφορά, τώρα, τις µεθόδους αρχικοποίησης, προκύπτει το συµπέρασµα ότι ο 

Συνθετικός αλγόριθµος (Agglomerative) πλεονεκτεί έναντι αυτού των Κ-κέντρων, εφόσον 

προσφέρει καλύτερες προϋποθέσεις εντοπισµού του κρυµµένου µοτίβου από τον ΕΜ 

(περίπτωση τεχνητών δεδοµένων). Ακόµα πιο φανερή είναι η  αδυναµία του τελευταίου 

αλγορίθµου κατά την µελέτη των πραγµατικών δεδοµένων, όπου υπάρχει µεγάλο ποσοστό 

µετάλλαξης του µοτίβου, αφού η τυχαία αρχικοποίηση παρέχει καλύτερα αποτελέσµατα, 

γεγονός που αποδεικνύεται περίτρανα από την υπερίσχυση του ∆ειγµατολήπτη Gibbs, ο 

οποίος υστερούσε σηµαντικά έναντι των υπολοίπων στα πειράµατα πάνω σε τεχνητά 

δεδοµένα.  

      Με βάση τις παραπάνω παρατηρήσεις, ανακύπτουν σηµαντικά θέµατα που θα µπορούσαν 

να αποτελέσουν το έναυσµα περαιτέρω µελέτης του προβλήµατος που εξετάσαµε. Ένα από 

αυτά εντοπίζεται στην ανεύρεση αποτελεσµατικότερων κριτηρίων επιλογής, κατά την 
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ανίχνευση ενός µοτίβου µεγάλου µήκους, της θέσης έναρξης του µοτίβου στην περίπτωση 

της µεθόδου του Εκτεταµένου πίνακα. 

      Παρόµοια, στην περίπτωση της µεθόδου του Οριοθετούµενου πίνακα παραµένει 

αναπάντητο το ερώτηµα της ύπαρξης ή µη κάποιου καλύτερου κριτηρίου επιλογής της 

πραγµατικής θέσης του µοτίβου από αυτό που χρησιµοποιήσαµε.  

      Τέλος, ένα εξίσου σηµαντικό θέµα που θα ήταν ενδιαφέρον να λάβει απάντησης είναι ο 

σχεδιασµός µιας µεθόδου οµαδοποίησης, ικανής να δώσει µια ικανοποιητική αρχική 

προσέγγιση της βασικής παραµέτρου (πίνακας θ ) του προβλήµατος, όταν υπάρχει στα 

δεδοµένα µεγάλο ποσοστό µετάλλαξης (συγκεκριµένα µεγαλύτερο από 0.4). 
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