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Αντικείµενο της εργασίας είναι η µελέτη του προβλήµατος της επιλογής 

χαρακτηριστικών (feature selection) στο πρόβληµα της αναγνώρισης προσώπων (face 

recognition). Αντιµετωπίζοντας το πρόβληµα ως ένα πρόβληµα ταξινόµησης εικόνων 

(image classification) θεωρούµε ένα σύστηµα αναγνώρισης εικόνων προσώπων που 

περιλαµβάνει δύο στάδια, την επιλογή κατάλληλων χαρακτηριστικών διάκρισης και 

το στάδιο ταξινόµησης µε βάση αυτά τα χαρακτηριστικά.  Η επιλογή του κατάλληλου 

υποσυνόλου χαρακτηριστικών αποτελεί κρίσιµο ζήτηµα στην κατασκευή ενός 

µοντέλου ταξινόµησης προτύπων ιδίως σε προβλήµατα όπου τα δεδοµένα είναι 

υψηλής διάστασης.  

 

Στην παρούσα εργασία οι εικόνες αναπαρίστανται ως διανύσµατα διάστασης ίσης µε 

το µέγεθος της εικόνας ( πλήθος των pixels) και εποµένως ως διανύσµατα «υψηλής 

διάστασης». Για την ταξινόµηση χρησιµοποιήσαµε τον ταξινοµητή SVM (Support 

Vector Machine). Για την κατάλληλη επιλογή των χαρακτηριστικών-εικονοστοιχείων 

(pixels) προτείνουµε ένα υβριδικό σχήµα Γενετικού αλγορίθµου (Genetic algorithm) 

και Προσοµοιωµένης Ανόπτησης (Simulated Annealing). Εξαιτίας της 

πολυπλοκότητας του προβλήµατος  που εξετάζουµε, λόγω της µεγάλης διάστασης 

του χώρου των δεδοµένων, η βασική ιδέα της µεθοδολογίας είναι ο διαχωρισµός της 

αναζήτησης σε δύο στάδια: ένα καθολικό και ένα τοπικό στάδιο. 
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∆ιαµερίζοντας αρχικά την εικόνα σε µικρότερες περιοχές – blocks, στο πρώτο στάδιο 

επιλέγεται το κατάλληλο υποσύνολο των ενεργών blocks χρησιµοποιώντας τους 

Γενετικούς Αλγορίθµους. Στη συνέχεια σε δεύτερο στάδιο, επιτελείται µια τοπική 

αναζήτηση εσωτερικά σε κάθε ένα  από τα ενεργά blocks για να βρεθεί το κατάλληλο 

υποσύνολο των pixels κάθε ενεργού block. Τα δύο παραπάνω στάδια εκτελούνται 

επαναληπτικά.  

 

Για την αναπαράσταση των υποσυνόλων των χαρακτηριστικών προτείνεται µια 

συνεχής κωδικοποίηση όπου για κάθε χαρακτηριστικό-pixel υπάρχει µια πιθανότητα 

να συµµετέχει στη διαδικασία αξιολόγησης των χαρακτηριστικών.  

 

Η πειραµατική µελέτη της µεθόδου που διεξήχθη σε πραγµατικά σύνολα δεδοµένων 

(εικόνες προσώπων) υψηλής διάστασης έδειξε ικανοποιητική συµπεριφορά και  

σηµαντικά καλύτερα αποτελέσµατα από υπάρχουσες µεθοδολογίες επιλογής 

χαρακτηριστικών. 
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Face recognition has been a very important research problem in the field of computer 

vision.  We consider this problem as an image classification problem. In this study the 

face recognition system includes two main parts. In the first one, it selects a number 

of features and in the second, it trains a classifier using the selected features for the 

correct classification among different class instances. Choosing an appropriate set of 

features is critical when building pattern classification systems because it can yield 

significant benefits such as reduced risk of overfitting and reduced computational 

cost.  

 

In this thesis, a 2D face image is represented as features (pixels) vector in high 

dimensional image space. For the classification we used the SVM (Support Vector 

Machine) classifier. To find the appropriate features (pixels) we used a hybrid Genetic 

algorithm and Simulated Annealing. Because of the complexity of the problem we 

propose to search the space of features in two stages: one global and one local. 

Initially we divided the image into smaller regions (blocks) and then we used Genetic 

algorithm in order to determine interesting regions. In continuation we used local 

search with Simulated Annealing to find the most useful features in the blocks. 

 

We propose a real decoding representation for the features of subsets in order for each 

feature-pixel to have a probability to participate in the evaluation process. 
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The proposed method was tested on high dimensional faces datasets. The results of 

the experimental research illustrate significant performance in comparison with other 

feature selection techniques. 
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ΚΕΦΑΛΑΙΟ 1. ΕΙΣΑΓΩΓΗ 

 

1.1. Περιγραφή του προβλήµατος  

1.2. Αντικείµενο της εργασίας 

1.3. ∆οµή της εργασίας 

1.1 Περιγραφή του προβλήµατος 

 

Η υπολογιστική όραση (computer vision) έχει ως αντικείµενο την προσοµοίωση  της 

απόδοσης οπτικών εργασιών τις οποίες οι άνθρωποι είναι γνωστό ότι κάνουν µε πολύ 

επιτυχηµένο τρόπο. Το πρόβληµα της αναγνώρισης προσώπων αποτελεί ένα 

σηµαντικό θέµα στο τοµέα της υπολογιστικής όρασης. Η αναγνώριση προσώπων έχει 

ως στόχο την ταξινόµηση ενός συγκεκριµένου προσώπου ή αλλιώς την ανίχνευση 

ενός προσώπου, από µια συλλογή εικόνων ή µια  ακολουθία εικόνων video στη 

σωστή κατηγορία. Οι άνθρωποι έχουν την ικανότητα µε λίγη προσπάθεια να 

αναγνωρίζουν ένα πλήθος αντικειµένων σε εικόνες, παρά το γεγονός ότι η εικόνα των 

αντικειµένων µπορεί να µην είναι και τόσο ευδιάκριτη και τα αντικείµενα να µην 

προβάλλονται σωστά λόγω κακών συνθηκών φωτισµού και µεταβολών στην κλίµακα 

κ.α. Η ικανότητα αυτή του ανθρώπου ξεκινάει από την παιδική του ηλικία και 

σταδιακά µέσω των διαδικασιών µάθησης του εγκεφάλου, το οπτικό σύστηµα 

εξελίσσεται φτάνοντας σε υψηλά επίπεδα.  

 

Οι παράγοντες που δυσχεραίνουν την επίλυση του προβλήµατος της αναγνώρισης 

προσώπων µπορούν να συνοψιστούν στα παρακάτω σηµεία: 

• Ποικιλία της εµφάνισης µέσα στην ίδια κατηγορία. 
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• ∆ιαφορετικές εκφράσεις του ίδιου προσώπου.  

• Μεταβολή του φωτισµού. 

• Αλληλοεπικαλύψεις ή απόκρυψη από άλλα αντικείµενα όπως γυαλιά, καπέλα και 

άλλα αξεσουάρ. 

• Αλλαγές στην εµφάνιση λόγω περιστροφής του προσώπου. Αυτό µπορεί να 

οφείλεται είτε σε στροφή του κεφαλιού είτε σε µετακίνηση της κάµερας κατά τη 

λήψη της εικόνας. 

 

Η ταξινόµηση προσώπων µε βάση τα παραπάνω προβλήµατα αποτελεί µια σύνθετη 

διαδικασία εξαιτίας της απαίτησης επεξεργασίας µεγάλου όγκου πληροφορίας, 

σηµαντικό τµήµα της οποίας αποτελούν άχρηστα ή περιττά δεδοµένα. Οι τεχνικές 

αναγνώρισης προσώπων χωρίζονται σε δύο γενικές κατηγορίες: τις τεχνικές 

χαρακτηριστικών (features based techniques) και τις καθολικές προσεγγίσεις (global 

approaches). Στις καθολικές προσεγγίσεις ολόκληρη η εικόνα χρησιµοποιείται ως ένα 

διάνυσµα χαρακτηριστικών (feature vector) διάστασης ίσης µε το µέγεθος της 

εικόνας, ενώ αντίθετα στις τεχνικές χαρακτηριστικών γίνεται εξαγωγή των 

χαρακτηριστικών σηµείων του προσώπου (local features)  και το διάνυσµα της 

εικόνας αποτελείται από αυτά τα χαρακτηριστικά [1]. 

 

Σε ένα σύστηµα αναγνώρισης προσώπων η διαδικασία ταξινόµησης των εικόνων θα 

πρέπει να βασίζεται µόνο στα  χαρακτηριστικά που περιέχουν σηµαντική πληροφορία 

για την εικόνα και είναι απαραίτητα για την κατηγοριοποίησή της.  

Η επιλογή του κατάλληλου υποσυνόλου χαρακτηριστικών αποτελεί κρίσιµο ζήτηµα 

στην κατασκευή ενός µοντέλου ταξινόµησης προτύπων ιδίως σε προβλήµατα όπου τα 

δεδοµένα είναι υψηλής διάστασης. Ένα από τα σηµαντικότερα προβλήµατα της 

µηχανικής µάθησης και της αναγνώρισης προτύπων είναι το πρόβληµα της «κατάρας 

της διάστασης» (curse of dimensionality), στην περίπτωση που τα δεδοµένα είναι 

λίγα αλλά υψηλής διάστασης. Συχνά το µοντέλο ταξινόµησης που παράγεται από τη 

διαδικασία εκπαίδευσης ενός ταξινοµητή σε ένα σύνολο δεδοµένων, ταιριάζει πολύ 

καλά στα δεδοµένα εκπαίδευσης κατατάσσοντάς τα στις σωστές κατηγορίες µε 

υψηλό βαθµό επιτυχίας αλλά όµως η ικανότητα γενίκευσης που έχει, δηλαδή να 

ταξινοµεί άγνωστα µέχρι στιγµής παραδείγµατα δεν είναι αποτελεσµατική (σφάλµα 
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ταξινόµησης σε άγνωστα µέχρις στιγµής δεδοµένα). Το φαινόµενο αυτό ονοµάζεται 

υπερεκπαίδευση (overfitting). Μια βασική αιτία εµφάνισης αυτού του φαινόµενου 

είναι η απουσία ικανοποιητικού αριθµού παραδειγµάτων εκπαίδευσης σε συνδυασµό 

µε τον αυξηµένο αριθµό χαρακτηριστικών δηλαδή τη µεγάλη διάσταση των 

χαρακτηριστικών. Το πρόβληµα του περιορισµένου αριθµού δεδοµένων εκπαίδευσης 

πολλές φορές δεν µπορεί να λυθεί αφού είναι ζήτηµα του πεδίου εφαρµογής του 

προβλήµατος που εξετάζεται κάθε φορά.  Το πρόβληµα της  µείωση της διάστασης 

µπορεί να αµβλυνθεί µέσω τεχνικών  επιλογής χαρακτηριστικών. 

 

Η µείωση της διάστασης σε διάφορα προβλήµατα της υπολογιστικής όρασης 

αντιµετωπίζεται κατά κύριο λόγο µε παραδοσιακές  µεθόδους εξαγωγής 

χαρακτηριστικών (feature extraction) όπως για παράδειγµα τη µέθοδο PCA 

(Principal-Component Analysis) ή τη µέθοδο ICA (Independent-Component 

Analysis).  Αυτές οι µέθοδοι παρουσιάζουν µειονεκτήµατα γιατί δεν χρησιµοποιούν 

κάποιο αποτελεσµατικό σχήµα επιλογής των καταλληλότερων υποσυνόλων 

χαρακτηριστικών, αγνοώντας τη σηµασία της αποµάκρυνσης των περιττών και 

άχρηστων χαρακτηριστικών. Το πρόβληµα αυτό γίνεται ιδιαίτερα έντονο όταν 

υπάρχουν λίγα δεδοµένα και πολλά χαρακτηριστικά [2]. 

 

 Το τελευταίο διάστηµα έχει αναπτυχθεί ένα ιδιαίτερο ενδιαφέρον στην ανάπτυξη και 

χρήση τεχνικών επιλογής χαρακτηριστικών σε εφαρµογές υπολογιστικής όρασης 

όπως object detection [2], face detection [3,4], gender classification [5,6], vehicle 

detection [7], target detection [8], image retrieval [9]. 

1.2 Αντικείµενο της εργασίας  

 

Η παρούσα εργασία εστιάζει στην µείωση της διάστασης στo πρόβληµα της 

αναγνώρισης προσώπων (face recognition) από το πεδίο της υπολογιστικής όρασης 

(computer vision). Το πρόβληµα της επιλογής χαρακτηριστικών µπορεί να 

χαρακτηριστεί και πρόβληµα βελτιστοποίησης αφού αναζητείται το βέλτιστο 

υποσύνολο χαρακτηριστικών σε σχέση µε ένα προκαθορισµένο κριτήριο αξιολόγησης 
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των επιλεγµένων χαρακτηριστικών. Εξαιτίας της πολυπλοκότητας του προβλήµατος 

που εξετάζεται στη παρούσα εργασία λόγω της µεγάλης διάστασης του χώρου των 

δεδοµένων, η µεθοδολογία επιλογής χαρακτηριστικών που προτείνουµε είναι να 

διασπάσουµε τον πολυδιάστατο αρχικό χώρο του προβλήµατος σε υποχώρους 

µικρότερης διάστασης και στη συνέχεια µε στοχαστικές µεθόδους καθολικής 

βελτιστοποίησης, τους Γενετικούς αλγορίθµους και τη µέθοδο της Προσοµοιωµένης 

Ανόπτησης (Simulated Annealing),  να επεξεργαστούµε παράλληλα αυτούς τους 

διανυσµατικούς υποχώρους. 

 

Ο συνδυασµός αυτών των µεθόδων εµφανίζει ένα συγκριτικό πλεονέκτηµα σε σχέση 

µε άλλες µεθόδους επιλογής χαρακτηριστικών σε προβλήµατα υψηλής διάστασης, 

αφού οι Γενετικοί αλγόριθµοι πραγµατοποιούν ταυτόχρονη εξερεύνηση διαφορετικών 

συνδυασµών των υποσυνόλων των χαρακτηριστικών, ενώ η µέθοδος της 

Προσοµοιωµένης Ανόπτησης (Simulated Annealing) ανακαλύπτει µε γρήγορο και 

αποδοτικό τρόπο τους βέλτιστους συνδυασµούς αυτών των υποσυνόλων. Έτσι µε 

αυτό τον τρόπο ανακαλύπτονται χαρακτηριστικά τα οποία αλληλεπιδρούν µεταξύ 

τους αφού έχουν µεγάλη πιθανότητα να βρεθούν στο ίδιο υποσύνολο 

χαρακτηριστικών εξαιτίας του τρόπου εξερεύνησης του Γενετικού αλγορίθµου και 

παράλληλα να εντοπιστούν από τη µέθοδο τοπικής αναζήτησης Simulated Annealing. 

Το γεγονός αυτό αποτελεί ένα κρίσιµο ζήτηµα  υπό την έννοια ότι σηµαντική 

πληροφορική αξία για την ταξινόµηση µπορεί να περιέχεται σε υψηλής τάξης 

συσχετίσεις µεταξύ των χαρακτηριστικών (pixels) των εικόνων.  

1.3 ∆ιάρθρωση της εργασίας   

 

Στο κεφάλαιο 2 της εργασίας γίνεται µια επισκόπηση του προβλήµατος  της µεγάλης 

διάστασης και αναλύονται κάποια σηµαντικά ζητήµατα σχετικά µε την επιλογή 

χαρακτηριστικών. Περιγράφονται οι στρατηγικές αναζήτησης βέλτιστων υποσυνόλων 

χαρακτηριστικών καθώς και οι τεχνικές αξιολόγησης των υποσυνόλων αυτών. 
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Στο κεφάλαιο 3 παρουσιάζονται βασικά ζητήµατα σχετικά µε το θεωρητικό 

υπόβαθρο των Γενετικών αλγορίθµων, της µεθόδου Simulated Annealing 

(Προσοµοιωµένη Ανόπτηση) και των ταξινοµητών SVM (Support Vector Machines). 

 

Στο κεφάλαιο 4 παρουσιάζεται η προτεινόµενη µεθοδολογία επιλογής 

χαρακτηριστικών, µε αναφορά σε διάφορες προσεγγίσεις του µοντέλου υλοποίησης 

και στον υβριδικό αλγόριθµο επιλογής χαρακτηριστικών. 

 

Στη συνέχεια, στο κεφάλαιο 5, αναλύονται τα πειραµατικά αποτελέσµατα σχετικά µε 

την αξιολόγηση της προτεινόµενης µεθόδου σε πραγµατικά  σύνολα δεδοµένων 

εικόνων προσώπου. Επίσης γίνεται  συγκριτική αξιολόγηση  των αποτελεσµάτων µε 

άλλες τεχνικές επιλογής χαρακτηριστικών.  

 

Τέλος στο κεφάλαιο 6, παρουσιάζονται τα συµπεράσµατα σχετικά µε την εφαρµογή 

της προτεινόµενης µεθόδου για την επιλογή χαρακτηριστικών στο πρόβληµα της 

ταξινόµησης εικόνων. 
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ΚΕΦΑΛΑΙΟ 2. ΕΠΙΛΟΓΗ ΧΑΡΑΚΤΗΡΙΣΤΙΚΩΝ 

 

2.1 Εισαγωγή στο πρόβληµα   

2.2 Επιλογή χαρακτηριστικών 

2.3 Τεχνικές Αναζήτησης 

2.4 Μέθοδοι Αξιολόγησης Wrapper 

2.5 Μέθοδοι Αξιολόγησης µε Φίλτρα 

       2.5.1 Αµοιβαία Πληροφορία (mutual information) 

       2.5.2 Αλγόριθµος RELIEF-F 

2.6 Embedded Μέθοδοι Αξιολόγησης 

2.1 Εισαγωγή  στο πρόβληµα 

 

Σε πολλούς τοµείς της υπολογιστικής όρασης όπως η αναγνώριση προσώπων (face 

recognition), συναντάει κανείς το φαινόµενο, τα στιγµιότυπα των δεδοµένων του 

προβλήµατος να προσδιορίζονται από ένα τεράστιο αριθµό χαρακτηριστικών δηλαδή 

να είναι υψηλής διάστασης. Θα πρέπει λοιπόν πριν την εφαρµογή οποιασδήποτε 

άλλης διαδικασίας, να προσδιορίσουµε ακριβώς εκείνα µόνο τα χαρακτηριστικά που 

περιγράφουν µε επάρκεια τα δεδοµένα µας και αποτελούν χρήσιµη πληροφορία για 

την αναπαράσταση των λύσεων του προβλήµατος. 

 

Το  παραπάνω πρόβληµα της µεγάλης διάστασης συνδέεται άµεσα µε το πρόβληµα 

της «κατάρας της διαστατικότητας» (curse of dimensionality), σύµφωνα µε  το οποίο 

η αύξηση του αριθµού των χαρακτηριστικών πρέπει να συνοδεύεται από εκθετική 

αύξηση του αριθµού των παραδειγµάτων (στιγµιότυπα του προβλήµατος).  
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Στον πραγµατικό κόσµο πολλές φορές  τα σύνολα δεδοµένων περιέχουν δεκάδες 

χαρακτηριστικά και άρα είµαστε αναγκασµένοι να διαθέτουµε και έναν µεγάλο 

αριθµό παραδειγµάτων. Αυτό δεν είναι εφικτό ούτε επιθυµητό τις περισσότερες 

φορές να γίνει. Στην πλειοψηφία των περιπτώσεων όπου εργαζόµαστε µε σύνολα 

δεδοµένων υψηλής διάστασης, πολλά χαρακτηριστικά είναι περιττά ή άσχετα µε την 

επίλυση του προβλήµατος  και προκαλούν σύγχυση στους αλγόριθµους ταξινόµησης 

ή οµαδοποίησης µειώνοντας την απόδοσή τους, ενώ παράλληλα προκύπτουν 

προβλήµατα τόσο στο σχεδιασµό όσο και στη διαχείριση του χρόνου εκτέλεσης και 

της κατανάλωσης υπολογιστικών πόρων.  

 

Λύση στο παραπάνω πρόβληµα προσπαθούν να δώσουν οι τεχνικές µείωσης 

διαστάσης (Dimensionality Reduction – DR), οι οποίες προβάλουν ένα σύνολο από 

διανύσµατα υψηλής διάστασης του χώρου nR  σε ένα νέο χώρο χαµηλότερης 

διάστασης R k  (συνήθως nk << ) διατηρώντας ταυτόχρονα τις πιο σηµαντικές 

ιδιότητες των δεδοµένων. Στη βιβλιογραφία αναφέρονται δύο βασικές τεχνικές  

µείωσης της διάστασης: η µείωση της διάστασης µέσω µεθόδων επιλογής 

χαρακτηριστικών (feature selection) και η µείωση της διάστασης µέσω µεθόδων 

εξαγωγής χαρακτηριστικών (feature extraction). Συγκεκριµένα: 

• Η επιλογή χαρακτηριστικών (feature selection) σε προβλήµατα ταξινόµησης,  

ορίζεται ως η διαδικασία  εντοπισµού των χαρακτηριστικών τα οποία είναι 

απαραίτητα για τη σωστή κατάταξη των παραδειγµάτων στις κατηγορίες. 

• Η εξαγωγή χαρακτηριστικών (feature extraction), ορίζεται ως η διαδικασία 

δηµιουργίας ενός υποσυνόλου χαρακτηριστικών µέσω µετασχηµατισµών του 

αρχικού χώρου των δεδοµένων. 

 

Στον τοµέα της υπολογιστικής όρασης και ειδικότερα στην αναγνώριση αντικειµένων 

η πιο δηµοφιλής τεχνικής εξαγωγής χαρακτηριστικών είναι η µέθοδος Ανάλυσης 

Κυρίων Συνιστωσών (Principal Component Analysis - PCA). Αποτελεί µια µη 

επιβλεπόµενη τεχνική και ανήκει στην κατηγορία των µεθόδων γραµµικού 

µετασχη,µατισµού δεδοµένων σε ένα χώρο χαµηλότερης διάστασης. Οι Sirovich και 

Kirby εισήγαγαν πρώτοι τη µέθοδο PCA στο πεδίο της αναγνώρισης εικόνων [10]. Οι 
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Turk και Pentland καθιέρωσαν την έννοια των eigenfaces στον τοµέα της 

αναγνώρισης προσώπων [11]. Η µέθοδος PCA δεν λαµβάνει υπόψη σχέσεις 

εξάρτησης µεταξύ τριών ή περισσότερων pixels και το γεγονός αυτό δηµιουργεί 

πρόβληµα, αφού σηµαντική πληροφορική αξία µπορεί να περιέχεται σε υψηλής τάξης 

συσχετίσεις µεταξύ των χαρακτηριστικών (pixels). Το µειονέκτηµα αυτό καλύπτει η 

µέθοδος KPCA (Kernel Principal Component Analysis) η οποία αποτελεί επέκταση 

της µεθόδου PCA. Μετασχηµατίζει τον αρχικό χώρο µε µη γραµµικό τρόπο στο χώρο 

των χαρακτηριστικών και προσδιορίζει τα κύρια συστατικά του χώρου αυτού. Επίσης 

άλλες τεχνικές εξαγωγής χαρακτηριστικών, όπως η Ανάλυση Γραµµικού 

∆ιαχωρισµού (linear discriminant analysis-LDA) και ICA (independent components 

analysis),χρησιµοποιούνται σε προβλήµατα  αναγνώρισης αντικειµένων µε στόχο τη 

µείωση της διάστασης των δεδοµένων [12,13].  

 

Οι παραπάνω µέθοδοι σε γενικές γραµµές δεν χρησιµοποιούν κάποιο αποτελεσµατικό 

σχήµα επιλογής ενός κατάλληλου υποσυνόλου χαρακτηριστικών και λειτουργούν 

περισσότερο σαν µέθοδοι ταξινόµησης και όχι σαν µέθοδοι που απορρίπτουν περιττά 

και άχρηστα χαρακτηριστικά. Ειδικότερα, παρουσιάζουν προβληµατική συµπεριφορά 

όταν τα διαθέσιµα δεδοµένα είναι περιορισµένα και ο  αριθµός των χαρακτηριστικών 

αρκετά µεγάλος. Για το σκοπό αυτό συνήθως χρησιµοποιούνται σε συνδυασµό µε 

κάποιες άλλες τεχνικές επιλογής χαρακτηριστικών όπως για παράδειγµα τους 

Γενετικούς Αλγορίθµους [2]. 

2.2 Επιλογή χαρακτηριστικών  

 

Το πρόβληµα της επιλογής χαρακτηριστικών από µια άποψη µπορεί να 

χαρακτηριστεί και πρόβληµα βελτιστοποίησης αφού αναζητείται το βέλτιστο 

υποσύνολο χαρακτηριστικών σε σχέση µε κάποιο κριτήριο αξιολόγησης, όπως η 

απόδοση ενός ταξινοµητή ή µια άλλη συνάρτηση αξιολόγησης. 

Αναλυτικότερα το πρόβληµα µπορεί να οριστεί ως εξής: 
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Όλα τα δυνατά υποσύνολα χαρακτηριστικών ορίζουν τον χώρο των υποψήφιων 

λύσεων. Με δεδοµένο  ότι ο αριθµός των υποσυνόλων αυτών αυξάνεται εκθετικά µε 

το πλήθος των χαρακτηριστικών N και γίνεται ίσος µε 2
Ν
 κάνει το πρόβληµα της 

αποτίµησης όλων αυτών των συνόλων πρακτικά ασύµφορο και σε µερικές 

περιπτώσεις αδύνατον να λυθεί. Για την αντιµετώπιση αυτού του προβλήµατος 

χρησιµοποιούνται διάφορες τεχνικές  αναζήτησης που βασίζονται σε διάφορους 

αλγόριθµους αναζήτησης ντετερµινιστικούς ή στοχαστικούς αντίστοιχα. 

 

Η επιλογή ενός βέλτιστου υποσυνόλου χαρακτηριστικών απαιτεί δύο βασικά στοιχεία 

που πρέπει να καθοριστούν: 

• τον τρόπο µε τον οποίο θα γίνει η αναζήτηση των υποψηφίων λύσεων  

• την αντικειµενική συνάρτηση αξιολόγησης βάση της οποίας γίνεται η επιλογή 

των βέλτιστων υποσυνόλων. 

 

Όσο αφορά τον τρόπο αναζήτησης των υποψηφίων λύσεων υπάρχουν οι ακόλουθες 3 

στρατηγικές αναζήτησης: 

Exhaustive search (εξαντλητική αναζήτηση): Η εξαντλητική αναζήτηση είναι κύριο 

χαρακτηριστικό των αλγορίθµων αυτής της κατηγορίας και για το λόγο αυτό είναι 

απαγορευτική η χρήση τους στην επιλογή χαρακτηριστικών σε δεδοµένα υψηλής 

διάστασης αφού αποτιµούν ένα πλήθος υποσυνόλων που αυξάνεται εκθετικά µε τη 

διάσταση. 
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Heuristic (Ευρετικές): Χτίζουν προσθετικά ή αφαιρετικά τα υποψήφια υποσύνολα 

µε σειριακό τρόπο (προσθέτουν ή αφαιρούν χαρακτηριστικά σειριακά) αλλά τείνουν 

να παγιδεύονται σε τοπικά ελάχιστα. 

 

Randomized (στοχαστικές): Επιστρατεύουν το τυχαίο ψάξιµο τους για να 

αποφύγουν την παγίδευση σε τοπικά ελάχιστα. Εφαρµόζουν τυχαία δειγµατοληψία 

ενός προεπιλεγµένου πλήθους Ν τυχαίων σηµείων  οµοιόµορφα κατανεµηµένων στον 

χώρο αναζήτησης και αναζητούν το καλύτερο.  

 

Όσο αφορά τη µεθοδολογία αξιολόγησης για την επιλογή των βέλτιστων υποσυνόλων 

των χαρακτηριστικών οι µέθοδοι επιλογής χαρακτηριστικών χωρίζονται σε τρεις 

κατηγορίες:  

Filter: Η µέθοδος των φίλτρων πραγµατοποιεί ανεξάρτητη αποτίµηση των 

υποσυνόλων των χαρακτηριστικών βασιζόµενη σε διάφορα στατιστικά µέτρα, όπως 

για παράδειγµα το µέτρο της αµοιβαίας πληροφορίας (mutual information). 

 

Wrapper: Στην κατηγορία αυτή εντάσσονται όλοι οι αλγόριθµοι επιλογής 

χαρακτηριστικών που χρησιµοποιούν την ακρίβεια ταξινόµησης ως κριτήριο 

αξιολόγησης των υποσυνόλων. 

 

Embedded: Στην κατηγορία αυτή συναντούµε µεθόδους που έχουν σχεδιαστεί µε 

στόχο να δουλεύουν σε συνεργασία µε ένα ταξινοµητή συγκεκριµένου τύπου. Σε 

αντίθεση µε τους wrappers που απλώς χρησιµοποιούν την έξοδο ενός ταξινοµητή, οι 

µέθοδοι αυτές επιλέγουν χαρακτηριστικά ενσωµατώνοντας περιορισµούς στο 

µοντέλο του ταξινοµητή. 

 

Στη  ενότητα 2.3 γίνεται παρουσίαση κάποιων γνωστών µεθόδων αναζήτησης που  

βασίζονται στις στρατηγικές αναζήτησης που αναφέρθηκαν πιο πάνω. 
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2.3 Τεχνικές Αναζήτησης  

 

Ο αλγόριθµος Forward selection είναι ένας απλός σειριακός greedy αλγόριθµος, ο 

οποίος ξεκινάει µε ένα κενό υποσύνολο χαρακτηριστικών. Σε κάθε βήµα εξετάζονται 

όλα τα υποσύνολα που προκύπτουν από την προσθήκη ενός χαρακτηριστικού στο 

τρέχον υποσύνολο. Το χαρακτηριστικό που βελτιώνει σε συνδυασµό µε τα ήδη 

υπάρχοντα χαρακτηριστικά την απόδοση του υποσυνόλου σύµφωνα πάντα µε το 

κριτήριο αξιολόγησης προστίθεται στο υποσύνολο. Η επέκταση των υποσυνόλων 

µπορεί να σταµατήσει µε βάση κάποια συνθήκη τερµατισµού εκτελώντας σταθερό 

αριθµό βηµάτων ή µε δυναµικό τρόπο όπως για παράδειγµα αν κανένα από τα 

παραγόµενα υποσύνολα δεν οδήγησε σε καλύτερη απόδοση. Ο αλγόριθµος forward 

selection έχει καλύτερη απόδοση όταν είναι περιορισµένο το πλήθος των βέλτιστων 

χαρακτηριστικών. Το βασικότερο µειονέκτηµα του είναι ότι δεν µπορεί σε επόµενο 

βήµα να αφαιρέσει χαρακτηριστικά που έχουν ήδη ενσωµατωθεί σε κάποιο 

υποσύνολο. Επιπλέον κινδυνεύει να παγιδευτεί σε τοπικά ελάχιστα. 

 

Ο αλγόριθµος Backward elimination ακολουθεί παρόµοια προσέγγιση µε τον 

προηγούµενο αλγόριθµο µε τη µόνη διαφορά όµως ότι το αρχικό υποσύνολο περιέχει 

όλα τα χαρακτηριστικά και η διαδικασία επιλογής είναι αφαιρετική. Σε κάθε 

επανάληψη αποµιµούνται όλα τα υποσύνολα που προκύπτουν µε τη διαγραφή ενός 

χαρακτηριστικού από το τρέχον υποσύνολο. Τελικά διαγράφεται αυτό του οποίου η 

απουσία οδηγεί στη µεγαλύτερη απόδοση ως προς το κριτήριο αξιολόγησης. Ο 

αλγόριθµος έχει καλή απόδοση όταν το βέλτιστο υποσύνολο έχει πολλά 

χαρακτηριστικά, καθώς εξετάζει αρχικά τα µεγάλα υποσύνολα. Το βασικότερο 

µειονέκτηµα του είναι ότι δεν µπορεί σε επόµενο βήµα να επανεκτιµήσει 

χαρακτηριστικά που έχουν ήδη απορριφθεί. Επιπλέον και αυτός κινδυνεύει να 

παγιδευτεί σε τοπικά ελάχιστα. 

 

Ο αλγόριθµος Plus l – take away r αποτελεί µια προέκταση των forward selection και 

backward elimination. Σε µια τυπική επανάληψη του αλγορίθµου, ξεκινώντας από 

υποσύνολο µεγέθους Ν, προστίθενται L χαρακτηριστικά. Στη συνέχεια εξετάζονται 

τα σύνολα που προκύπτουν από τη διαγραφή ενός χαρακτηριστικού µε σκοπό να 
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βρεθεί κάποιο υποσύνολο µεγέθους (Ν+L)-1 µε απόδοση καλύτερη από το  

προηγούµενο ίδιου µεγέθους. Τελικά γίνονται R διαγραφές, πριν η µέθοδος συνεχίσει 

και πάλι µε την προσθήκη L χαρακτηριστικών. Η ιδέα είναι να αποφευχθούν τα 

προβλήµατα των προηγούµενων αλγορίθµων forward selection και backward 

elimination οι οποίες δεν µπορούν να αφαιρέσουν ή να  προσθέσουν αντίστοιχα 

χαρακτηριστικά που έχουν ληφθεί υπόψη στη δηµιουργία των υποσυνόλων σε 

προηγούµενες επαναλήψεις.  Το σκεπτικό είναι να λαµβάνονται υπόψη συσχετίσεις 

ανάµεσα στα χαρακτηριστικά που ενσωµατώνονται ή αφαιρούνται από τα υποσύνολα 

σε επόµενες επαναλήψεις. Το βασικό µειονέκτηµά του είναι η αρχικοποίηση των L 

και R σε βέλτιστες τιµές. 

 

Ο αλγόριθµος Best first search κρατά όλες τις καταστάσεις στο χώρο αναζήτησης. 

Συγκεκριµένα όλες οι καταστάσεις (υποσύνολα χαρακτηριστικών) που προκύπτουν 

αξιολογούνται και τοποθετούνται σε µια λίστα. Στη συνέχεια σε κάθε βήµα 

εντοπίζεται η καλύτερη σύµφωνα µε τη συνάρτηση αξιολόγησης και αυτή είναι που 

θα επεκταθεί. Οι καταστάσεις που θα προκύψουν από αυτήν την κατάσταση 

αξιολογούνται και αυτές µε τη σειρά τους και µπαίνουν στη λίστα.  της αξιολόγησής 

τους. Η διαδικασία τερµατίζει αν µετά από Ν διαδοχικές επεκτάσεις δεν προκύψει 

κάποια κατάσταση που να βελτιώνει την απόδοση. Η µέθοδος αυτή έχει µεγάλη 

πολυπλοκότητα.  

2.4 Μέθοδοι Αξιολόγησης Wrapper 

 

Η φιλοσοφία της µεθοδολογίας  wrapper απαιτεί το συνδυασµό ενός ταξινοµητή µε 

µια µέθοδο αναζήτησης βέλτιστων χαρακτηριστικών. Ο ταξινοµητής αποτιµά κάθε 

φορά το υποέξεταση υποσύνολο χαρακτηριστικών και επιστρέφει την απόδοσή του 

σε αυτό το υποσύνολο. Η αξιολόγηση ενός υποψήφιου υποσυνόλου 

χαρακτηριστικών, έστω Μ, γίνεται ως εξής: Τα δεδοµένα εκπαίδευσης χωρίζονται σε 

δύο σύνολα, εκπαίδευσης (training) και επικύρωσης (validation). Από τα 

παραδείγµατα και των δύο συνόλων διαγράφονται τα χαρακτηριστικά που δεν 

ανήκουν στο υποψήφιο υποσύνολο Μ. Ο ταξινοµητής εκπαιδεύεται στο 
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τροποποιηµένο σύνολο εκπαίδευσης που προκύπτει και στη συνέχεια κατατάσσει τα 

παραδείγµατα του τροποποιηµένου συνόλου επικύρωσης. Η ακρίβεια ταξινόµησης 

που επιτυγχάνεται στο σύνολο επικύρωσης είναι το κριτήριο αξιολόγησης [14]. 

 

Όταν τα διαθέσιµα παραδείγµατα είναι λίγα, χρησιµοποιείται συνήθως η τεχνική 

cross validation (διασταυρωµένη επικύρωση). Η µέθοδος της διασταυρωµένης 

επικύρωσης k-πτυχών  (k-fold cross–validation) ακολουθεί τα παρακάτω βήµατα : 

• ∆ιάσπαση των δεδοµένων σε k ισοµερή ξένα υποσύνολα. 

• Επιλογή του 1
ου

  υποσυνόλου ως σύνολο επικύρωσης και των υπόλοιπων k-1 

υποσυνόλων για την εκπαίδευση του ταξινοµητή. 

• ∆ηµιουργία µοντέλου ταξινόµησης και εκτίµηση του µέτρου σφάλµατος. 

• Επιλογή του επόµενου υποσυνόλου  για επικύρωση και χρήση των υπόλοιπων ως  

δεδοµένα εκπαίδευσης. 

• Επανάληψη της διαδικασίας µέχρι κάθε υποσύνολο να χρησιµοποιηθεί για 

επικύρωση. 

• Υπολογισµός του µέσου όρου της ακρίβειας ταξινόµησης σε κάθε επανάληψη της 

διαδικασίας.   

 

Ο µέσος όρος της ακρίβειας ταξινόµησης στα διαφορετικά σύνολα επικύρωσης είναι 

και το κριτήριο αξιολόγησης. Η αξιολόγηση των υποσυνόλων των χαρακτηριστικών 

µε βάση την απόδοση του ταξινοµητή απαιτεί την κατασκευή ενός µοντέλου 

ταξινόµησης για κάθε υποσύνολο χαρακτηριστικών που εξετάζεται και αυτό έχει ως 

συνέπεια το αυξηµένο υπολογιστικό κόστος. Το µειονέκτηµα αυτό µπορεί να 

ξεπεραστεί µε τη χρήση τεχνολογιών παράλληλης επεξεργασίας. 

2.5 Μέθοδοι Αξιολόγησης µε Φίλτρα 

 

Η µέθοδος των φίλτρων πραγµατοποιεί ανεξάρτητη αποτίµηση των υποσυνόλων των 

χαρακτηριστικών  βασιζόµενη σε διάφορα στατιστικά µέτρα. Στη γενική περίπτωση 

κάθε χαρακτηριστικό αξιολογείται µε βάση τη συσχέτισή του µε τις κατηγορίες. Όσο 

µεγαλύτερη συσχέτιση υπάρχει, τόσο πιο χρήσιµο θεωρείται το χαρακτηριστικό. 
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Αυτή η προσέγγιση παρουσιάζει κάποια µειονεκτήµατα µε κυριότερο την αποτυχία 

εντοπισµού συσχετίσεων ανάµεσα στα χαρακτηριστικά αφού κάθε χαρακτηριστικό 

αξιολογείται ξεχωριστά από τα υπόλοιπα. Για το σκοπό αυτό έχουν αναπτυχθεί και 

µέθοδοι οι οποίες αξιολογούν τα χαρακτηριστικά λαµβάνοντας υπόψη και την 

παρουσία άλλων χαρακτηριστικών στο ίδιο υποσύνολο [17].  

2.5.1 Αµοιβαία Πληροφορία (mutual information) 

 

Ένα  µέτρο της εξάρτησης µεταξύ δύο τυχαίων µεταβλητών  είναι η αµοιβαία 

πληροφορία (mutual information). Η αµοιβαία πληροφορία σχετίζεται µε την 

εντροπία της πληροφορίας που είναι µέτρο της αβεβαιότητας για την τιµή µιας 

τυχαίας µεταβλητής. 

Έστω  ότι έχουµε: 

• k διαφορετικές τιµές για µια κατηγορία  Υ 

• pi την πιθανότητα εµφάνισης της τιµής  i για την κατηγορία Υ, τότε η εντροπία 

της πληροφορίας για την κατηγορία S υπολογίζεται από τον τύπο: 

)(log)(
1

2 i

k

i

i ppYH ∑
=

−=  

Η πρόβλεψη της κατηγορίας χωρίς την γνώση κάποιου χαρακτηριστικού γίνεται 

καθαρά στην τύχη. Η εντροπία εκφράζει την αβεβαιότητα που υπάρχει στην 

πρόβλεψη αυτή. Ελάχιστη τιµή εντροπίας ίση µε 0 φανερώνει µε µέγιστη βεβαιότητα 

την εµφάνιση της τιµής i της κατηγορίας Υ . Η µέγιστη τιµή εντροπίας αντίθετα, 

φανερώνει τη µέγιστη αβεβαιότητα για την πρόβλεψη της τιµής µιας κατηγορίας. Η 

µέγιστη τιµή εντροπίας επιτυγχάνεται, όταν οι πιθανότητες εµφάνισης  όλων των 

τιµών για την κατηγορία S είναι ίσες δηλαδή  pi=1/k.  

Εάν τώρα γνωρίζουµε ότι για ένα παράδειγµα που θέλουµε να ταξινοµήσουµε και τις 

τιµές που λαµβάνει το χαρακτηριστικό Χ τότε η εντροπία είναι: 

∑
=

=−=
m

j

jj xXYHxpXYH
1

)|()()|(  

Όπου x )(XValues∈  

)|()();( XYHYHYXI −=  
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Με λίγα λόγια, η διαφορά της πληροφορίας για την τιµή της κατηγορίας Υ πριν τη 

γνώση των τιµών του χαρακτηριστικού Χ και της πληροφορίας για την κατηγορία 

µετά τη γνώση των τιµών του Χ φανερώνει το µέγεθος της χρησιµότητας του 

χαρακτηριστικού για την κατηγορία. Όσο µεγαλύτερη είναι η διαφορά αυτή τόσο πιο 

χρήσιµο είναι το χαρακτηριστικό αυτό. Όταν µειώνεται η πληροφοριακή εντροπία, 

αυξάνεται η πυκνότητα πληροφορίας και άρα η περιγραφή γίνεται περισσότερο 

συµπαγής. Από όλους τους δυνατούς διαχωρισµούς για όλες τις ιδιότητες του 

συνόλου S επιλέγεται αυτός που δίνει το µεγαλύτερο κέρδος πληροφορίας. 

2.5.2 Αλγόριθµος RELIEF-F 

 

Ο αλγόριθµος RELIEF-F [15]  αποτελεί µια εξέλιξη του αλγόριθµου RELIEF που 

εφάρµοσαν αρχικά οι Κira και Rendell. Ο αλγόριθµος RELIEF-F ανήκει στην 

κατηγορία των φίλτρων εξετάζοντας συσχετίσεις των τιµών των µεταβλητών 

ανάµεσα σε διαφορετικά στιγµιότυπα του προβλήµατος. Μπορεί να διαχειριστεί  και 

περιπτώσεις multi-class προβληµάτων επιλογής χαρακτηριστικών.  

Τα βήµατα του αλγορίθµου περιγράφονται ως εξής: 
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Η κύρια ιδέα του αλγορίθµου Relief εντοπίζεται στον υπολογισµό της  διαχωριστικής 

ικανότητας των χαρακτηριστικών βάση των τιµών τους σε κοντινά στιγµιότυπα του 

συνόλου εκπαίδευσης. Το σκεπτικό είναι ότι  ένα χαρακτηριστικό µε µεγάλη 

διακριτική ικανότητα, πρέπει να λαµβάνει διαφορετικές τιµές µεταξύ παραδειγµάτων 

που ανήκουν σε διαφορετικές κατηγορίες και πρέπει να έχει την ίδια τιµή για 

παραδείγµατα της ίδιας κατηγορίας. 

 

Για ένα τυχαία επιλεγµένο στιγµιότυπο Ri, η µέθοδος ψάχνει τους κοντινότερους 

γείτονές του από τα στοιχεία του συνόλου εκπαίδευσης ως εξής: 

• k παραδείγµατα  του συνόλου εκπαίδευσης που είναι κοντά στο  Ri και ανήκουν 

στην ίδια κατηγορία µε αυτό. Τα k αυτά παραδείγµατα ονοµάζονται κοντινότερες 

επιτυχίες (nearest hits) και, 

• k παραδείγµατα από διαφορετική κατηγορία τα οποία βρίσκονται σε ελάχιστη 

απόσταση από το  Ri  και  ονοµάζονται κοντινότερες αποτυχίες (nearest miss). 

 

Τα m και k είναι παράµετροι που καθορίζονται από το χρήστη. Με m συµβολίζουµε 

το πόσες φορές θα αντλήσουµε παραδείγµατα από ένα σύνολο εκπαίδευσης (ένα 

παράδειγµα κάθε φορά) και µε k τον αριθµό τον αριθµό των κοντινότερων γειτόνων 

του επιλεγµένου παραδείγµατος Ri. Με a συµβολίζουµε τον αριθµό των 

χαρακτηριστικών.  

Η κύρια φιλοσοφία του αλγορίθµου συµπυκνώνεται στις γραµµές 8-9 και είναι η 

εξής: Αν το παράδειγµα iR   και τα k κοντινότερα παραδείγµατα )( ij RclassH ∈  

µοιράζονται διαφορετικές τιµές για ένα χαρακτηριστικό A τότε το χαρακτηριστικό Α 

διαχωρίζει παραδείγµατα που ανήκουν στην ίδια κλάση και αυτό δεν είναι επιθυµητό 

από τον αλγόριθµο και έτσι µειώνεται η ποσότητα W[A]. 

Αντίθετα αν το παράδειγµα iR  και τα τα k κοντινότερα παραδείγµατα  

)(),( ij RclassCόCM ∉  που  µοιράζονται διαφορετικές τιµές για ένα χαρακτηριστικό 

A τότε το χαρακτηριστικό Α διαχωρίζει παραδείγµατα που ανήκουν σε διαφορετικές 

κατηγορίες και αυτό είναι επιθυµητό από τον αλγόριθµο και έτσι µεταβάλλεται 

θετικά  η ποσότητα W[A]. Εποµένως, µία µεγάλη τιµή W[Α] σηµατοδοτεί ένα 

χαρακτηριστικό µε καλή διακριτική ικανότητα. 
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Η συνάρτηση  diff (γραµµές 8-9) ορίζει τη διαφορά στις τιµές ενός χαρακτηριστικού 

Α ανάµεσα σε δύο παραδείγµατα I1 και Ι2. Αναλυτικότερα: 

 

Για ονοµαστικές µεταβλητές έχει τη µορφή: 







 =

=
ά

IAvalueIAvalue
IIAdiff

διαφορετικ   
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Για αριθµητικές µεταβλητές έχει τη µορφή: 

)min()max(
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),,( 21
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Επίσης η συνάρτηση diff χρησιµοποιείται επίσης για τον εύρεση των k κοντινότερων  

παραδειγµάτων του επιλεγµένου παραδείγµατος iR . Η συνολική απόσταση ενός 

παραδείγµατος I από το  iR   υπολογίζεται ως το άθροισµα των αποστάσεων για όλες 

τα χαρακτηριστικά (µεταβλητές). 

),,(),(
1

IRAdiffIRdist i

a

A

i ∑
=

=  

2.6 Embedded Μέθοδοι Αξιολόγησης 

 

Στην κατηγορία αυτή συναντούµε µεθόδους παρόµοιας περίπου φιλοσοφίας µε τους 

wrapper. Η διαφορά τους έχει να κάνει µε τον τρόπο αξιολόγησης των 

χαρακτηριστικών. Ενώ οι wrapper  απλώς χρησιµοποιούν την έξοδο ενός ταξινοµητή  

δηλαδή την απόδοσή του, οι embedded µέθοδοι αξιολογούν µε βάση το πως 

επηρεάζονται κάποιες παράµετροι που εµπλέκονται στη διαδικασία εκπαίδευσης του 

ταξινοµητή. Χαρακτηριστικό παράδειγµα embedded µεθόδου αποτελεί ο αλγόριθµος 

SVM-RFE (Recursive Feature Elimination using SVM classifiers – Αναδροµική 

Εξάλειψη Χαρακτηριστικών µε χρήση ταξινοµητών SVM) ο οποίος  εκτελεί µια 

backward elimination διαδικασία (αναδροµική διαδικασία εξάλειψης), σε κάθε βήµα 

της οποίας διαγράφεται το λιγότερο σηµαντικό χαρακτηριστικό. Λιγότερο σηµαντικό 

θεωρείται το χαρακτηριστικό του οποίου η διαγραφή θα προκαλούσε τη µικρότερη 
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µείωση του περιθωρίου. Ο αλγόριθµος ξεκινά εκπαιδεύοντας τον ταξινοµητή SVM 

χρησιµοποιώντας όλα τα χαρακτηριστικά. Από την εκπαίδευση υπολογίζονται το 

διάνυσµα βαρών w και η πόλωση b. Αν υποθέσουµε ότι χρησιµοποιείται γραµµικός 

πυρήνας, το χαρακτηριστικό που αντιστοιχεί στην ελάχιστη κατά απόλυτη τιµή 

συνιστώσα του διανύσµατος w, είναι αυτό του οποίου η διαγραφή θα προκαλούσε τη 

µικρότερη µείωση του περιθωρίου [16,17]. Το χαρακτηριστικό απορρίπτεται και ο 

ταξινοµητής εκπαιδεύεται λαµβάνοντας υπόψη τα εναποµείναντα χαρακτηριστικά. 

Με τον ίδιο τρόπο το λιγότερο σηµαντικό χαρακτηριστικό διαγράφεται και η 

διαδικασία συνεχίζει ωσότου αποµείνει ένας προκαθορισµένος αριθµός 

χαρακτηριστικών. 
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ΚΕΦΑΛΑΙΟ 3. ΜΕΘΟ∆ΟΙ ΒΕΛΤΙΣΤΟΠΟΙΗΣΗΣ 

ΣΤΗΝ ΕΠΙΛΟΓΗ ΧΑΡΑΚΤΗΡΙΣΤΙΚΩΝ  

 

3.1 Εισαγωγή 

3.2 Γενετικοί αλγόριθµοι  

 3.2.1 Εισαγωγή-Βιολογική προσέγγιση  

 3.2.2 Επιλογή χαρακτηριστικών και Γενετικοί Αλγόριθµοι 

 3.2.3 ∆οµή και Λειτουργία Γενετικού Αλγορίθµου 

 3.2.4 Θεωρητική θεµελίωση Γενετικών Αλγορίθµων  

3.3 Simulated Annealing (Προσοµοιωµένη Ανόπτηση) 

3.4 Ταξινοµητής SVM (Support Vector Machine) 

3.1 Εισαγωγή 

 

Το πρόβληµα της επιλογής χαρακτηριστικών όπως αναφέρθηκε στο Κεφάλαιο 2 

µπορεί να χαρακτηριστεί και πρόβληµα βελτιστοποίησης αφού αναζητείται το 

βέλτιστο υποσύνολο χαρακτηριστικών σε σχέση µε ένα προκαθορισµένο κριτήριο 

αξιολόγησης των επιλεγµένων χαρακτηριστικών. Εξαιτίας της πολυπλοκότητας του 

προβλήµατος που εξετάζεται στη παρούσα εργασία λόγω της µεγάλης διάστασης του 

χώρου των δεδοµένων, η µεθοδολογία που προτείνουµε βασίζεται σε δύο στοχαστικές 

µεθόδους καθολικής βελτιστοποίησης, τους Γενετικούς αλγορίθµους (Genetic 

algorithms)  και τη µέθοδο της Προσοµοιωµένης Ανόπτησης (Simulated Annealing). 

 

Ο συνδυασµός αυτών των µεθόδων επιλέχθηκε γιατί  οι Γενετικοί αλγόριθµοι 

παρέχουν το πλεονέκτηµα της ταυτόχρονης εξερεύνησης διαφορετικών συνδυασµών 
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των  υποσυνόλων των  χαρακτηριστικών, ενώ η µέθοδος της Προσοµοιωµένης 

Ανόπτησης (Simulated Annealing) µας βοηθάει να ανακαλύψουµε µε γρήγορο  και 

αποδοτικό τρόπο τα βέλτιστα χαρακτηριστικά αυτών των υποσυνόλων. Έτσι, µε αυτό 

τον τρόπο  χαρακτηριστικά τα οποία αλληλεπιδρούν µεταξύ τους έχουν µια µεγάλη 

πιθανότητα να βρεθούν στο ίδιο υποσύνολο χαρακτηριστικών εξαιτίας του τρόπου 

εξερεύνησης των Γενετικών αλγορίθµων και παράλληλα να εντοπιστούν από τη 

µέθοδο τοπικής αναζήτησης Simulated Annealing. 

 

Με βάση τη wrapper µεθοδολογία η οποία αναλύθηκε στο Κεφάλαιο 2 απαιτείται και 

η χρήσης ενός ταξινοµητή  µαζί µε τις παραπάνω µεθόδους αναζήτησης. Ο 

ταξινοµητής που επιλέχθηκε είναι ο SVM (Support Vector Machines) o οποίος 

αποτελεί µια από τις πιο αξιόπιστες µεθόδους για δύσκολα προβλήµατα ταξινόµησης. 

Στη συνέχεια του κεφαλαίου γίνεται αναφορά στο θεωρητικό υπόβαθρο των µεθόδων 

της προτεινόµενης wrapper µεθοδολογίας ξεκινώντας από τους Γενετικούς 

αλγόριθµους. 

3.2 Γενετικοί Αλγόριθµοι 

3.2.1 Εισαγωγή-Βιολογική προσέγγιση 

 

Οι Γενετικοί αλγόριθµοι (ΓΑ) είναι µέλη της κατηγορίας των εξελικτικών 

αλγορίθµων. Οι εξελικτικοί αλγόριθµοι βασίζονται στην αρχή της φυσικής εξέλιξης 

δηλαδή της επιβίωσης των ισχυρότερων. Σε αντίθεση µε τις κλασικές µεθόδους 

αναζήτησης, δε χρησιµοποιούν µοναδικό σηµείο αναζήτησης (single-point search), 

αλλά ένα πληθυσµό σηµείων που ονοµάζονται άτοµα (individuals). Κάθε άτοµο 

αντιπροσωπεύει µία πιθανή λύση για το σχεδιαστικό πρόβληµα. Στους αλγόριθµους 

αυτούς, ο πληθυσµός εξελίσσεται προς συνεχώς καλύτερες περιοχές του χώρου 

αναζήτησης, χρησιµοποιώντας τεχνικές όπως είναι η επιλογή, η διασταύρωση και η  

µετάλλαξη.  
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Η µοντελοποίηση των Γενετικών αλγόριθµων είναι εµπνευσµένη από τη θεωρία της 

εξέλιξης των ειδών και βασίζεται στους µηχανισµούς της βιολογικής αναπαραγωγής 

που συναντώνται στη φύση. Η θεωρία αυτή όπως διατυπώθηκε  και αναπτύχθηκε από 

το ∆αρβίνο κατάφερε µετά από την πάροδο αρκετών χρόνων να γίνει αποδεκτή 

δίνοντας µια νέα γνώση στον τρόπο µε τον οποίο εξελίσσονται οι ζωντανοί 

οργανισµοί. Ο Κάρολος Ροβέρτος ∆αρβίνος (1809-1882) ήταν Βρετανός φυσιοδίφης, 

συλλέκτης και γεωλόγος, ο οποίος έµεινε διάσηµος στην ιστορία, ως ο θεµελιωτής 

της θεωρίας της εξέλιξης, καθώς και ως εισηγητής του µηχανισµού της φυσικής 

επιλογής (natural selection). Σε ένα συνεχώς µεταβαλλόµενο περιβάλλον µε 

δυσκολίες, εµπόδια και περιορισµένους πόρους οι ζωντανοί οργανισµοί καλούνται να 

επιζήσουν και να πολλαπλασιαστούν.  Έχοντας ως µοναδικό στόχο την επιβίωση και 

την αναπαραγωγή οι οργανισµοί εξελίσσονται τόσο σε ατοµικό αλλά και συνεργατικό 

επίπεδο. Σύµφωνα µε  τη θεωρία του ∆αρβίνου, η εξέλιξη είναι  αποτέλεσµα του 

αγώνα των ειδών για επιβίωση.  

 

Η µετέπειτα διατύπωση από τον Mendel των νόµων της κληρονοµικότητας, της 

ανακάλυψης της έννοιας των γονιδίων τα οποία ναι µεν διατηρούν τα χαρακτηριστικά 

των προγόνων τους, αλλά έχουν τη δυνατότητα να µεταλλάσσονται, έδωσε την 

δυνατότητα να καταλάβουµε καλύτερα τη αρχική θεωρία του ∆αρβίνου. Ο Γκρέγκορ 

Γιόχαν Μέντελ (1822-1884) ήταν ένας Αυστριακός µοναχός, γνωστός για τις µελέτες 

που πραγµατοποίησε σχετικά µε τους µηχανισµούς της κληρονοµικότητας 

χαρακτηριστικών στα φυτά. Συχνά αναφέρεται και ως ο «πατέρας της Γενετικής», 

λόγω της σηµασίας που είχαν οι νόµοι της Μεντελικής κληρονοµικότητας για τη 

µελέτη της κληρονοµικότητας στα υπόλοιπα είδη, συµπεριλαµβανοµένου και του 

ανθρώπου. 

 

Οι ΓΑ βασίζουν τη λειτουργία τους στην παραπάνω εξελικτική διαδικασία και  

στηρίζουν την εύρεση λύσεων στην επιβίωση του ικανότερου, των  χρωµοσωµικών 

ανακατατάξεων και των γονιδιακών αλλαγών. Κάθε µεταβολή που προκαλείται σε 

ένα πληθυσµό προσαρµόζεται καλύτερα ή χειρότερα στις συνθήκες του 

περιβάλλοντος. Αν προσαρµόζεται καλύτερα τότε οι πρόγονοι εξαφανίζονται και τη 
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θέση τους παίρνουν οι επίγονοι. Αν η µεταβολή προσαρµόζεται χειρότερα, τότε 

οδηγεί σε θάνατο (απόρριψη).  

 

Η ορολογία για την περιγραφή των δοµικών τους στοιχείων είναι δανεισµένη από το 

χώρο της γενετικής. Συγκεκριµένα οι ΓΑ αναφέρονται στην έννοια του πληθυσµού ο 

οποίος αποτελείται από άτοµα (individuals) ή γενότυπους. Κάθε άτοµο αποτελείται 

από χρωµοσώµατα. Στους ΓΑ αλγόριθµους τα άτοµα αποτελούνται από ένα 

χρωµόσωµα και οι δύο έννοιες συνήθως ταυτίζονται Τα άτοµα αποτελούν τις 

υποψήφιες λύσεις για το πρόβληµα που εξετάζεται. Η δοµή των ατόµων περιγράφεται 

σαν µια διατεταγµένη γραµµική ακολουθία γονιδίων τα οποία ορίζουν τα γενετικά 

χαρακτηριστικά. Μέσω των γονιδίων γίνεται η µεταβίβαση των χαρακτηριστικών 

ενός ατόµου στους απογόνους του. Για την αναπαράσταση της πληροφορίας των 

ατόµων  χρησιµοποιείται κατά κύρια βάση η δυαδική αναπαράσταση. Το χρωµόσωµα 

αποτελεί ουσιαστικά µια υποψήφια λύση του προβλήµατος και κωδικοποιείται τις 

περισσότερες φορές ως µια ακολουθία από δυαδικά ψηφία. Τα γονίδια αντιστοιχούν 

είτε σε µεµονωµένα δυαδικά ψηφία είτε σε µια οµάδα δυαδικών ψηφίων αν ορίζεται 

έτσι η κωδικοποίηση των µεταβλητών του προβλήµατος. Η απεικόνιση της 

υποψήφιας λύσης, γίνεται µέσω του φαινότυπου ο οποίος αποτελεί την πραγµατική 

αναπαράσταση της υποψήφιας λύσης στο χώρο αναζήτησης και προκύπτει µέσω της 

αποκωδικοποίησης της δυαδικής συµβολοσειράς του ατόµου. Ο φαινότυπος 

ουσιαστικά δείχνει αυτό που βλέπουµε ως αποτέλεσµα και µε βάση την τιµή του 

γίνεται η αξιολόγηση των υποψήφιων λύσεων. 

3.2.2 Επιλογή χαρακτηριστικών και Γενετικοί Αλγόριθµοι 

 

Οι ΓΑ αποτελούν µια στοχαστική µέθοδο καθολικής βελτιστοποίησης µε δυνατότητες 

παράλληλης επεξεργασίας ενός πληθυσµού υποψήφιων λύσεων (σηµεία 

αναζήτησης). Χρησιµοποιούν πιθανοθεωρητικούς/στοχαστικούς κανόνες αναζήτησης 

όχι µε την αυστηρή έννοια αφού η αναπαραγωγή των λύσεων εκτός της τυχαιότητας 

βασίζεται και στα αποτελέσµατα της αξιολόγησης των λύσεων δηλαδή το πόσο καλή 

είναι µια λύση και µε βάση και αυτό το κριτήριο θα παραµένει και θα εξελιχθεί µέσα 
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σε ένα πληθυσµό. Στο πρόβληµα της επιλογής χαρακτηριστικών τα µέλη του 

πληθυσµού είναι τα υποσύνολα χαρακτηριστικών (υποψήφιες λύσεις) που 

αναπαρίστανται από δυαδικά διανύσµατα. Η επεξεργασία των υποψηφίων λύσεων 

λαµβάνει χώρα σε διακριτές φάσεις που ονοµάζονται γενιές. Σε κάθε γενιά τα 

υποψήφια υποσύνολα χαρακτηριστικών αξιολογούνται βάση µιας αντικειµενικής 

συνάρτησης αξιολόγησης και οι πιο εύρωστες λύσεις επιλέγονται για αναπαραγωγή. 

Η αναπαραγωγή πραγµατοποιείται διασταυρώνοντας χαρακτηριστικά (features) από 

διαφορετικούς υποσύνολα χαρακτηριστικών, ώστε να παραχθούν νέα υποσύνολα 

(children). Τα νέα υποσύνολα εισέρχονται στη συνέχεια στον πληθυσµό και η 

διαδικασία επαναλαµβάνεται ακολουθώντας ένα εξελικτικό µοτίβο (∆αρβινικό 

περιβάλλον).  

 

Η «καθολικά βέλτιστη» µέθοδος βελτιστοποίησης και κατά συνέπεια και µια µέθοδος 

επιλογής χαρακτηριστικών θα πρέπει να συνδυάζει τα δύο ακόλουθα θεµελιώδη 

χαρακτηριστικά επίδοσης (Duan et al., 1992): 

• αποτελεσµατικότητα (effectiveness), δηλαδή υψηλή αξιοπιστία εντοπισµού (ή 

προσέγγισης) του καθολικού ακροτάτου της συνάρτησης ή αντίστοιχα του 

καθολικά βέλτιστου υποσυνόλων χαρακτηριστικών και, 

• αποδοτικότητα (efficiency), δηλαδή υψηλή ταχύτητα σύγκλισης (εγγυηµένος 

εντοπισµός του  καθολικά βέλτιστου µε εύλογο πλήθος δοκιµών). 

 

Τα χαρακτηριστικά αυτά πολλές φορές είναι αντικρουόµενα αφού τεχνικές 

συστηµατικής αναζήτησης προσεγγίζουν το καθολικό βέλτιστο µε ακρίβεια, αλλά 

ταυτόχρονα απαιτούν και υψηλό υπολογιστικό κόστος, ενώ οι γρήγορες τεχνικές 

άµεσης αναζήτησης εγκλωβίζονται εύκολα σε τοπικά ακρότατα. 

 

Τα εξελικτικά σχήµατα βελτιστοποίησης και κατά συνέπεια και οι ΓΑ δείχνουν να 

υπερτερούν, στις περισσότερες κατηγορίες προβληµάτων βελτιστοποίησης. 

Μειονέκτηµά τους, είναι η ύπαρξη αρκετών παραµέτρων εισόδου, που επηρεάζουν 

σηµαντικά την επίδοση των αλγορίθµων (π.χ. µέγεθος πληθυσµού), ο ορισµός των 

οποίων απαιτεί πολλαπλούς πειραµατικούς ελέγχους µε διαφορετικές συνθήκες 

εκκίνησης. 
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Οι σηµαντικότεροι λόγοι χρησιµοποίησης των ΓΑ στο πρόβληµα της επιλογής 

χαρακτηριστικών είναι οι ακόλουθοι: 

• Πραγµατοποιούν ταυτόχρονη εξερεύνηση σε πολλά διαφορετικά υποσύνολα 

(σηµεία του χώρου αναζήτησης) και εποµένως η  εξαγωγή βέλτιστων λύσεων 

προκύπτει µέσα από ένα πλήθος διαφορετικών υποσυνόλων χαρακτηριστικών. 

• Για την εύρεση ενός καθολικά βέλτιστου υποσυνόλου χαρακτηριστικών οι ΓΑ 

ξεφεύγουν ως ένα βαθµό από τον εγκλωβισµό τους σε τοπικά βέλτιστα 

υποσύνολα χαρακτηριστικών. Αυτό γίνεται συνδυάζοντας υποσύνολα 

χαρακτηριστικών και δηµιουργώντας παράλληλα νέα µέσω των διαδικασιών 

αναπαραγωγής του πληθυσµού. Έτσι προηγούµενες λύσεις που στην ουσία  

ενδεχοµένως να είχαν εγκλωβίσει τον αλγόριθµο σε περιοχές τοπικών βέλτιστων 

αποµακρύνονται. 

• ∆ουλεύουν µε µια κωδικοποίηση των δεδοµένων του προβλήµατος και όχι µε τα 

ίδια τα δεδοµένα. 

• Απαιτούν τη γνώση µόνο της αντικειµενικής συνάρτησης αξιολόγησης των 

υποσύνολων των χαρακτηριστικών. 

• Μπορούν να συνδυαστούν µε κάποια τοπική µέθοδος αναζήτησης αυξάνοντας 

την αποτελεσµατικότητα και την αποδοτικότητα τους σε δύσκολα υπολογιστικά 

προβλήµατα όπου η διάσταση του χώρου αναζήτησης είναι µεγάλη. 

 

Οι ΓΑ ως µέθοδοι επιλογής χαρακτηριστικών χρησιµοποιήθηκαν για πρώτη φορά το 

1989 [18] και τα τελευταία χρόνια χρησιµοποιούνται ευρέως σε προβλήµατα µείωσης 

της διάστασης στο χώρο της Μηχανικής Μάθησης. Στον τοµέα της υπολογιστικής 

όρασης χρησιµοποιούνται συνήθως σε συνδυασµό µε µεθόδους εξαγωγής 

χαρακτηριστικών όπως  η PCΑ,  όπου ο γενετικός αλγόριθµος επιλέγει το βέλτιστο 

υποσύνολο ιδιοδιανυσµάτων που προέκυψαν από τη µέθοδο PCA [1,19]. 
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3.2.3 ∆οµή και Λειτουργία Γενετικού Αλγορίθµου 

 

Σε γενικές γραµµές η λειτουργία ενός ΓΑ καθορίζεται από τα ακόλουθα απλά 

βήµατα: 

1. Τυχαία αρχικοποίηση των µελών του αρχικού πληθυσµού.  

2. Αξιολόγηση κάθε µέλους µε βάση τη δοθείσα συνάρτηση αξιολόγησης 

καταλληλότητας. 

3. Εφαρµογή της διαδικασίας της επιλογής για κάθε µέλος του τρέχοντος 

πληθυσµού. Άτοµα µε µεγάλη τιµή στη συνάρτηση καταλληλότητας έχουν 

µεγαλύτερη πιθανότητα να επιλεγούν. 

4. Εφαρµογή της διαδικασίας της διασταύρωσης για κάποια µέλη του πληθυσµού µε 

βάση την καθορισµένη πιθανότητα διασταύρωσης. 

5. Εφαρµογή της διαδικασίας της µετάλλαξης για κάποια γονίδια των µελών  του 

πληθυσµού µε βάση την καθορισµένη πιθανότητα µετάλλαξης. 

6. Επιστροφή στο βήµα 2 και έλεγχος κριτηρίου τερµατισµού. Εάν δεν ικανοποιείται 

το κριτήριο τερµατισµού η διαδικασία επαναλαµβάνεται από το βήµα 2. 

Στο Σχήµα 3.1 αποτυπώνονται διαγραµµατικά τα παραπάνω βήµατα: 

 

 

Σχήµα 3.1 Αναπαράσταση λειτουργίας ΓΑ. 
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Στη συνέχεια περιγράφουµε τα βασικά συστατικά της δοµής ενός απλού ΓΑ. 

 

Κωδικοποίηση  

Η κωδικοποίηση αποτελεί µια σηµαντική και απαραίτητη διαδικασία για έναν ΓΑ 

αφού ουσιαστικά συνδέει τον αλγόριθµο µε τα πραγµατικά δεδοµένα του 

προβλήµατος. Υπάρχουν διάφοροι τρόποι κωδικοποίησης οι οποίοι καθορίζονται από 

το είδος του προβλήµατος που θέλουµε να λύσουµε. Ο πιο δηµοφιλής και πιο απλός 

τρόπος, είναι η κωδικοποίηση των υποψήφιων λύσεων µέσω ενός διανύσµατος 

δυαδικών ψηφίων (binary bits). Στη δυαδική κωδικοποίηση κάθε παράµετρος µιας 

υποψήφιας λύσης  κωδικοποιείται µέσω ενός γονιδίου, χρησιµοποιώντας ένα δυαδικό 

ψηφίο (0 ή 1). Ένας άλλος τρόπος κωδικοποίησης είναι µε χρήση πραγµατικών 

αριθµών όπου κάθε υποψήφια λύση κωδικοποιείται µέσω ενός διανύσµατος 

πραγµατικών αριθµών. 

 

 

Αρχικοποίηση 

Η αρχικοποίηση των λύσεων σε µια σειρά προβληµάτων βελτιστοποίησης γίνεται µε 

τυχαίο τρόπο µε χρήση  µιας γεννήτριας ισοκατανεµηµένων αριθµών 0 ή 1. Τα 

αντίστοιχα γονίδια κάθε υποψηφίας λύσης  σχηµατίζουν ένα χρωµόσωµα/άτοµο το 

οποίο αποτελεί µια υποψήφια λύση για τον ΓΑ. Το πλήθος των χρωµοσωµάτων  που 

αντιπροσωπεύει  αυτόνοµες  λύσεις του υποεξέταση προβλήµατος σχηµατίζει τον 

αρχικό πληθυσµό. Στην παρούσα εργασία και στα πλαίσια του υποεξέταση 

προβλήµατος διαπιστώσαµε πως η αρχικοποίηση των τιµών των δυαδικών ψηφίων 

των χρωµοσωµάτων παίζει έναν ιδιαίτερο και σηµαντικό ρόλο στην εύρεση της 

βέλτιστης λύσης, προσανατολίζοντας την αναζήτηση σε λύσεις µε το µικρότερο 

δυνατό αριθµό επιλεγµένων µεταβλητών. Κατά την εφαρµογή ενός απλού ΓΑ για την 

επιλογή χαρακτηριστικών σε δεδοµένα υψηλής διάστασης µεροληπτούµε κατά την 

αρχικοποίηση υπέρ των δυαδικών ψηφίων που φέρνουν την τιµή 0, δηλαδή αρχικά τα 

επιλεγµένα χαρακτηριστικά είναι ελάχιστα. Αυτό κρίνεται αναγκαίο, γιατί σε 

διαφορετική περίπτωση, ο αλγόριθµος δεν θα σύγκλινε ποτέ σε µια βέλτιστη λύση η 

οποία αποτελεί συνδυασµό της απόδοσης του ταξινοµητή και της διάστασης της 

βέλτιστης λύσης. Για παράδειγµα σε ένα χώρο διάστασης 10300 χαρακτηριστικών µε 
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µια δίκαιη κατανοµή 0 και 1 κατά τη φάση της αρχικοποίησης ο αλγόριθµος δεν θα 

έδινε λύση 150 χαρακτηριστικών. 

 

Συνάρτηση Καταλληλότητας (fitness function)  

∆έχεται ως είσοδο την αποκωδικοποιηµένη τιµή ενός χρωµοσώµατος και επιστρέφει 

έναν αριθµό που δηλώνει το βαθµό καταλληλότητας (fitness rate), του 

χρωµοσώµατος. Αποτελεί µέτρο της ποιότητας κάθε υποψήφιας λύσης. Οι τιµές της 

συνάρτησης αξιολόγησης των ατόµων ορίζουν και τις αντίστοιχες πιθανότητες 

επιβίωσης οι οποίες  θα χρησιµοποιηθούν στη φάση της επιλογής του πληθυσµού που 

θα αποτελέσει την επόµενη γενιά. Σε πολλές περιπτώσεις η τιµή της συνάρτησης 

αξιολόγησης αποτελεί και µέρος της συνθήκης τερµατισµού του αλγορίθµου. 

 

 

Γενετικοί τελεστές (genetic operators) 

 

Οι γενετικοί τελεστές χρησιµοποιούνται από τον αλγόριθµο για τη δηµιουργία των 

γενεών σε κάθε επανάληψη. Οι κυριότεροι γενετικοί τελεστές περιγράφονται 

ακολούθως.  

 

Επιλογή (selection) 

Η διαδικασία της επιλογής καθορίζει ποια από τα άτοµα του τρέχοντος πληθυσµού θα 

συνεχίσουν την εξελεγκτική διαδικασία περνώντας στη φάση της αναπαραγωγής για 

να κληροδοτήσουν στην επόµενη γενιά κάποια η όλα τα χαρακτηριστικά τους.  

Για την διαδικασία της επιλογής υπάρχουν διάφορες τεχνικές. ∆ηµοφιλέστερες είναι 

η τεχνική της Ρουλέτας (Roulette Wheel Selection) και η ταξινοµηµένη επιλογή 

(Rank Selection). Η µέθοδος του τροχού της τύχης (Ρουλέτα) αποτελεί µια 

στοχαστική διαδικασία δειγµατοληψίας µε αντικατάσταση και υλοποιείται ως εξής: 

Η επιλογή των ατόµων αυτών γίνεται µε βάση την τιµή της καταλληλότητας τους. 

Όσο µεγαλύτερη είναι η τιµή της καταλληλότητας ενός ατόµου σε σχέση µε την τιµή 

των άλλων µελών τόσο αυξάνεται η πιθανότητα να επιλεγεί το άτοµο αυτό µία ή 

περισσότερες φορές. Οι τιµές καταλληλότητας του πληθυσµού κανονικοποιηµένες 

στο διάστηµα [0,1]  παριστάνονται από ισάριθµα διαδοχικά ευθύγραµµα τµήµατα των 
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οποίων το µήκος είναι ανάλογο της τιµής της καταλληλότητας (απόδοσης) του κάθε 

ατόµου. Τα ευθύγραµµα τµήµατα έχουν συνολικό µέγεθος 1.Έτσι σε ένα  µέλος του 

πληθυσµού µε µεγάλη απόδοση θα αντιστοιχεί και µεγαλύτερο ευθύγραµµο τµήµα 

από ένα µέλος µε µικρότερη απόδοση. Αυτό σηµαίνει ότι θα έχει και µεγαλύτερη 

πιθανότητα να επιλεγεί. Στη συνέχει παράγεται ένας τυχαίος αριθµός στο διάστηµα 

[0,1] και το ευθύγραµµο τµήµα στο οποίο ανήκει µας φανερώνει και το αντίστοιχο 

µέλος του πληθυσµού που θα επιλεγεί. Η διαδικασία αυτή επαναλαµβάνεται µέχρι  να 

επιλεγεί ο επιθυµητός αριθµός ατόµων που θα συµµετάσχουν στην αναπαραγωγική 

διαδικασία. Ακολουθεί ένα παράδειγµα υλοποίησης της µεθόδου Ρουλέτας. Έστω ο 

ακόλουθος πίνακας  του Σχήµατος 3.2 ο οποίος περιγράφει τις καταλληλότητες και 

τις αντίστοιχες πιθανότητες επιλογής των ατόµων του πληθυσµού. 

 

Αριθµός µέλους 1 2 3 4 5 6 7 8 9 10 

Τιµή 

καταλληλότητας 
2.0 1.8 1.6 1.4 1.2 1.0 0.8 0.6 0.4 0.2 

Πιθανότητα 

επιλογής 
0.18 0.16 0.15 0.13 0.11 0.09 0.07 0.06 0.03 0.02 

  

Σχήµα 3.2. Πίνακας καταλληλοτήτων γενετικού πληθυσµού.   

 

Με βάση τον πίνακα αποτυπώνουµε σχηµατικά το µέγεθος των πιθανοτήτων επιλογής 

των ατόµων του πληθυσµού.  Στο Σχήµα 3.3 φαίνεται ότι όσο µεγαλύτερη είναι η 

πιθανότητα επιλογής για κάποιο άτοµο τόσο µεγαλύτερο µήκος καταλαµβάνει στο 

διάνυσµα της ρουλέτας . 

 

Σχήµα 3.3 ∆ιάνυσµα αναπαράστασης ρουλέτας. 
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Για να επιλέξουµε το πλήθος των µελών τραβάµε αντίστοιχους τυχαίους αριθµούς. 

Έστω ότι θέλουµε να επιλέξουµε 6 άτοµα τότε χρησιµοποιούµε µε τη σειρά τους 

ακολούθους τυχαίους αριθµούς: 0.81, 0.32, 0.96, 0.01, 0.65, 0.17. 

Η  διαδικασία επιλογής σύµφωνα µε τον µηχανισµό της ρουλέτας αποτυπώνεται στο 

Σχήµα 3.4 ως εξής: 

 

Σχήµα 3.4 ∆ιαδικασία επιλογής της ρουλέτας. 

Μετά την επιλογή τα άτοµα που προκύπτουν και  θα αποτελέσουν τη δεξαµενή 

ζευγαρώµατος είναι τα: 6, 2, 9, 1, 5, 1. Η διάταξη των ατόµων βασίζεται στην σειρά 

µε βάση την οποία επιλέχθηκαν. Παρατηρούµε ότι το άτοµο 1 κατάφερε να επιλεγεί 2 

φορές αφού είχε και τη µεγαλύτερη πιθανότητα µε βάση την τιµή της 

καταλληλότητας του. 

 

∆ιασταύρωση (Crossover) 

Η διασταύρωση αποτελεί µια σηµαντική λειτουργία των ΓΑ. Ο πληθυσµός που 

προέκυψε µετά τη διαδικασία επιλογής αποτελεί τη δεξαµενή ζευγαρώµατος από 

όπου επιλέγονται τα άτοµα που θα συνδυαστούν ώστε να δηµιουργηθούν νέα άτοµα. 

Στόχος της διασταύρωσης είναι ο νέος πληθυσµός που θα προκύψει µετά την 

εφαρµογή της να είναι καλύτερος από τον προηγούµενο και τα άτοµα-απόγονοι να 

φέρουν τα καλύτερα χαρακτηριστικά των γονέων τους. Υπάρχουν διάφοροι τρόποι 

διασταύρωσης. Ο πιο απλός τρόπος είναι η διασταύρωση ενός σηµείου (Single Point 

Crossover). Σύµφωνα µε αυτόν τον τρόπο για κάθε ζεύγος χρωµοσωµάτων που 

επιλέχθηκε για διασταύρωση παράγεται τυχαία ένας ακέραιος k από το διάστηµα 

[1,m-1] όπου m το µήκος του δυαδικού ψηφίου σε χρωµοσώµατα. Ο αριθµός k 

προσδιορίζει το σηµείο κοπής ή αλλιώς σηµείο διασταύρωσης των χρωµοσωµάτων. 

Από το σηµείο αυτό, µέχρι και το τέλος του µήκους των χρωµοσωµάτων γίνεται 

ανταλλαγή των γονιδίων τους. Η διαδικασία περιγράφεται στο Σχήµα 3.5. 
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Άλλοι τρόποι διασταύρωσης είναι η διασταύρωση πολλών σηµείων (Multi Point 

Crossover) και η  οµοιόµορφη διασταύρωση ( Uniform Crossover). Στη διασταύρωση 

πολλών σηµείων για κάθε ζεύγος χρωµοσωµάτων που επιλέχθηκε για διασταύρωση 

παράγεται τυχαία n ακέραιοι ki από το διάστηµα [1,m-1] όπου m το µήκος σε δυαδικά 

ψηφία των χρωµοσωµάτων. Οι αριθµοί ki προσδιορίζουν τα σηµεία κοπής ή αλλιώς 

σηµεία διασταύρωσης των χρωµοσωµάτων. Τα γονίδια των γονέων µεταξύ των 

διαδοχικών σηµείων διασταύρωσης ανταλλάσσονται για να παράγουν τα παιδιά τους. 

Στη οµοιόµορφη διασταύρωση οι δύο γονείς θα ανταλλάξουν το γενετικό υλικό µε 

βάση µια µάσκα από δυαδικά ψηφία.  Η µάσκα αυτή είναι µήκους m όσο το µήκος 

των χρωµοσωµάτων και επιλέγεται µε τυχαίο τρόπο. Ανάλογα µε την τιµή του 

δυαδικού ψηφίου στην κάθε θέση της µάσκας καθορίζεται για κάθε παιδί από ποιόν 

γονέα θα προέρχεται το γενετικό υλικό στην αντίστοιχη θέση. Για παράδειγµα αν το 

δυαδικό ψηφίο στην 1η θέση της µάσκας έχει τιµή 1 τότε το 1
ο
  παιδί θα πάρει την 

τιµή της αντίστοιχης θέση του 1
ου

  γονέα αλλιώς αν είναι 0 τότε θα θα πάρει την τιµή 

της αντίστοιχης θέση του 2
ου

  γονέα. Για το 2
ο
 παιδί ισχύει το αντίστροφο, δηλαδή 

από όποιον γονέα πάρει γενετικό υλικό το 1ο παιδί, το 2
ο
 παιδί θα πάρει από τον 

άλλον γονέα.  

 

 

 

0 1 1 0 1 1 0 0 1 

1 0 1 1 0 1 1 0 0 

Σηµείο κοπής 

Γονείς 

0 

0 1 1 1 1 0 0 1 

1 1 0 0 1 1 0 0 

Παιδιά 

1 

Σχήµα 3.5 ∆ιασταύρωση ενός σηµείου. 
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Μετάλλαξη  

Η µετάλλαξη λαµβάνει χώρα µετά τη διασταύρωση και όπως συµβαίνει και στους 

φυσικούς οργανισµούς πραγµατοποιείται αραιά γιατί σε διαφορετική περίπτωση ο 

αλγόριθµος εκφυλίζεται σε εντελώς τυχαία αναζήτηση. Όταν συµβαίνει, εξασφαλίζει 

ότι κανένα σηµείο του χώρου αναζήτησης δεν αποκλείεται από την διαδικασία 

αναζήτησης και διορθώνει τυχόν απώλεια γενετικών πληροφοριών στο στάδιο της 

επιλογής και διασταύρωσης. Υπάρχουν αρκετές µέθοδοι µετάλλαξης. ∆ύο από αυτές 

είναι οι ακόλουθες: 

Μετάλλαξη ενός σηµείου: Απλή αντιστροφή ενός τυχαίου δυαδικού ψηφίου του γονέα, 

από 0 σε 1 ή το αντίστροφο και δηµιουργία ενός παιδιού. Η επιλογή γίνεται τυχαία µε 

µια µικρή προκαθορισµένη πιθανότητα την λεγόµενη πιθανότητα µετάλλαξης. 

Μετάλλαξη πολλών σηµείων: Παρόµοια φιλοσοφία µε την µετάλλαξη ενός σηµείου µε 

τη διαφορά ότι επιλέγονται πάνω από σηµεία µετάλλαξης για έναν γονέα. 

 

Παράµετροι Γενετικών αλγορίθµων 

 

Οι ΓΑ εξαρτώνται από ένα πλήθος παραµέτρων το οποίο προσαρµόζεται ανάλογα µε 

το πρόβληµα που επιλύεται κάθε φορά. Το πρόβληµα είναι ότι η ανάθεση τιµών σε 

αυτές τις παραµέτρους δεν καθορίζεται από κάποιον κανόνα αλλά είναι αποτέλεσµα 

πειραµατικών µελετών για κάθε είδος προβλήµατος. Οι βασικές παράµετροι είναι η 

πιθανότητα διασταύρωσης (crossover probability), η πιθανότητα µετάλλαξης 

(mutation probability) και το µέγεθος του πληθυσµού (population size). 

 

Η πιθανότητα διασταύρωσης (pc) καθορίζει τη συχνότητα της διασταύρωσης, 

δηλαδή πόσα µέλη του πληθυσµού που επεξεργάζεται ο ΓΑ θα διασταυρωθούν. H 

πιθανότητα αυτή ποικίλει ανάλογα µε το είδος του προβλήµατος. Πιθανότητα 

διασταύρωσης ίση µε 1 σηµαίνει όλα τα µέλη του πληθυσµού θα διασταυρωθούν 

µεταξύ τους, ενώ αν είναι 0, τότε οι απόγονοι θα είναι πιστά αντίγραφα των γονέων 

εκτός αν συµβούν αλλαγές στη φάση της µετάλλαξης. 

 

Η πιθανότητα µετάλλαξης (pm) καθορίζει το πόσο συχνά τα γονίδια των 

χρωµοσωµάτων θα αλλάζουν κατάσταση (από 0 σε 1 ή το αντίστροφο). Η τιµή της 
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πιθανότητας  µετάλλαξης θα πρέπει να είναι 1/n όπου n ο αριθµός των µεταβλητών 

παραµέτρων του υποεξέταση προβλήµατος. Σε γενικές γραµµές το ποσοστό της 

µετάλλαξης θα πρέπει να είναι χαµηλό, αλλιώς ο αλγόριθµος εγκλωβίζεται σε ένα 

βρόγχο τυχαίας αναζήτησης. ∆ιάφορες µελέτες έχουν γίνει για τη σωστή προσέγγιση 

του ποσοστού της µετάλλαξης. Ο Holland υποστήριξε ότι η µετάλλαξη είναι 

δευτερογενής τελεστής ενώ ο Goldberg  προτείνει να αντιστρέφεται ένα στα χίλια 

δυαδικά ψηφία κατά µέσο όρο σε κάθε επανάληψη. Η µετάλλαξη αντιµετωπίζει τα 

δυαδικά ψηφία όλων των µελών του πληθυσµού σαν µια ενωµένη συµβολοσειρά και 

η αναφορά του Goldberg µιλάει για το σύνολο των δυαδικών ψηφίων του πληθυσµού. 

 

Το µέγεθος του πληθυσµού δηλώνει τον αριθµό των υποψηφίων λύσεων κάθε 

γενιάς. Ο καθορισµός του µεγέθους αυτού είναι συνάρτηση του είδους του 

προβλήµατος που θα επιλυθεί και των διαθέσιµων υπολογιστικών πόρων. Το µέγεθος 

του πληθυσµού είναι κρίσιµο για την εύρεση της βέλτιστης λύσης Οι µικροί 

πληθυσµοί συγκλίνουν πιο γρήγορα σε τοπικά βέλτιστα αλλά εγκλωβίζονται σε αυτά, 

ενώ οι µεγάλοι πληθυσµοί είναι πολύ πιθανόν να µην εγκλωβίσουν τον αλγόριθµο σε 

τοπικό βέλτιστα αλλά θέλουν περισσότερο υπολογιστικό χρόνο και πόρους για την 

εξεύρεση της λύσης. 

3.2.4 Θεωρητική θεµελίωση Γενετικών Αλγορίθµων 

 

Οι Γενετικοί αλγόριθµοι αν και είναι απλοί στην εφαρµογή τους η συµπεριφορά τους 

είναι δύσκολο να κατανοηθεί και να εξηγηθεί. Η θεωρητική θεµελίωση των 

Γενετικών αλγορίθµων  βασίζεται στην αναπαράσταση των  λύσεων ως δυαδικές 

συµβολοσειρές και στην έννοια του σχήµατος το οποίο αποτελεί ένα πρότυπο που 

επιτρέπει τον προσδιορισµό της οµοιότητας µεταξύ των χρωµοσωµάτων.  

 

Ο  Holland [20] πρώτος υπέθεσε ότι οι ΓΑ λειτουργούν: ανακαλύπτοντας, δίνοντας 

έµφαση και ανασυνδυάζοντας «καλά δοµικά στοιχεία» λύσεων, µε ένα τρόπο υψηλού 

παραλληλισµού. Για να τυποποιήσει τα λεγόµενα καλά δοµικά στοιχεία εισήγαγε την 

έννοια του σχήµατος. Ένα σχήµα κατασκευάζεται εισάγοντας ένα αδιάφορο σύµβολο 
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(don't care symbol) * στο αλφάβητο των γονιδίων (0,1) και αναπαριστά όλες τις 

συµβολοσειρές (ένα υπερεπίπεδο-επίπεδο ή άλλο υποσύνολο του χώρου αναζήτησης) 

οι οποίες ταιριάζουν σε όλες τις θέσεις εκτός από αυτές µε το αδιάφορο σύµβολο 

[21]. 

 

Ο Goldberg περιγράφει ότι ένας ΓΑ αναζητεί απόδοση κοντά στο βέλτιστο, 

τοποθετώντας δίπλα-δίπλα µικρού µήκους, χαµηλής τάξης και υψηλής απόδοσης 

σχήµατα, που ονοµάζονται δοµικά στοιχεία της λύσης [22]. Τα δοµικά αυτά στοιχεία 

συνδυάζονται µεταξύ τους µέσω της διασταύρωσης και παράγουν νέα χρωµοσώµατα 

µε υψηλή απόδοση. Με αυτόν τον τρόπο µειώνεται η πολυπλοκότητα του 

προβλήµατος γιατί αντί να παράγουµε λύσεις δοκιµάζοντας όλους τους δυνατούς 

συνδυασµούς των  λύσεων  της προηγούµενης γενιάς,κατασκευάζουµε λύσεις 

συνδυάζοντας τις καλύτερες επιµέρους λύσεις παλαιότερων γενεών. 

 

Η παραπάνω υπόθεση ονοµάστηκε υπόθεση δοµικών τµηµάτων (BBH=Building 

Block Hypothesis). Αξίζει να αναφερθεί ότι η επεξεργασία των δοµικών στοιχείων 

γίνεται παράλληλα. Η ιδιότητα αυτή του «εγγενούς παραλληλισµού» (implicit 

parallelism) θεωρείται εξαιρετικά σηµαντική, καθώς ο ΓA ουσιαστικά υπολογίζει την 

µέση τιµή της συνάρτησης καταλληλότητας για ένα πολύ µεγαλύτερο πλήθος 

σχηµάτων µε το ίδιο υπολογιστικό κόστος. Με αυτόν τον τρόπο ο ΓA δειγµατοληπτεί 

αποδοτικά µεγαλύτερο τµήµα του χώρου λύσεων, αποφεύγοντας την παγίδευση σε 

τοπικά βέλτιστα [22]. 

  

Η παραπάνω θεωρία είναι καθαρά εµπειρική και δεν εµπεριέχει κάποια φορµαλιστική 

µαθηµατική ανάλυση της συµπεριφοράς των ΓΑ.  Στην πραγµατικότητα, οι ΓΑ. δεν 

έχουν ακόµη αναλυθεί µαθηµατικά και αυτό είναι το µεγαλύτερό τους µειονέκτηµα. 

Παρόλα αυτά, παρουσιάζουν υψηλή αποδοτικότητα σε ένα ευρύ φάσµα 

προβληµάτων βελτιστοποίησης και  υποστηρίζουν µε επιτυχία,τη λειτουργία πολλών 

συστηµάτων σε τοµείς όπως, η Επεξεργασία Εικόνας (Image Processing), η σχεδίαση 

µε χρήση Η/Υ (Computer Aided Desing –CAD), η  Οικονοµία, οι Τηλεπικοινωνίες, η 

Τεχνολογία Λογισµικού, ο Χρονοπρογραµµατισµός, τα Τεχνολογικά και 

Μηχανολογικά Συστήµατα [21]. 
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3.3 Simulated Annealing (Προσοµοιωµένη Ανόπτηση) 

 

Μια άλλη στοχαστική µέθοδος αναζήτησης που χρησιµοποιείται σε προβλήµατα 

βελτιστοποίησης είναι και ο αλγόριθµος της Προσοµοιωµένης Ανόπτησης (Simulated 

Annealing). Στην παρούσα εργασία χρησιµοποιήθηκε ως τοπική µέθοδος αναζήτησης   

των βέλτιστων χαρακτηριστικών.  

 

Το όνοµα και η φιλοσοφία του αλγορίθµου προέρχεται από  την διαδικασία της 

ανόπτησης, µια τεχνική που χρησιµοποιείται για τη σκλήρυνση των µετάλλων και του 

γυαλιού µε ελεγχόµενη τη θέρµανση και την ψύξη. Συγκεκριµένα το γυαλί αρχικά 

θερµαίνεται σε υψηλή θερµοκρασία (heating up) και στη συνέχεια γίνεται βαθµιαία-

σταδιακή ψύξη (cooling it down), ώστε να σχηµατίζονται µεγάλοι συµπαγείς 

κρύσταλλοι και το υλικό να βρίσκεται σε κατάσταση ελάχιστης ενέργειας. Η µείωση 

της θερµοκρασίας γίνεται σταδιακά για να µην προκληθούν ατέλειες στο υλικό. Σε 

υψηλές θερµοκρασίες τα άτοµα µέσα στο υλικό έχουν υψηλές ενέργειες και εποµένως 

έχουν περισσότερη ελευθερία κινήσεων. Ενώ η θερµοκρασία µειώνεται, µειώνονται 

παράλληλα και οι ατοµικές ενέργειες. Ένας κρύσταλλος µε οµαλή δοµή 

επιτυγχάνεται στην κατάσταση όπου το σύστηµα έχει ελάχιστη ενέργεια. 

 

Η αντιστοιχία ανάµεσα στα συνδυαστικά προβλήµατα βελτιστοποίησης και στα 

προβλήµατα της σκλήρυνσης των  υλικών έγινε από τους Kirkpatrick et al, οι οποίοι 

πρότειναν τον αλγόριθµο της προσοµοιωµένης ανόπτησης, εκτιµώντας την αναλογία 

µεταξύ του φορτίου ενέργειας ενός υλικού και το κόστος µιας λύσης ενός 

συνδυαστικού προβλήµατος βελτιστοποίησης [23]. Με βάση αυτήν την αναλογία, οι 

καταστάσεις του στερεού, αντιπροσωπεύουν υποψήφιες λύσεις του προβλήµατος 

βελτιστοποίησης. Οι ενέργειες των καταστάσεων αντιστοιχούν στην αξία των λύσεων 

µε βάση κάποια συνάρτηση αξιολόγησης. Η ελάχιστη ενέργεια ή αντίστοιχα η 

µέγιστη ενέργεια, ανάλογα µε τον ορισµό του προβλήµατος, αντιστοιχεί στην 

βέλτιστη λύση του προβλήµατος. Επίσης, όπως στην περίπτωση των υλικών, η 

θερµοκρασία λειτουργεί ως µια παράµετρος ελέγχου της διαδικασίας επιτρέποντας 

στο σύστηµα να οργανωθεί σε καταστάσεις µειωµένης ενέργειας, έτσι και στον 

αλγόριθµο Simulated Annealing ορίζεται µια αντίστοιχη  παράµετρος και ένα 
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χρονοδιάγραµµα µείωσης της τιµής της έτσι ώστε να εξερευνηθούν  καταστάσεις που 

οδηγούν σε βέλτιστη λύση. 

Υπάρχουν πολλές παραλλαγές του αλγορίθµου της προσοµοιωµένης ανόπτησης. Τα 

γενικά βήµατα παρουσιάζονται ακολούθως. 

 

 

 

Ο αλγόριθµος ξεκινώντας από µια αρχική λύση επαναληπτικά εκτελεί στοχαστική 

αναζήτηση διαλέγοντας µια τυχαία κατάσταση στη γειτονία της τρέχουσας 

κατάστασης. Η λύση της νέας κατάστασης γίνεται αποδεκτή µε πιθανότητα ίση µε 1 

αν βελτιώνει την λύση της τρέχουσας  κατάστασης. Σε διαφορετική περίπτωση ο 

αλγόριθµος κάνει δεκτή την νέα λύση µε πιθανότητα µικρότερη του 1 η οποία 

καθορίζεται από τον τύπο e
∆Ε/Τ

  (Metropoli’s criterion). 

Αναλυτικότερα η πιθανότητα να δεχτεί ο αλγόριθµος µια νέα κατάσταση ορίζεται ως:  







 >∆

=
Τ∆Ε /

01

e

Eif
p

  
 

Η παραπάνω πιθανότητα στο σκέλος που αφορά την αποδοχή µια νέας λύσης  

χειρότερης από αυτήν που έχει βρει µέχρι τώρα, µειώνεται εκθετικά από δύο 

παράγοντες. Ο 1
ος

  παράγοντας έχει να κάνει µε το πόσο κακή είναι η λύση της νέας 

κατάστασης όπως αυτό προσδιορίζεται από την ποσότητα ∆Ε που δηλώνει τη 
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διαφορά της ενέργειας τη χρονική στιγµή t+1 από την ενέργεια τη χρονική στιγµή t. 

Ο 2
ος

 παράγοντας έχει να κάνει µε την µείωση της θερµοκρασίας Τ. Οι λεγόµενες 

χειρότερες λύσεις γίνονται πιο συχνά αποδεκτές στον αρχικό χρόνο εκτέλεσης του 

αλγορίθµου όταν η παράµετρος (θερµοκρασία) Τ είναι υψηλή ενώ, καθώς µειώνεται 

η παράµετρος Τ τότε µειώνονται οι πιθανότητες να γίνουν αποδεκτές. Σε υψηλή 

θερµοκρασία η αναζήτηση είναι σχεδόν τυχαία, ενώ σε χαµηλή θερµοκρασία η 

αναζήτηση χαρακτηρίζεται ως «σχεδόν λαίµαργη» (almost greedy). Στη θερµοκρασία 

Τ=0, η αναζήτηση γίνεται απολύτως «λαίµαργη», δηλαδή µόνο καλές κινήσεις 

γίνονται αποδεκτές.  

 

Το σηµείο κλειδί της επιτυχίας του αλγορίθµου είναι το γεγονός ότι καταφέρνει να 

απεγκλωβίζεται από τοπικά βέλτιστα, αφού αποδέχεται νέες λύσεις οι οποίες δεν 

είναι άµεσα καλύτερες από προηγούµενες.  

Προκειµένου να λειτουργήσει ικανοποιητικά ο αλγόριθµος θα πρέπει να καθοριστούν 

διάφοροι παράµετροι όπως: η αρχική θερµοκρασία, το πρόγραµµα ψύχρανσης και το 

κριτήριο τερµατισµού της διαδικασίας. Επιπλέον θα πρέπει να ληφθούν αποφάσεις 

σχετικά µε την συνάρτηση κόστους και τον τρόπο επιλογής της γειτονιάς µιας 

κατάστασης. Όσον αφορά τον τρόπο µε τον οποίο ο αλγόριθµος µεταβαίνει από µια 

λύση σε µια άλλη, αυτό  θα πρέπει να γίνεται µε µικρά βήµατα επιλέγοντας γειτονικές 

λύσεις µικρού µεγέθους. Η θερµοκρασία έναρξης της διαδικασίας θα πρέπει να είναι 

αρκετά υψηλή έτσι ώστε να επιτρέπει την µετάβαση σε όλες τις γειτονικές λύσεις. 

Ωστόσο σε ορισµένα προβλήµατα δεν είναι δυνατόν να προσδιοριστεί εκ των 

προτέρων κατάλληλη τιµή αρχικής θερµοκρασίας και απαιτούνται αρκετοί 

πειραµατισµοί για την εύρεσή της. Για το πρόγραµµα ψύχρανσης µπορεί να 

χρησιµοποιηθούν τα εξής σχήµατα: 

• T = aT,  µε 0.8 < a < 0.995. 

• T = T+bT, µε το b κοντά στο 0. 

• T = c/log(1+k) , k είναι ο αριθµός της επανάληψης και  c µία σταθερά. 

Όπως προκύπτει από τα παραπάνω αλγόριθµος της Προσοµοιωµένης Ανόπτησης 

αποτελεί µια στοχαστική µέθοδο µε κύριο στόχο την αποφυγή εγκλωβισµού της 

αναζήτησης σε τοπικά βέλτιστα. Για να αντιληφθούµε καλύτερα αυτό το 

πλεονέκτηµα της µεθόδου συγκρίνουµε τη µέθοδο µε τον αλγόριθµο της αναρρίχησης 
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λόφων (Hill Climbing) σε µια υποθετική αναζήτηση βέλτιστης λύσης. Όπως φαίνεται 

στο Σχήµα 3.6 (a) ο Hill Climbing µπορεί να εγκλωβιστεί σε µια κατάσταση της 

οποίας οι γειτονικές καταστάσεις είναι χειρότερες λύσεις για το πρόβληµα. Η 

συγκεκριµένη κατάσταση όµως δεν είναι η καθολικά βέλτιστη. Αυτό οφείλεται στο 

γεγονός ότι δεν γίνονται κινήσεις προς τα κάτω δηλαδή προς καταστάσεις µε 

χειρότερο κόστος. Αντίθετα ο Simulated Annealing όπως φαίνεται στο Σχήµα 3.6 (b),  

προσπαθεί µε «αναταράξεις» του χώρου αναζήτησης να ξεφύγει από τοπικά βέλτιστα 

κάνοντας κινήσεις προς τα κάτω δηλαδή δέχεται χειρότερες λύσεις. Με το 2
ο
 jump 

απεγκλωβίστηκε και βρήκε τελικά το ολικό βέλτιστο. 

 

 

 

 

Σχήµα 3.6. (a) Εγκλωβισµός του Hill Climbing σε τοπικό βέλτιστο. (b) Αποφυγή  

τοπικού βέλτιστου µε στοχαστικά βήµατα προς τα κάτω από τη µέθοδο Simulated 

Annealing. Το 2
ο
 jump απεγκλώβισε την αναζήτηση και έφτασε σε ολική βέλτιστη 

λύση. 

3.4 Ταξινοµητής  SVM (Support Vector Machine)  

 

Ο ταξινοµητής SVM στα πλαίσια της παρούσης εργασίας χρησιµοποιείται στον 

υπολογισµό της συνάρτησης καταλληλότητας (fitness function) των υποψηφίων 

υποσυνόλων  χαρακτηριστικών αποτιµώντας κάθε φορά το υποέξεταση υποσύνολο 

χαρακτηριστικών και επιστρέφοντας την απόδοσή του σε αυτό. Μια εναλλακτική 

µέθοδος ταξινόµησης για τον υπολογισµό της συνάρτησης καταλληλότητας, θα 

µπορούσαν να είναι και τα Νευρωνικά ∆ίκτυα (Neural Networks), τα οποία 

χρησιµοποιούνται ευρύτατα σε προβλήµατα ταξινόµησης. Οι ταξινοµητές SVMs και 
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τα Νευρωνικά δίκτυα χρησιµοποιούνται και σε προβλήµατα υπολογιστικής όρασης, 

όπως αυτό της  αναγνώρισης προσώπων [24,25]. Στη συνέχεια ακολουθεί µια 

συνοπτική περιγραφή των SVMs. 

  

Οι Μηχανές ∆ιανυσµάτων Υποστήριξης (Support Vector Machines), είναι ένα 

σύνολο µεθόδων µάθησης µε επίβλεψη (supervised learning) που αναπτύχθηκαν από 

τον Vapnik και χρησιµοποιούνται ευρύτατα σε προβλήµατα ταξινόµησης και 

παλινδρόµησης παρουσιάζοντας υψηλή απόδοση σε χώρους δεδοµένων υψηλής 

διάστασης. Οι ταξινοµητές SVMs µπορεί να χρησιµοποιηθούν για γραµµικά και µη 

γραµµικά δεδοµένα. Στόχος ενός ταξινοµητή βασιζόµενου σε διανύσµατα 

υποστήριξης είναι να «κατασκευάσει» το βέλτιστο διαχωριστικό υπερεπίπεδο σε ένα 

πολυδιάστατο χώρο χαρακτηριστικών (feature space). Με τον όρο «βέλτιστο» 

εννοούµε  στην περίπτωση γραµµικά διαχωρίσιµων κατηγοριών το υπερεπίπεδο που 

θα κατασκευαστεί να είναι αυτό µε το µέγιστο περιθώριο (ή απόσταση) από τα πιο 

κοντινά παραδείγµατα στον πολυδιάστατο χώρο των χαρακτηριστικών.  Η µέθοδος 

SVM βρίσκει αυτό το υπερεπίπεδο χρησιµοποιώντας: 

• ∆ιανύσµατα υποστήριξης (support vectors), τα οποία αποτελούν τα   

σηµαντικότερα στιγµιότυπα εκπαίδευσης. 

• Όρια – margins,  που καθορίζονται από τα διανύσµατα υποστήριξης. 

 

Στην περίπτωση όπου η γραµµική διαχωρισιµότητα στο χώρο των χαρακτηριστικών 

δεν ισχύει τότε ταξινοµητής µε το µέγιστο περιθώριο πρέπει να τροποποιηθεί για να 

αντιµετωπιστεί το πρόβληµα. Σε αυτή την περίπτωση, µιλάµε για έναν ταξινοµητή 

εύκαµπτου περιθωρίου (soft margin).  

Θεωρούµε ότι έχουµε διαθέσιµα  δεδοµένα εκπαίδευσης για 2 κατηγορίες: 

{ }1,1,),)...(,)(,( 2211 +−∈∈ i

l

ill yRxyxyxyx         ,  

Η συνάρτηση απόφασης που χρησιµοποιείται  για το διαχωρισµό δύο κατηγοριών 

είναι η: 

 )),(sgn()(
1

bxxKyaxf ii

l

i

i += ∑
=
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όπου ),( ji xxK  είναι µια συνάρτηση πυρήνα (kernel) και το πρόσηµο της 

συνάρτησης )(xf  προσδιορίζει σε ποια κατηγορία ανήκει το x. 

 

Η κατασκευή ενός βέλτιστου υπερεπιπέδου είναι ισοδύναµη µε την εύρεση όλων των 

µη µηδενικών αi. Τα σηµεία xi για τα οποία ισχύει 0>ia  αποτελούν τα διανύσµατα 

υποστήριξης (support vectors) και είναι τα σηµαντικότερα δείγµατα του συνόλου 

εκπαίδευσης. 

 

Οι βασικές συναρτήσεις kernel που χρησιµοποιούνται σε προβλήµατα αναγνώρισης 

προτύπων είναι εξής: 

• Γραµµικός πυρήνας (linear): jiji xxxxK =),(   

• Ακτινικής συνάρτησης βάσης ( radial basefunction–RBF): 

0,),(
2

|||| >= −− γγ ji xx

ji exxK  

• Πολυωνυµικός πυρήνας (polynomial):  0,)(),( >+•= γγ  d

jiji rxxxxK   

• Σιγµοειδής (Sigmoid): )tanh(),( rxxxxK jiji +•= γ  

Τα r,γ  και d   αποτελούν τις παραµέτρους kernel. 

 

Για την περίπτωση προβληµάτων ταξινόµησης µε περισσότερες κατηγορίες υπάρχουν 

δύο βασικές προσεγγίσεις : η One Versus All και η One Versus One. 

 

Στην προσέγγιση One Versus All για ένα πρόβληµα ταξινόµησης L κατηγοριών 

εκπαιδεύονται L SVMs. Κάθε SVM διαχωρίζει µια κατηγορία από τις υπόλοιπες. Η  

ταξινόµηση ενός νέου δείγµατος, είναι απόφαση του ταξινοµητή που δίνει τη 

µεγαλύτερη τιµή σαν έξοδο. 

 

Στην προσέγγιση One Versus One για ένα αντίστοιχο πρόβληµα ταξινόµησης L 

κατηγοριών εκπαιδεύονται 
2

)1( −LL
 SVMs. Κάθε SVM διαχωρίζει ένα ζεύγος 

κατηγοριών. Για την ταξινόµηση ενός νέου δείγµατος γίνεται σύγκριση κάθε 

κατηγορίας µε καθεµία από τις υπόλοιπες L-1 ξεχωριστά. Για κάθε σύγκριση η 
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επικρατούσα κατηγορία παίρνει µια ψήφο και το δείγµα ταξινοµείται στην κατηγορία 

που έχει συγκεντρώσει τις περισσότερες ψήφους [26]. 
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ΚΕΦΑΛΑΙΟ 4. ΠΡΟΤΕΙΝΟΜΕΝΗ ΜΕΘΟ∆ΟΣ                

ΕΠΙΛΟΓΗΣ ΧΑΡΑΚΤΗΡΙΣΤΙΚΩΝ 

 

4.1 Εισαγωγή στη µέθοδο επιλογής χαρακτηριστικών 

4.2 Ανάλυση/Επεξεργασία εικόνων  

4.3 Βασικά  στοιχεία υλοποίησης  

4.4 Προτεινόµενος Υβριδικός Αλγόριθµος 

4.5 Προσεγγίσεις  υλοποίησης 

4.6 Συνεχής κωδικοποίηση (real coding) 

 

4.1 Εισαγωγή στη µέθοδο επιλογής χαρακτηριστικών 

 

Οι Γενετικοί αλγόριθµοι (ΓΑ) αποτελούν µια µέθοδο  επιλογής χαρακτηριστικών µε 

ικανοποιητική απόδοση. Σε  πολυδιάστατους χώρους αναζήτησης (face recognition) 

οι  ΓΑ και η µέθοδος της Προσοµοιωµένης Ανόπτησης παρουσιάζουν προβλήµατα 

υπολογιστικού κόστους, αφού ο πληθυσµός των υποψηφίων λύσεων που πρέπει να 

εξεταστούν, εξαρτάται άµεσα από τον αριθµό των χαρακτηριστικών. 

Αναφέρθηκε ήδη, ότι κάθε χαρακτηριστικό µιας υποψήφιας λύσης αναπαρίσταται 

µέσω ενός δυαδικού ψηφίου (0 ή 1).  Τα δυαδικά ψηφία κάθε υποψηφίας λύσης  

σχηµατίζουν ένα χρωµόσωµα το οποίο αποτελεί µια υποψήφια λύση για τον ΓΑ. Το 

πλήθος των χρωµοσωµάτων  που αντιπροσωπεύει  αυτόνοµα υποψήφια βέλτιστα 

υποσύνολα χαρακτηριστικών σχηµατίζει τον αρχικό πληθυσµό. Έστω για παράδειγµα 

δουλεύουµε σε ένα χώρο διάστασης 10300 χαρακτηριστικών. Με µια δίκαια 

κατανοµή των 0 και 1  στη φάση της αρχικοποίησης θα είχαµε χρωµοσώµατα µε 5000 
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περίπου χαρακτηριστικά επιλεγµένα. Το ερώτηµα που τίθεται είναι: αν το βέλτιστο 

υποσύνολο χαρακτηριστικών αποτελείται από 170 χαρακτηριστικά, µε ποιο τρόπο ο 

απλός γενετικός αλγόριθµος θα έφτανε σε αυτό; Είναι πολύ πιθανόν, η σύγκλιση προς 

τη βέλτιστη λύση να ήταν πρακτικά αδύνατη.   

 

Σε αυτήν την εργασία προτείνουµε µια υβριδική µέθοδο, ώστε να ξεπεραστούν τα 

προβλήµατα του  ΓΑ εξαιτίας της πολυπλοκότητας προβληµάτων από το χώρο της 

υπολογιστικής όρασης. Η γενική ιδέα της µεθοδολογίας που προτείνουµε σχετικά µε 

την αντιµετώπιση του προβλήµατος της επιλογής χαρακτηριστικών σε δεδοµένα 

υψηλής διάστασης, είναι να διασπάσουµε τον πολυδιάστατο αρχικό χώρο του 

προβλήµατος σε υποχώρους µικρότερης διάστασης και στη συνέχεια µε το 

συνδυασµό  ενός τροποποιηµένου ΓΑ και της µεθόδου  Simulated Annealing να 

επεξεργαστούµε παράλληλα αυτούς τους διανυσµατικούς υποχώρους. Η συνεισφορά 

των ΓΑ έχει να κάνει µε την παραλληλοποίηση της όλης διαδικασίας επιλογής 

χαρακτηριστικών, την διαµόρφωση και το συνδυασµό λύσεων χαµηλής διάστασης. 

Αντίστοιχα η µέθοδος Simulated Annealing µε τη σειρά της επεξεργάζεται 

αντιπροσωπευτικά τµήµατα των διανυσµατικών υποχώρων και µε βάση τους 

συνδυασµούς υποψήφιων λύσεων που δέχεται από το ΓΑ βρίσκει µε αποδοτικό τρόπο 

την βέλτιστη λύση.  

Στο Σχήµα 4.1 παρουσιάζεται το γενικό σχήµα  αναπαράστασης της προτεινόµενης 

υβριδικής µεθόδου (Γενετικός αλγόριθµος & Simulated Annealing). Το αρχικό 

υποσύνολο χαρακτηριστικών χωρίζεται σε υποσύνολα χαρακτηριστικών (blocks), τα 

οποία αποτελούν εισόδους για το ΓΑ. H αναζήτηση χωρίζεται σε δύο στάδια: 

• Καθολικό: Αναζήτηση βέλτιστων συνδυασµών από blocks. 

• Τοπικό: Αναζήτηση των σηµαντικότερων  χαρακτηριστικών (pixels) για κάθε 

block.  

Τα µέλη του γενετικού πληθυσµού περνούν ως αρχικά σηµεία  στην τοπική µέθοδο 

αναζήτησης. Για τον τρόπο υλοποίησης της υβριδικής µεθόδου ακολουθήθηκαν δύο 

διαφορετικές στρατηγικές οι οποίες αναλύονται στη ενότητα στην ενότητα 4.5. 
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4.2 Ανάλυση/Επεξεργασία εικόνων 

 

Initial features subsets 

 (Blocks) 

Data Set 

 

 

 

 

 

 GENETIC ALGORITHM  

Points 

Search 

               Simulated Annealing 

 

 

Fitness 

Function 

          Search  

Feature subset 

(Block) 

Fitness 

 

Final feature subset 

Selection 

Crossover 

Mutation 

 

Genetic 

population 

Σχήµα 4.1 Γενικό σχήµα υβριδικής µεθόδου 

 (Γενετικός αλγόριθµος & Simulated Annealing) 

Evaluation 
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4.2 Ανάλυση/Επεξεργασία εικόνων 

 

Η Ανάλυση της εικόνας λαµβάνει ως είσοδο ολόκληρη την περιοχή της εικόνας του 

αντικειµένου και εντοπίζει µη επικαλυπτόµενες περιοχές από pixels οι οποίες ορίζουν 

τα blocks της εικόνας. Στη συνέχεια γίνεται ο διαχωρισµός των pixels κάθε block από 

την υπόλοιπη εικόνα. Ο διαχωρισµός αυτός αποτελεί ένα σηµαντικό στάδιο στην 

µεθοδολογία επίλυσης του προβλήµατος γιατί παράγει υποπεριοχές της εικόνας µε 

διάσταση µικρότερης της αρχικής και διαφορετικού πληροφοριακού περιεχοµένου. 

 

Αναλυτικότερα, κάθε εικόνα προσώπου διάστασης pxq  pixels αναπαρίσταται από 

ένα διάνυσµα xi διάστασης Ν, όπου Ν= pxq . Τα διανύσµατα αποθηκεύονται σε έναν 

πίνακα nxU  όπου n το πλήθος των εικόνων του συνόλου των παραδειγµάτων.  

 

Στη συνέχεια ακολουθεί ο διαχωρισµός της εικόνας σε k µη επικαλυπτόµενα blocks  

µήκους q= N/k όπου Ν το πλήθος των pixels της κάθε εικόνας: 

 

},...,,,,,{ 54321 kbbbbbbI =  

 

Για κάθε block ορίζουµε το block )( ji bs ως την οµάδα των q pixels του χώρου που 

ορίζει το block jb στην εικόνα. Συνολικά παράγονται k blocks  όπου k o αριθµός των 

blocks και αποθηκεύονται σε ένα πίνακα k x q. 

 

Στην Σχήµα 4.2  παρουσιάζεται ένα παράδειγµα διαχωρισµού της εικόνας σε 24 

blocks. 



45 

 

 

 

 

Σχήµα 4.2 ∆ιαχωρισµός της εικόνας σε k=24 µη επικαλυπτόµενα blocks.  

 

4.3 Βασικά  στοιχεία υλοποίησης 

 

Αναπαράσταση χρωµοσωµάτων Γενετικού πληθυσµού 

 

Για την αναπαράσταση των µελών (χρωµοσωµάτων) του γενετικού πληθυσµού 

(υποψήφιων λύσεων στον γενετικό αλγόριθµο)  επιλέχθηκε η δυαδική κωδικοποίηση.  

 

Κάθε µέλος περιέχει µια οµάδα από blocks ή και ενδεχοµένως όλα τα blocks ανάλογα 

µε την αρχικοποίηση και αναπαρίσταται µε δυαδική κωδικοποίηση ως ένα binary-

string ),..,,( 21 kjjji bbbbX ++=  µε j=(1,2,3,…k) όπου k ο αριθµός των blocks.  

 

Η δυαδική τιµή κάθε θέσης του string δηλώνει αν τα features του blockj  θα  λάβουν 

µέρος στην διαδικασία της αξιολόγησης του χρωµοσώµατος iX . Ένα παράδειγµα 

χρωµοσώµατος φαίνεται στo Σχήµα 4.3. 
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Σχήµα 4.3 Αναπαράσταση χρωµοσώµατος γενετικού πληθυσµού. 

 

 

∆υαδική κωδικοποίηση για τα υποσύνολα χαρακτηριστικών 

 

Για την αναπαράσταση των υποψήφιων λύσεων (υποψήφια υποσύνολα) στον 

αλγόριθµο τοπικής αναζήτησης Simulated Annealing επιλέχθηκαν δύο τρόποι 

κωδικοποίησης, η δυαδική (binary) κωδικοποίηση και η συνεχής (real) 

κωδικοποίηση.  

 

Με βάση την δυαδική κωδικοποίηση ένα τυχαίο υποσύνολο των χαρακτηριστικών 

που αντιστοιχούν στο blocki  αναπαρίσταται ως µια ακολουθία q δυαδικών ψηφίων. 

Κάθε δυαδικό ψηφίο αναπαριστά ένα χαρακτηριστικό, µε τις τιµές 1 και 0 να 

αντιστοιχούν στην επιλογή του ή όχι αντίστοιχα. Η  αρχικοποίηση του πληθυσµού 

των blocks αφορά την δηµιουργία k τυχαίων strings-blocks µήκους q, όπου q το 

µήκος των blocks.  

 

Στην περίπτωση της δυαδικής κωδικοποίησης η διαδικασία επιλογής 

χαρακτηριστικών  µε ελεγχόµενη  προσθήκη ή αφαίρεση χαρακτηριστικών 

παρουσίασε κάποια προβλήµατα αυξάνοντας σε µερικές περιπτώσεις το µέγεθος των 

υποσυνόλων των χαρακτηριστικών. Αντίστοιχα η συνεχής κωδικοποίηση όπως 

περιγράφεται στην ενότητα 4.6 οδήγησε σε καλύτερα αποτελέσµατα  και είναι αυτή 

που ακολουθήθηκε. 
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Συνάρτηση Αξιολόγησης 

 

Ο στόχος της επιλογής ενός υποσυνόλου χαρακτηριστικών είναι η όσο το δυνατό 

µεγαλύτερη απόδοση µε το µικρότερο δυνατό αριθµό χαρακτηριστικών. Έτσι η 

συνάρτηση καταλληλότητας αποτελεί συνδυασµό 2 όρων: της ακρίβειας ταξινόµησης 

και του αριθµού των επιλεγµένων χαρακτηριστικών. Η ακρίβεια ταξινόµησης 

υπολογίζεται στον ταξινοµητή SVM µε χρήση της τεχνικής 10-fold cross validation. 

Κάθε υποσύνολο χαρακτηριστικών περιέχει ένα συγκεκριµένο αριθµό 

χαρακτηριστικών. Εάν δύο υποσύνολα εµφανίζουν την ίδια απόδοση τότε θα 

προτιµηθεί αυτό που περιέχει τα λιγότερα χαρακτηριστικά. Από τους δύο όρους της 

συνάρτησης αξιολόγησης αυτός που έχει µεγαλύτερη βαρύτητα είναι η ακρίβεια 

ταξινόµησης.  

Η συνάρτηση αξιολόγησης είναι η ακόλουθη: 

)dim/(1()1( ensionInitialUonzerosFpAccuracyFpfitness  −⋅−+⋅=  

όπου:  

• Αccuracy, η απόδοση του SVM για ένα συγκεκριµένο υποσύνολο 

χαρακτηριστικών. 

• Fp, µια παράµετρος που καθορίζει τη βαρύτητα των δύο βασικών όρων της 

συνάρτησης αξιολόγησης. Μετά από πειραµατικές µελέτες τέθηκε η τιµή της ίση 

µε 0.8. 

• Nonzeros, ο αριθµός των χαρακτηριστικών του υποεξέταση υποσυνόλου 

χαρακτηριστικών. 

• Initial_dimension, ο αριθµός των χαρακτηριστικών στο ακατέργαστο σύνολο 

δεδοµένων. 

 

Με βάση την τιµή της παραµέτρου Fp φαίνεται καθαρά πως η απόδοση του 

ταξινοµητή έχει το µεγαλύτερο βάρος στη συνάρτηση αξιολόγησης. Αυτό πρακτικά 

σηµαίνει ότι για δύο υποσύνολα χαρακτηριστικών µε µεγάλη διαφορά στην ακρίβεια 

ταξινόµησης  δεν εξετάζεται στη ουσία ο αριθµός των χαρακτηριστικών τους. 
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4.4 Προτεινόµενος Υβριδικός Αλγόριθµος 

 

Υβριδικός Αλγόριθµος 

 

Αρχικοποιήσεις: 

• Γενετικού πληθυσµού, P τυχαία  δυαδικά χρωµοσώµατα.  

• Πληθυσµού k τυχαίων string-blocks. 

• Γενετικών Τελεστών, αριθµού γενεών.  

 

Στη συνέχεια επαναληπτικά µέχρι να ικανοποιηθεί η συνθήκη τερµατισµού 

εκτελούνται τα ακόλουθα βήµατα:  

 

ΒΗΜΑ 1. Εύρεση των n ενεργών blocks  (µε kn ≤ ) στα µέλη του γενετικού  

πληθυσµού της  τρέχουσας γενιά t . 

ΒΗΜΑ  2. Για κάθε ενεργό blocksi επαναληπτικά:  

• Εύρεση  των L µελών  (µε PL ≤ )  του γενετικού πληθυσµού της  τρέχουσας 

γενιάς  t τα οποία που έχουν ενεργό το blocki. 

• Κλήση  µεθόδου τοπικής αναζήτησης µε είσοδο τα L µέλη του γενετικού 

πληθυσµού  και το τρέχον ενεργό  string-blocki της τρέχουσας γενιάς. 

 

Αν για όλα τα ενεργά blocks  έχει κληθεί η µέθοδος τοπικής αναζήτησης τότε θα 

συνεχίσουµε σειριακά µε την εφαρµογή των διαδικασιών της επιλογής, 

διασταύρωσης και µετάλλαξης 

 

ΒΗΜΑ  3. Υπολογισµός Fitness Score  για τα κάθε χρωµόσωµα PX i ∈ . 

ΒΗΜΑ  4. Επιλογή γενετικού πληθυσµού Ρ(t+1) από τον Ρ(t). 

ΒΗΜΑ  5. ∆ιασταύρωση µελών γενετικού πληθυσµού Ρ(t+1). 

ΒΗΜΑ  6. Μετάλλαξη.  
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Τοπική µέθοδος αναζήτησης  

 

Ξεκινώντας από ένα αρχικό υποσύνολο χαρακτηριστικών του υποεξέταση blocki 

εκτελείται µέσω της µεθόδου προσοµοιωµένης ανόπτησης (Simulated Annealing) µια 

επαναληπτική διαδικασία (Μ φορές) βελτιστοποίησης της απόδοσης  του  συνόλου 

των χαρακτηριστικών του blocki και των L µελών  (µε PL ≤ )  του γενετικού 

πληθυσµού τα οποία έχουν ενεργό το blocki στην τρέχουσα γενιά t . 

Σε κάθε επανάληψη της τοπικής µεθόδου: 

 

ΒΗΜΑ 1. Τρέχον υποσύνολο χαρακτηριστικών: τρέχον blocki. 

ΒΗΜΑ 2. Υπολογισµός της καταλληλότητας (fitness) των Χi µελών του γενετικού 

πληθυσµού µε  i={1,2,.. L}. 

ΒΗΜΑ 3. Τρέχουσα λύση: η µέγιστη τιµή από τις καταλληλότητες που 

υπολογίστηκαν στο βήµα 2 . 

ΒΗΜΑ  4. Μετάβαση σε νέο υποσύνολο χαρακτηριστικών για το blocki. 

ΒΗΜΑ  5. Επανάληψη του βήµατος 2. 

ΒΗΜΑ 6. Νέα λύση: η µέγιστη τιµή από τις καταλληλότητες των µελών του 

γενετικού πληθυσµού. 

ΒΗΜΑ 7. Αποδοχή ή όχι του νέου υποσύνολου χαρακτηριστικών µε βάση τη 

διαδικασία αποδοχής νέων λύσεων όπως ορίζεται στη µέθοδο Simulated Annealing. 

 

Για κάθε Χi µε i={1,2,.. L} µέλος του γενετικού πληθυσµού υπολογίζεται η 

συνάρτηση καταλληλότητας (fitness score) µε βάση ένα σύνολο δεδοµένων που 

δηµιουργήθηκε: από το υποσύνολο χαρακτηριστικών του blocki και τα 

χαρακτηριστικά των υπολοίπων ενεργών blocks του Χi.  Τα χαρακτηριστικά των 

υπολοίπων blocks που µετέχουν στη διαδικασία αξιολόγησης παραµένουν σταθερά 

σε όλες τις επαναλήψεις της τοπικής µεθόδου για το τρέχον block. 

Για κάθε blocki που βελτιστοποιήθηκε στη φάση της τοπικής αναζήτησης 

αποθηκεύεται το καλύτερο στιγµιότυπό του, από τα Μ διαφορετικά υποσύνολα 

χαρακτηριστικών που αξιολογήθηκαν. Το καλύτερο υποσύνολο χαρακτηριστικών 

είναι αυτό που ανέδειξε το καλύτερο µέλος του γενετικού πληθυσµού σύµφωνα µε τη 

συνάρτηση καταλληλότητας.  
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4.5 Προσεγγίσεις  υλοποίησης 

 

Στα πλαίσια της εργασίας δοκιµάστηκαν 2 µεθοδολογίες/στρατηγικές υλοποίησης της 

υβριδικής µεθόδου. 

 

1η στρατηγική υλοποίησης της υβριδικής µεθόδου 

 

Σύµφωνα µε αυτήν την στρατηγική κάθε µέλος του πληθυσµού του γενετικού 

αλγορίθµου έχει τη  δική του οµάδα από blocks. Έστω για παράδειγµα το µέλος του 

γενετικού πληθυσµού Χi. Αν έχουµε χωρίσει τις εικόνες σε k blocks, τότε  στο  Χi. 

αντιστοιχεί µια οµάδα από k  blocks . Η κλήση της µεθόδου τοπικής αναζήτησης από 

το Χi έχει ως αποτέλεσµα την βελτιστοποίηση της αντίστοιχης οµάδας του των 

blocks. Κατά την εφαρµογή των τελεστών της επιλογής και διασταύρωσης στα µέλη 

του γενετικού πληθυσµού πραγµατοποιείται και ανταλλαγή των αντίστοιχων blocks 

ενός γονέα στο παιδί του, γίνεται δηλαδή µεταφορά γενετικής πληροφορίας στο 

χαµηλότερο επίπεδο, αυτό των περιεχοµένων των blocks. 

 

2η στρατηγική υλοποίησης της υβριδικής µεθόδου  

 

Για κάθε µέλος του πληθυσµού του γενετικού αλγορίθµου υπάρχει µια κοινή οµάδα 

από blocks. Αν για παράδειγµα έχουµε χωρίσει τις εικόνες σε k blocks, τότε  έχει 

αρχικοποιηθεί µια οµάδα από k blocks. Κάθε µέλος του  πληθυσµού του γενετικού 

αλγορίθµου χρησιµοποιεί αυτήν την οµάδα της οποίας τα µέλη σε κάθε εκτέλεση της 

µεθόδου τοπικής αναζήτησης βελτιστοποιούνται σύµφωνα µε το κριτήριο 

αξιολόγησης. Σε κάθε επόµενη γενιά του αλγορίθµου λαµβάνουν µέρος τα καλύτερα 

υποσύνολα χαρακτηριστικών των blocks έτσι όπως προέκυψαν από προηγούµενες 

γενιές.  

Στα πλαίσια της υλοποίησης ακολουθήθηκε η 2η στρατηγική γιατί παρουσίαζε 

καλύτερα αποτελέσµατα µε  µικρότερο υπολογιστικό κόστος. 
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4.6 Συνεχής κωδικοποίηση (real coding)  

 

Ο µηχανισµός επιλογής χαρακτηριστικών στη φάση της τοπικής αναζήτησης 

βασίστηκε σε µια στοχαστική διαδικασία σύµφωνα µε την οποία κάθε 

χαρακτηριστικό µπορεί να επιλεγεί ή όχι στη διαδικασία της αξιολόγησης µε βάση 

κάποια πιθανότητα p. 

 

Στην περίπτωση της συνεχούς κωδικοποίησης τα υποσύνολα χαρακτηριστικών  

αναπαρίσταται ως µια ακολουθία (string) q πραγµατικών αριθµών στο διάστηµα 

[0,1]. Οι αριθµοί αυτοί ορίζουν την πιθανότητα µε την οποία το  χαρακτηριστικό της 

αντίστοιχης θέσης του string θα  επιλεγεί ή όχι. Με βάση αυτήν την προσέγγιση κατά 

τη φάση της τοπικής αναζήτησης η συνάρτηση µετάβασης σε νέα υποσύνολα 

χαρακτηριστικών επιλέγοντας ένα χαρακτηριστικό αυξάνει ή µειώνει ανάλογα και 

την τιµή της αντίστοιχης πιθανότητας του χαρακτηριστικού.  

 

Σε αυτήν την περίπτωση κωδικοποίησης η διαδικασία επιλογής των χαρακτηριστικών  

για την δηµιουργία υποψηφίων λύσεων του προβλήµατος (υποσύνολα 

χαρακτηριστικών) µε ελεγχόµενη την  προσθήκη ή αφαίρεση χαρακτηριστικών είχε 

ως αποτέλεσµα τον περιορισµό του µεγέθους των υποσυνόλων  οδηγώντας τον 

αλγόριθµο στην εύρεση βέλτιστων λύσεων µε µικρό αριθµό χαρακτηριστικών. Η 

επιλογή κάθε χαρακτηριστικού παραµένει σε µεγαλύτερο βαθµό ανεπηρέαστη από 

την αρχική αρχικοποίηση δίνοντας την ευκαιρία σε περισσότερα χαρακτηριστικά να 

αποτελέσουν µέρος µιας υποψήφιας λύσης και να αξιολογηθούν ως προς τη 

χρησιµότητά τους.   
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ΚΕΦΑΛΑΙΟ 5. ΠΕΙΡΑΜΑΤΙΚΑ ΑΠΟΤΕΛΕΣΜΑΤΑ 

 

5.1 Πειραµατική µεθοδολογία 

5.2 Πειραµατικά σύνολα  εικόνων 

5.3 Πειραµατικά αποτελέσµατα και συγκρίσεις 

5.4 Σύγκριση τεχνικών επιλογής χαρακτηριστικών  

 

Οι στόχοι της πειραµατικής αξιολόγησης είναι να εξεταστεί η απόδοση της 

προτεινόµενης µεθόδου επιλογής χαρακτηριστικών σε εικόνες προσώπων υψηλής 

διάστασης και επιπλέον να συγκριθεί η απόδοσή της µε άλλες µεθόδους επιλογής 

χαρακτηριστικών. Για τους πειραµατισµούς χρησιµοποιήθηκαν 4 ευρέως 

χρησιµοποιούµενες βάσεις εικόνων προσώπων (face image databases) οι όποιες 

περιγράφονται παρακάτω. Τα πειράµατα υλοποιήθηκαν µέσω του περιβάλλοντος 

MATLAB και της ανοικτής πλατφόρµας αλγορίθµων µηχανικής µάθησης WEKA 

(Waikato Environment for Knowledge Analysis). Για την ταξινόµηση  

χρησιµοποιήθηκε η  βιβλιοθήκη LIBSVM. 

5.1 Πειραµατική µεθοδολογία  

 

Για κάθε βάση δεδοµένων προσώπων δηµιουργήθηκε και ένα πειραµατικό σύνολο 

δεδοµένων. Αναλυτικότερα σε κάθε σύνολο δεδοµένων, κάθε εικόνα προσώπου 

διάστασης pxq  pixels αναπαρίσταται από ένα διάνυσµα xi διάστασης Ν, όπου 

Ν= pxq . Τα διανύσµατα αποθηκεύονται σε έναν πίνακα nxU  όπου n το πλήθος των 

εικόνων του συνόλου των παραδειγµάτων.  
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Στη συνέχεια οι εικόνες των προσώπων και στα 4 σύνολα δεδοµένων διαχωρίστηκαν 

σε k µη επικαλυπτόµενες περιοχές blocks µε k={16, 25 ,36, 64, 121} µήκους q= N/k 

όπου Ν το πλήθος των pixels της κάθε εικόνα. 

 

Για κάθε διαφορετική τιµή  του k έγιναν 10 πειραµατικές επαναλήψεις σε κάθε 

σύνολο δεδοµένων µε σκοπό την εξασφάλιση όσο το δυνατόν µεγαλύτερης 

αξιοπιστίας στην απόδοση της προτεινόµενης µεθοδολογίας. Τελικά αποτελέσµατα 

θεωρούνται οι µέσοι όροι του αριθµού των χαρακτηριστικών των επιλεγµένων 

υποσυνόλων και των αντίστοιχων  αποδόσεων  τους  και για τις 10 επαναλήψεις. Στα 

πειράµατα  χρησιµοποιήθηκε στον  SVM ο γραµµικός πυρήνας (linear kernel). 

 

Το µέγεθος του γενετικού πληθυσµού εξαρτάται από τον αριθµό των blocks. Για 16, 

25, 36, 64, 121  blocks το µέγεθος του πληθυσµού είναι 20, 30, 40, 60, 120 µέλη 

αντίστοιχα. Η πιθανότητα διασταύρωσης τέθηκε µετά από πειραµατισµούς ίση µε 0.8 

ενώ η πιθανότητα µετάλλαξης τέθηκε ίση µε 0.09. Η αρχικοποίηση του γενετικού 

πληθυσµού έγινε µε τυχαία κατανοµή των 0 και 1. Ο αριθµός των επαναλήψεων στο 

Γενετικό αλγόριθµο τέθηκε ίσος µε 20, ενώ ο αριθµός των επαναλήψεων στην τοπική 

µέθοδο Simulated Annealing είναι ανάλογος του µεγέθους των blocks. 

 

Τέλος, για όλα τα σύνολα δεδοµένων συγκρίναµε τα αποτελέσµατα της δικής µας 

µεθοδολογίας µε τα αποτελέσµατα των µεθόδων επιλογής χαρακτηρισµών του 

WEKA: Relief-F, Gain Ratio και FilteredSubsetEval. Η µέθοδος Relief-F στηρίζεται 

στον αλγόριθµο RELIEF-F που αναφέρθηκε στο κεφάλαιο 2. Η µέθοδος Gain Ratio 

χρησιµοποιεί το κριτήριο gain ratio που αποτελεί τροποποίηση του µεγέθους του 

κέρδους της πληροφορίας (information gain). 

Οι µέθοδοι Relief-F και Gain Ratio ανήκουν  στην κατηγορία φίλτρων που κάνουν 

µοναδιαία αποτίµηση χαρακτηριστικού, δηλαδή αξιολογούν κάθε χαρακτηριστικό 

ξεχωριστά µε βάση τη συσχέτιση του µε την κατηγορία.  

Η κλάση  αποτίµησης υποσυνόλων χαρακτηριστικών FilteredSubsetEval  αποτελεί 

συνδυασµό: 

• Φίλτρου τυχαίας δειγµατοληψίας υποσυνόλων χαρακτηριστικών στο σύνολο 

δεδοµένων. 
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• Φίλτρου αποτίµησης  της αξίας ενός υποσυνόλου χαρακτηριστικών µε βάση την 

µεγαλύτερη συνάφεια των χαρακτηριστικών µε την κατηγορία (προβλεπτική 

ικανότητα) και το µεγαλύτερο βαθµό ανοµοιότητας µεταξύ τους. Η µέθοδος 

απορρίπτει υποσύνολα χαρακτηριστικών που έχουν µεγάλη συσχέτιση µεταξύ 

τους  [26]. 

• Μεθόδου αναζήτησης µε βάση τον αλγόριθµο αναρρίχησης λόφων (hill 

climbing). 

5.2 Πειραµατικά σύνολα  εικόνων 

 

Η Βάση εικόνων προσώπου ORL 

 

Η βάση ORL [28] είναι διαθέσιµη από το AT & T Laboratories Cambridge και 

αποτελείται συνολικά από 400 ασπρόµαυρες εικόνες διαστάσεων 92x112 µε 256 

επίπεδα γκρι ανά pixel. Οι εικόνες ανήκουν σε 40 διαφορετικά άτοµα µε 10 εικόνες 

ανά  άτοµο. Τα πρόσωπα έχουν φωτογραφηθεί σε όρθια στάση και σε πρόσθιες όψεις 

µε διάφορες παραλλαγές σε: συνθήκες φωτισµού, εκφράσεις προσώπου, ανοικτά 

κλειστά µάτια, χαµόγελο ή όχι, γυαλιά ή όχι. Η  εικόνα 5.1 δείχνει εικόνες από τη 

βάση ORL. 

 

 

Εικόνα 5.1 Εικόνες προσώπων από τη βάση ORL. 
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Η Βάση εικόνων προσώπου Yale Face Database 

 

Η Βάση Yale Face είναι διαθέσιµη από το Yale University Department of Computer 

Science [29] και αποτελείται από 165 grayscale εικόνες διαστάσεων 320 x 243. Οι 

εικόνες ανήκουν σε 15 άτοµα µε 11 εικόνες ανά άτοµο, µια για κάθε διαφορετική 

έκφραση ή παραλλαγή: center-light, w/glasses, happy, left-light, w/no glasses, 

normal, right-light, sad, sleepy, surprised and wink. Για υπολογιστικές ανάγκες 

µειώθηκε η διάσταση των εικόνων σε 84x110. Η  εικόνα 5.2 δείχνει κάποια 

στιγµιότυπα από τη βάση Yale. 

 

 

Εικόνα 5.2 Εικόνες προσώπων από τη βάση Yale. 

 

 

Η Βάση εικόνων προσώπου FERET Database 

 

Η βάση δηµιουργήθηκε από το «Defense Advanced Research Products Agency 

(DARPA)» [30] για την ανάπτυξη αυτοµατοποιηµένων µεθόδων αναγνώρισης 

προσώπων µε σκοπό τη βελτίωση θεµάτων ασφαλείας, την ανάπτυξη συστηµάτων 

ευφυΐας και τήρησης του νόµου. Περιέχει 14.051 grayscale εικόνες που απεικονίζουν 

πρόσωπα µε εµπρόσθιες, αριστερές και δεξιές κατόψεις µε διάφορες παραλλαγές σε: 

συνθήκες φωτισµού, εκφράσεις  προσώπου, ανοικτά κλειστά µάτια, χαµόγελο ή όχι, 
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γυαλιά ή όχι. Επίσης φωτογραφίες του ίδιου προσώπου τραβηχτήκαν µε διαφορά 

µεγαλύτερη του ενός έτους. Από τη βάση FERET δηµιουργήθηκε ένα  σύνολο από 

440 grayscale εικόνες διαστάσεων 256x384. Οι εικόνες ανήκουν σε 40 άτοµα µε 11 

εικόνες ανά άτοµο. Για υπολογιστικές ανάγκες µειώθηκε η διάσταση των εικόνων σε 

120x80. Η  εικόνα 5.3 δείχνει κάποια στιγµιότυπα από τη βάση  FERET. 

 

.  

Εικόνα 5.3 Εικόνες προσώπων από τη βάση FERET. 

 

 

Η Βάση εικόνων προσώπου Face Recognition Data, University of Essex, UK 

 

Η Βάση εικόνων προσώπου Face Recognition Data, University of Essex είναι 

διαθέσιµη από το  University of Essex [31]. Η βάση περιέχει 7900 εικόνες 24bit RGB 

διαστάσεων 180x200. Η ηλικία των ατόµων που συµµετέχουν είναι κυρίως από 18-20 

ετών µε διάφορες παραλλαγές σε γυαλιά και γενειάδα ενώ ο φωτισµός των εικόνων 

είναι τεχνητός µε µίγµα βολφραµίου και φθοριζόντων ουσιών. Από την συγκεκριµένη  

βάση δηµιουργήθηκε ένα σύνολο από 400 εικόνες οι οποίες µετατράπηκαν σε 

κλίµακα του γκρι (grayscale µορφή). Οι εικόνες ανήκουν σε 20 άτοµα µε 20 εικόνες 

ανά άτοµο. Για υπολογιστικές ανάγκες οι µειώθηκε η διάσταση των εικόνων σε 

90x100. Η  εικόνα 5.4 δείχνει κάποια στιγµιότυπα από τη βάση  Essex. 
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Εικόνα 5.4 Εικόνες προσώπων από τη βάση Essex. 

5.3 Πειραµατικά αποτελέσµατα και συγκρίσεις 

 

Αρχικά στον Πίνακα 5.1 δίνεται µια συνοπτική περιγραφή για τα διαθέσιµα σύνολα 

δεδοµένων καθώς και η αντίστοιχη ακρίβεια ταξινόµησης του ταξινοµητή SVM  µε 

χρήση όλων των χαρακτηριστικών. 

Πίνακας 5.1 Συνοπτική περιγραφή των διαθέσιµων συνόλων και της αρχικής  

απόδοσης του ταξινοµητή SVM 

Σύνολο δεδοµένων  Αριθµός  

παραδειγµάτων 

Αριθµός  

χαρακτηριστικών 

Αριθµός 

κατηγοριών 

Απόδοση 

SVM  

Εsssex faces 400 9000 20 93,25 

ORL faces 400 10304 40 97,75 

Yale Faces 165 9240 11 87,27 

FERET faces 440 9600 40 94,5 

 

Για όλα τα σύνολα δεδοµένων και για κάθε µέγεθος block (16,25,36,121) 

υπολογίστηκαν για τη συνάρτηση καταλληλότητας (fitness function), την απόδοση 
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του ταξινοµητή SVM και τον αριθµό των επιλεγµένων χαρακτηριστικών: η µέση τιµή 

(mean), η τυπική απόκλιση (standard deviation), η µέγιστη τιµή (max) και η ελάχιστη 

τιµή (min) αντίστοιχα.  

 

Ξεκινώντας µε τους πειραµατισµούς στο σύνολο δεδοµένων της βάσης ORL 

παρατηρούµε στον Πίνακα 5.2 ότι από την εφαρµογή της προτεινοµένης µεθόδου 

προέκυψε σε κάθε διαφορετική περίπτωση αριθµού blocks µια σηµαντική µείωση της 

διάστασης µε παράλληλη αύξηση της απόδοσης του ταξινοµητή από την αρχική. Η 

απόδοση του ταξινοµητή στο αρχικό σύνολο δεδοµένων µε 10304 χαρακτηριστικών 

είναι 97,75% ενώ η προτεινόµενη µέθοδος πέτυχε µεγαλύτερη απόδοση µε λιγότερα 

από 150 χαρακτηριστικά. Όπως παρατηρούµε στο Σχήµα 5.1 η οµάδα των 121 blocks 

µαζί µε την οµάδα των 61 blocks παρουσιάζουν τη µικρότερη διακύµανση στις τιµές 

της συνάρτησης καταλληλότητας (fitness) µε τυπική απόκλιση 17.0± . Την 

µεγαλύτερη διακύµανση στις τιµές της συνάρτησης καταλληλότητας παρουσιάζει η 

οµάδα των 16 blocks. Σχετικά µε τον αριθµό των χαρακτηριστικών η µικρότερη 

διακύµανση τιµών παρουσιάζεται για την οµάδα των 121 blocks. 

 

 

Σχήµα 5.1 Γράφηµα µέσων όρων (means) και τυπικών αποκλίσεων (standard 

deviations) της απόδοσης (fitness) για όλα τα blocks τoυ συνόλου ORL. ∆ιακρίνονται 

τα άκρα του διαστήµατος εµπιστοσύνης (confidence interval) για κάθε block. 
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Συνεχίζοντας στο σύνολο δεδοµένων της βάσης Yale όπως παρατηρούµε στον 

Πίνακα 5.3  βελτιώθηκε η απόδοση του ταξινοµητή η οποία ήταν 87,27% και µε τα  

9240 χαρακτηριστικά. Για όλες τις διαφορετικές περιπτώσεις αριθµού blocks η 

προτεινόµενη µέθοδος πετυχαίνει απόδοση µεγαλύτερη από 94,5%. µε λιγότερα από  

201 χαρακτηριστικά. Στο Σχήµα 5.2 παρατηρούµε ότι η οµάδα των 121 blocks 

παρουσιάζει τη µικρότερη διακύµανση στις τιµές της συνάρτησης καταλληλότητας  

µε  τυπική απόκλιση 18.0± . 

 

 

Σχήµα 5.2 Γράφηµα µέσων όρων (means) και τυπικών αποκλίσεων (standard 

deviations) της απόδοσης (fitness) για όλα τα blocks τoυ συνόλου Yale. ∆ιακρίνονται 

τα άκρα του διαστήµατος εµπιστοσύνης (confidence interval) για κάθε block. 
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Στο σύνολο δεδοµένων Face Recognition Data University of Essex η απόδοση της 

προτεινόµενης µεθόδου είναι αρκετά υψηλή αφού µε πολύ λιγότερα χαρακτηριστικά 

πετυχαίνει µεγαλύτερη ακρίβεια. Και µε τα 9000  χαρακτηριστικά  ο ταξινοµητής 

αρχικά έχει απόδοση 93,25%, ενώ για όλες τις διαφορετικές περιπτώσεις αριθµού 

blocks όπως παρουσιάζονται στον Πίνακα 5.4 η προτεινόµενη µέθοδος πετυχαίνει  µε 

λιγότερα από  210 χαρακτηριστικά ακρίβεια ταξινόµησης  µεγαλύτερη από 96%.  

 

 

 

Σχήµα 5.3 Γράφηµα µέσων όρων (means) και τυπικών αποκλίσεων (standard 

deviations) της απόδοσης (fitness) για όλα τα blocks τoυ συνόλου Essex. 

∆ιακρίνονται τα άκρα του διαστήµατος εµπιστοσύνης (confidence interval) για κάθε 

block. 
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Τέλος στο σύνολο δεδοµένων της βάσης FERET η προτεινόµενη µέθοδος και εδώ 

παρουσιάζει καλά αποτελέσµατα αφού όπως παρατηρούµε στον Πίνακα 5.5 για όλες 

τις διαφορετικές περιπτώσεις αριθµού blocks πετυχαίνει  µε λιγότερα από  215 

χαρακτηριστικά απόδοση µεγαλύτερη από 96,5%. Σηµειώνεται ότι ο ταξινοµητής 

αρχικά και µε τα 9600  χαρακτηριστικά  έχει απόδοση 94,5%. 

 

 

 

Σχήµα 5.4 Γράφηµα µέσων όρων (means) και τυπικών αποκλίσεων (standard 

deviations) της απόδοσης (fitness) για όλα τα blocks τoυ συνόλου FERET. 

∆ιακρίνονται τα άκρα του διαστήµατος εµπιστοσύνης (confidence interval) για κάθε 

block. 

 

 

Στα Σχήµατα 5.1, 5.2, 5.3 και 5.4 παρουσιάστηκαν για κάθε σύνολο δεδοµένων µε 

την βοήθεια του γραφήµατος error bar το διάστηµα εµπιστοσύνης (95% confidence 

interval) για κάθε οµάδα blocks. Τα γραφήµατα για κάθε σύνολο δεδοµένων δείχνουν 

ότι σε αυτό το διάστηµα θα βρίσκεται µε πιθανότητα 0,95 η µέση τιµή της απόδοσης 

(fitness) για κάθε οµάδα blocks σε κάθε περίπτωση. Το διάστηµα αυτό για την 

περίπτωση των 121 blocks είναι µικρότερο, αφού η τυπική απόκλιση είναι µικρότερη 

σε αυτή την περίπτωση σε σχέση µε τις υπόλοιπες οµάδες blocks. 
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Παρατηρώντας στο Σχήµα 5.5 τα αποτελέσµατα για όλα τα σύνολα δεδοµένα 

µπορούµε να πούµε ότι σε γενικές γραµµές τα καλύτερα αποτελέσµατα 

παρουσιάζονται για αριθµό blocks µεγαλύτερο του 25.  Η ερµηνεία που µπορεί να 

δοθεί σε αυτό το γεγονός είναι ότι καθώς έχουµε διαχωρισµό των εικόνων σε 

περισσότερα τµήµατα διευκολύνεται ο αλγόριθµος ώστε να συνδυάσει και να 

ανακαλύψει χαρακτηριστικά µε πιο αποδοτικό τρόπο.  

 

 

Σχήµα 5.5 Σύγκριση του µέσου όρου της συνάρτησης καταλληλότητας (fitness)  για 

όλα τα µεγέθη των  blocks {16,25,36,64,121 } στα  διαθέσιµα σύνολα δεδοµένων. 
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5.4 Σύγκριση τεχνικών επιλογής χαρακτηριστικών 

 

Σε αυτήν την ενότητα συγκρίνεται η  απόδοση της προτεινόµενης µεθόδου µε τις 

αποδόσεις των µεθόδων Gain Ratio, Relief-f και FilteredSubsetEval, την απόδοση 

ενός απλού Γενετικού αλγορίθµου που υλοποιήθηκε στα πλαίσια της εργασίας καθώς 

την απόδοση του ταξινοµητή SVM στα αρχικά σύνολα δεδοµένων µε όλα τα 

χαρακτηριστικά. 

Στην περίπτωση  του συνόλου δεδοµένων της βάσης ORL όπως παρατηρούµε στο 

Σχήµα 5.6, η προτεινόµενη µέθοδος παρουσιάζει την καλύτερη απόδοση 99,65% µε 

148 επιλεγµένα χαρακτηριστικά. Παρατηρούµε επίσης ότι οι µέθοδοι αποτίµησης 

µοναδιαίου χαρακτηριστικού Gain Ratio και Relief-f παρουσίασαν πολύ χαµηλή 

απόδοση σε κάθε περίπτωση από την προτεινόµενη µέθοδο αλλά και από τη µέθοδο 

αποτίµησης υποσυνόλων χαρακτηριστικών  FilteredSubsetEval, η οποία έχει απόδοση 

98% µε 205 επιλεγµένα χαρακτηριστικά. Ο απλός Γενετικός παρουσιάζει την 3
η
 

καλύτερη απόδοση µετά τον SVM, αλλά µε πολύ λιγότερα χαρακτηριστικά. 

 

Σχήµα 5.6 Σύγκριση µεθόδων για το σύνολο για το σύνολο δεδοµένων ORL. 
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Στο σύνολο δεδοµένων Face Recognition Data University of Essex τα αποτελέσµατα 

για την προτεινόµενη µέθοδο είναι και εδώ  καλύτερα όπως φαίνεται στο Σχήµα 5.7.  

Συγκεκριµένα παρουσιάζει την µεγαλύτερη απόδοση 97,82% µε 144 επιλεγµένα 

χαρακτηριστικά. Η µέθοδος που παρουσιάζει καλά αποτελέσµατα είναι η  

FilteredSubsetEval η οποία έχει απόδοση 95,3% µε 235 επιλεγµένα χαρακτηριστικά. 

Επίσης ο απλός γενετικός αλγόριθµος παρουσιάζει καλύτερη απόδοση από τον 

ταξινοµητή SVM. 

 

 

 

 

Σχήµα 5.7 Σύγκριση µεθόδων για το σύνολο  δεδοµένων  Essex. 
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Συνεχίζουµε µε το σύνολο δεδοµένων FERET παρατηρούµε στο Σχήµα 5.8 ότι η 

προτεινόµενη µέθοδος παρουσιάζει την καλύτερη απόδοση 97 % µε 181 επιλεγµένα 

χαρακτηριστικά. Ο απλός γενετικός παρουσιάζει την 2
η
 καλύτερη απόδοση, ενώ η  

µέθοδος FilteredSubsetEval παρουσιάζει καλά αποτελέσµατα έχοντας απόδοση 

95,5% µε 205 επιλεγµένα χαρακτηριστικά. 

 

 

 

 

Σχήµα 5.8  Σύγκριση µεθόδων για το σύνολο δεδοµένων FERET. 
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Τέλος για το σύνολο δεδοµένων Yale όπως παρατηρούµε στο Σχήµα 5.9  οι. µέθοδοι 

αποτίµησης µοναδιαίου χαρακτηριστικού GainRadio και Relief-f παρουσίασαν ξανά 

τη χειρότερη απόδοση, ενώ η προτεινόµενη µέθοδος  εξακολουθεί να είναι καλύτερη 

από όλες τις µεθόδους. Ο απλός γενετικός αλγόριθµος παρουσίασε τη 2
η
 καλύτερη 

απόδοση ενώ η µέθοδος FilteredSubsetEval έχει απόδοση 90,33 % µε 143 επιλεγµένα 

χαρακτηριστικά έναντι της προτεινόµενης µεθόδου η οποία παρουσιάζει απόδοση 

95,43 µε 171 επιλεγµένα χαρακτηριστικά. 

 

 

 

 

          Σχήµα 5.9 Σύγκριση µεθόδων για το σύνολο δεδοµένων Υale.  
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ΚΕΦΑΛΑΙΟ 6. ΣΥΜΠΕΡΑΣΜΑΤΑ 

Στην παρούσα εργασία µελετήθηκε το πρόβληµα της επιλογής χαρακτηριστικών για 

το πρόβληµα της αναγνώρισης προσώπων. Στην εργασία οι εικόνες αναπαρίστανται 

ως διανύσµατα διάστασης ίσης µε το µέγεθος της εικόνας ( πλήθος των pixels) και 

εποµένως ως διανύσµατα «υψηλής διάστασης». Υπάρχουσες µεθοδολογίες επιλογής 

χαρακτηριστικών όπως προέκυψε από τους πειραµατισµούς αδυνατούν να δώσουν 

ικανοποιητικές λύσεις λόγω της πολυπλοκότητας του προβλήµατος. 

 

Για την αντιµετώπιση αυτών των δυσκολιών προτείναµε ένα υβριδικό σχήµα 

συνδυάζοντας µεθόδους καθολικής βελτιστοποίησης, έναν Γενετικό αλγόριθµο 

(Genetic algorithm) και τη µέθοδο της Προσοµειώµένης Ανόπτησης (Simulated 

Annealing). Αναλυτικότερα, αρχικά οι εικόνες διαµερίστηκαν σε µικρότερες περιοχές 

από pixels (blocks) και έτσι ο πολυδιάστατος χώρος  του προβλήµατος διασπάστηκε 

σε υποχώρους µικρότερης διάστασης. Στη συνέχεια, σε πρώτο στάδιο οι συνδυασµοί 

των  blocks κωδικοποιούνται ως χρωµοσώµατα  και o Γενετικός αλγόριθµος επιλέγει 

το κατάλληλο υποσύνολο (συνδυασµό) των ενεργών blocks, ενώ στο δεύτερο στάδιο 

της τοπικής αναζήτησης. τα υποσύνολα χαρακτηριστικών των blocks 

κωδικοποιούνται ως συµβολοσειρές (strings) πραγµατικών αριθµών και η µέθοδος 

Simulated Annealing βελτιστοποιεί κάθε block επιλέγοντας τα κατάλληλα 

χαρακτηριστικά.  

 

Η αξιολόγηση του προτεινόµενου υβριδικού σχήµατος διεξήχθη σε τέσσερις βάσεις  

εικόνων προσώπων συγκριτικά και µε άλλες µεθόδους επιλογής χαρακτηριστικών. Τα 

αποτελέσµατα είναι ιδιαίτερα ικανοποιητικά για τον υβριδικό αλγόριθµο αφού σε 

όλες τις περιπτώσεις παρουσιάζει την καλύτερη απόδοση µε λιγότερα  

χαρακτηριστικά. 
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Η συνεχής κωδικοποίηση αντί της δυαδικής, στη φάση της τοπικής αναζήτησης, 

έδωσε στοιχεία ευελιξίας στην αναζήτηση των καταλληλότερων χαρακτηριστικών 

αφού κάθε χαρακτηριστικό επιλέγεται αν θα συµµετάσχει ή όχι στη διαδικασία 

αξιολόγησης βάση µιας πιθανότητας. Με αυτόν τον τρόπο η επιλογή ενός 

χαρακτηριστικού παραµένει σε µεγαλύτερο βαθµό ανεπηρέαστη από την αρχική 

αρχικοποίηση δίνοντας την ευκαιρία σε περισσότερα χαρακτηριστικά να 

αποτελέσουν µέρος µιας υποψήφιας λύσης και να αξιολογηθούν ως προς τη 

χρησιµότητά τους. 

 

Περισσότεροι πειραµατισµοί και µε άλλα σύνολα δεδοµένων όπως για παράδειγµα 

εικόνες αντικειµένων θα ενισχύσουν την αξιοπιστία της προτεινόµενης µεθόδου και 

θα επιβεβαιώσουν  περισσότερο την αποτελεσµατικότητά της στην επιλογή 

χαρακτηριστικών σε δεδοµένα υψηλής διάστασης. Τέλος οι Γενετικοί αλγόριθµοι 

έχοντας έντονα ενδογενή στοιχεία παραλληλισµού δίνουν τη δυνατότητα υλοποίησης 

του υβριδικού σχήµατος σε παράλληλες µηχανές ώστε η αναζήτηση των κατάλληλων 

υποσυνόλων των χαρακτηριστικών να γίνει πιο γρήγορη. 
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